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Resumen

Los constantes avances tecnológicos de los últimos años han revolucionado los ser-

vicios prestados por las redes móviles, que hoy en d́ıa demandan mayores volúmenes

de información y menores tiempos de respuesta para su correcto funcionamiento. De

la misma forma, estas mejoras técnicas han elevado las expectativas que tienen los

usuarios de la red, esperando unas velocidades de conexión y una estabilidad muy por

encima de las prestadas en las redes móviles actuales.

La experiencia que disfruta el usuario t́ıpico de las redes de telefońıa está altamente

influenciada por el entorno, condicionando el uso que hace de los diferentes servicios.

Por ello, incluir el contexto de los usuarios en las tareas de gestión de la red es una de

las principales tendencias en el desarrollo de nuevas técnicas de autoorganización, como

se deduce de las especificaciones de la nueva generación de redes móviles, las redes 5G.

La posición del usuario y el instante de tiempo en el que hace uso de la red destacan

especialmente entre las caracteŕısticas del contexto de los usuarios que más impacto

tienen en el comportamiento de la red. Por ejemplo, identificar si en ciertas zonas de la

red los servicios se demandan desde localizaciones de interior o detectar grandes aglo-

meraciones de usuarios navegando simultáneamente, ya sean persistentes o esporádicas,

permite mejorar las soluciones aplicadas a problemas de rendimiento. Por desgracia,

esta información de contexto no suele ser accesible para los operadores de red, lo que

dificulta su aplicación en las tareas de gestión de red.

El objetivo de esta tesis doctoral es desarrollar modelos constrúıdos con diferen-

tes técnicas de aprendizaje automático, que permitan estimar aspectos del contexto

espaciotemporal de los usuarios para aplicarlos a tareas de autogestión de la red. El

enfoque práctico seguido a lo largo de esta tesis ha motivado que, como restricciones de

partida, los datos de entrada empleados sean de fácil acceso y los modelos desarrollados

sean eficientes computacionalmente, para que puedan ser integrados fácilmente en las

herramientas de gestión radio.
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El trabajo desarrollado se inicia con el estudio de la dimensión espacial del contexto.

Aśı, la primera de las contribuciones de esta tesis es un modelo que estima uno de los

aspectos más importantes del contexto espacial del usuario, que es si este ha accedido

a la red desde una localización de interior o de exterior. Dicha estimación se realiza

únicamente a partir de indicadores de rendimiento de la conexión registrados en el

sistema de gestión de red.

Otro de los aspectos fundamentales del contexto espacial de los usuarios es la posi-

ción geográfica de los mismos, es decir, dónde se sitúan los terminales en el escenario.

Para ello, la segunda contribución aprovecha la ubicuidad actual de las redes sociales

para mejorar el posicionamiento de los terminales, combinando la información obte-

nida de redes sociales, enriquecida con metadatos georreferenciados, con la ubicación

interior o exterior de los usuarios deducida con el modelo anterior.

Para demostrar la aplicabilidad de los modelos desarrollados, la tercera contribu-

ción de esta tesis propone un método de selección de emplazamientos para picoceldas

en redes celulares heterogéneas. A diferencia de otros métodos en la bibliograf́ıa, el

algoritmo propuesto basa la localización de las nuevas celdas pequeñas en la mejora

que se obtendŕıa, desde el punto de vista del usuario final, en términos de volumen

de descarga generado en cada zona de la red, basándose en el contexto espacial de los

usuarios.

Por último, se extiende el estudio con la dimensión temporal del contexto de los

usuarios. Con este fin, la última contribución de esta tesis doctoral aborda uno de los

problemas clásicos en la gestión de redes móviles, como es la predicción del tráfico

futuro de una celda del sistema. La principal dificultad de este problema radica en la

gran variabilidad del comportamiento de los usuarios, que impide una previsión precisa.

Una de las causas principales de esta variabilidad son los eventos sociales, en los que

una gran cantidad de usuarios se concentran en un mismo establecimiento durante un

periodo de tiempo limitado. En el modelo propuesto, se predice la demanda futura de

tráfico de datos de una celda con resolución horaria del d́ıa siguiente, aplicándole una

corrección dependiente del tipo de evento que va a tener lugar. Para ello, se recolectan,

de varios repositorios, datos de diferentes tipos de eventos sociales ocurridos en el

pasado para entrenar un modelo de aprendizaje profundo.
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Índice general

Agradecimientos III

Resumen V
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dicción del tráfico normal (sin evento). . . . . . . . . . . . . . . . . . . 136

6.4. Modelos de aprendizaje profundo para la estimación del impacto de los

eventos. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 138

XV



6.5. Distribución de los tipos de evento en d́ıas laborables y fines de semana. 141

6.6. Proceso de convergencia durante el entrenamiento de los modelos de

aprendizaje profundo. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 147

6.7. Precisión de los modelos por enlace y tipo de evento. . . . . . . . . . . 149
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Caṕıtulo 1

Introducción

Este caṕıtulo introduce el contenido de esta tesis doctoral. En primer lugar, se

presenta el marco conceptual del trabajo, definiendo las motivaciones que han llevado

al desarrollo del mismo. A continuación, se enumeran los objetivos de esta tesis. Por

último, se muestra la estructura del resto del documento y se discuten las principales

contribuciones de esta tesis doctoral.

1.1. Motivación

Es evidente que, en los últimos años, la evolución y crecimiento de las redes móviles

ha sufrido una progresión imparable. El constante desarrollo de nuevos equipos, más

económicos, accesibles y potentes, ha democratizado el acceso a las redes celulares,

disparando las peticiones de servicios ya afianzados, como servicios de transmisión en

directo, acceso a redes sociales, juegos en tiempo real, etc. Estas mejoras han provoca-

do que tanto el tráfico generado en la red como el número de dispositivos conectados

simultáneamente hayan sufrido un crecimiento exponencial. En paralelo, han ido apa-

reciendo novedosos servicios desde el punto de vista del usuario (p.ej., v́ıdeos en 360

grados, realidad virtual, comunicaciones entre máquinas en entornos de Internet de

las Cosas, trabajos o juegos en la nube, ciudades inteligentes, etc.) que se prevé que

multiplicarán este crecimiento, estando previsto un incremento de 3 veces del tráfico

actual y un total de 9.100 millones de dispositivos móviles activos para 2028 [1].

Para cubrir las necesidades de este crecimiento masivo, nacen las nuevas tecnoloǵıas

englobadas en la quinta generación de comunicaciones móviles (5G) [2]. Los nuevos
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servicios que han ido apareciendo en los últimos tiempos se comportan de forma com-

pletamente distinta entre śı, por lo que requieren de distintas configuraciones para su

óptimo funcionamiento. En esta quinta generación, para segregar de forma eficiente

estos servicios y aśı poder optimizar su desempeño, se definen tres grupos de servicios

distintos según sus requerimientos: a) servicios de banda ancha móvil mejorada (en-

hanced Mobile Broadband, eMBB), que engloba aquellos servicios que precisan de altas

tasas de transferencia (como la realidad virtual, el videostreaming en altas resolucio-

nes o las transmisiones en directo), b) comunicaciones masivas tipo máquina (massive

Machine Type Communications, mMTC), que presenta escenarios en los que hay una

ingente cantidad de dispositivos conectados entre śı, como en equipos de monitoriza-

ción de salud o ciudades inteligentes, y c) comunicaciones ultra fiables de baja latencia

(Ultra Reliable Low Latency Communications, URLLC), en las que una comunicación

casi inmediata y estable entre dispositivos es vital, como en las comunicaciones entre

veh́ıculos o la ciruǵıa a distancia.

Este crecimiento exponencial ha resultado en redes celulares tan grandes y com-

plejas que es imposible realizar tareas de mantenimiento y optimización de forma

manual. Esta limitación se verá acentuada con las soluciones implementadas en 5G

para cubrir las necesidades de los distintos casos de uso. Aśı, la complejidad de la

gestión de red se ha identificado en la industria como uno de los principales cuellos

de botella en las futuras redes 5G. En este contexto, nació el concepto de Redes Au-

toorganizadas (Self-Organizing Network, SON) [3, 4], con el objetivo de automatizar

estas tareas de mantenimiento. Estas técnicas se pueden dividir en cuatro bloques: Au-

toplanificación (Self-Planning), Autodespliegue (Self-Deployment), Autooptimización

(Self-Optimization) y Autoreparación (Self-Healing).

Los operadores de redes móviles tradicionalmente se basaban en parámetros de Ca-

lidad de Servicio (Quality of Service, QoS) para realizar las tareas de mantenimiento

de la red. Hoy en d́ıa, este enfoque, centrado en aspectos de la red, se ha sustituido

por un enfoque más centrado en el usuario final, orientado a determinar con mayor

precisión la percepción que el usuario tiene del comportamiento del servicio que se

le ofrece, en lo que se conoce como la Calidad de Experiencia (Quality of Experien-

ce, QoE) [5]. Parametrizar la experiencia que los usuarios tienen al hacer uso de los

diferentes servicios permite optimizar los procesos de planificación, optimización y re-

paración de la red. Por este motivo, uno de los factores principales que destacan a los

diferentes operadores de redes y servicios frente a sus competidores es la Gestión de

Experiencia del Usuario/Cliente (Customer Experience Management, CEM) [6]. To-
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do ello hace que la comprensión de los servicios, los parámetros más relevantes en la

experiencia del usuario y el contexto sean un pilar fundamental en el desarrollo del

sector. Desafortunadamente, por lo general, la relación entre los diferentes indicadores

de rendimiento que registra la red y la calidad que percibe el usuario no es trivial [7].

Por ello, es complicado conocer la opinión de los usuarios sobre los diferentes servicios,

siendo la principal herramienta la realización de costosas encuestas, de las que se ob-

tiene información estad́ıstica que puede no ser precisa. Estas limitaciones dificultan la

realización de modelos y mediciones de la QoE.

El contexto del usuario, formado por las caracteŕısticas propias o del entorno que

enmarcan al usuario en el uso de la red móvil (como, p.ej., el tipo de terminal, la

ubicación interior/exterior, la hora del d́ıa, la geolocalización o la actividad que el

usuario esté realizando), es uno de los factores que más influyen en la percepción

del servicio [8]. Por ello, los modelos de QoE más sofisticados tienen en cuenta el

contexto del usuario (p.ej., la hora del d́ıa o su ubicación). Para reconocer la actividad

del usuario, los proveedores de servicio pueden utilizar las mediciones activas de los

sensores en el cuerpo a través del aprendizaje combinado (ensemble learning) [9], pero

esta información no se registra en la red y, por tanto, no puede usarse en los procesos

de autogestión. Como alternativa, los operadores de red pueden inferir el contexto del

usuario aprovechando los eventos de señalización radio registrados por la red en cada

conexión [10]. Una vez obtenida, esta información puede utilizarse para desarrollar

algoritmos SON que hagan uso del contexto para mejorar su desempeño [11].

Para cumplir con las ambiciosas especificaciones de los nuevos casos de uso de 5G, los

operadores llevarán el rendimiento de la red al siguiente nivel mediante la combinación

de múltiples técnicas. Entre ellas, la densificación de la red se ha reconocido como una

forma eficiente de proporcionar una mayor capacidad de red y una mejor cobertura. En

zonas densamente pobladas, la densificación se consigue combinando la infraestructura

macrocelular con despliegues de celdas pequeñas (Small Cells, SC). En estas redes he-

terogéneas, compuestas por macroceldas y celdas pequeñas, decidir la mejor ubicación

para nuevas SC es clave para aprovechar al máximo la nueva infraestructura. Sin em-

bargo, la mayoŕıa de los enfoques actuales de selección de emplazamientos sólo tienen

en cuenta indicadores simples de cobertura de red y calidad de señal, por la dificultad

de modelar la planificación dinámica de paquetes con usuarios de múltiples servicios

y diferentes condiciones de enlace radio en una herramienta de planificación de red.

En ausencia de dicho modelo de rendimiento, la función de minimización de pruebas

en ruta (Minimization Drive Test, MDT) [12] permite la recopilación de mediciones
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geolocalizadas que pueden utilizarse para construir mapas precisos de rendimiento de

la red (Radio Environment Map, REM). Dichos mapas pueden utilizarse después para

detectar huecos de cobertura [13]. Lamentablemente, MDT rara vez se activa en las

redes reales por la sobrecarga de trabajo que supone el procesamiento de estas medicio-

nes. Como consecuencia, las tareas de replanificación y optimización de red a menudo

tienen que realizarse basándose en mediciones sólo posicionadas geográficamente con el

identificador de la celda y las estad́ısticas de avance temporal (Timing Advance, TA).

Este enfoque conduce a grandes errores de localización, más aún en zonas con un TA

elevado, donde la combinación de identificador de celda y TA produce un anillo de

localización de una gran superficie, lo que impide estimar el contexto del usuario [14].

Con estos errores de posicionamiento, es muy dif́ıcil deducir el contexto de la comuni-

cación. Esta limitación se agrava cuando, para reducir la necesidad de almacenamiento,

el sistema de gestión no registra las medidas de posicionamiento de forma individual

(por usuario). sino agregada (por celda o, en el mejor de los casos, por anillo).

Con los recientes avances en computación, que permiten un procesado eficiente de

una ingente cantidad de información, el interés por la ciencia de datos ha crecido tanto

en el ámbito cient́ıfico como empresarial. Como resultado, se han puesto en marcha

muchas iniciativas de datos abiertos en todo el mundo. Los portales de datos abiertos

ofrecen ahora un acceso directo y automatizado a valiosos activos que pueden utilizarse

para mejorar la gestión de redes celulares. Algunas empresas de desarrollo de agentes

de usuario (Terminal Agents) [15] ofrecen mediciones reales recogidas por usuarios

anónimos, que pueden utilizarse para evaluar los despliegues actuales [16]. Igualmente,

algunos portales de datos abiertos, por lo general de naturaleza gubernamental, publi-

can información de la principal actividad socioeconómica que acontece en cada zona

del terreno (denominadas uso de suelo en la literatura), que influye enormemente en la

forma en la que cada persona hace uso de la red.

En este contexto de la sociedad de la información, las redes sociales se han afianzado

en los últimos años como un servicio casi omnipresente y de fácil acceso, que son otra

fuente interesante para entender el comportamiento de los usuarios. Aśı, la actividad en

las redes sociales puede ser un indicador relevante para, p.ej., predecir el tráfico celular,

independientemente de la tecnoloǵıa de acceso o del proveedor de red [17], o detectar

zonas de escasa cobertura de la señal o rendimiento del servicio [18]. Por otro lado, las

aglomeraciones puntuales de usuarios son un potencial problema en el rendimiento de

la red y en muchos casos eran, a priori, impredecibles. En general, estas aglomeraciones

se deben a eventos sociales o laborales, que en muchos casos se planifican, quedando
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registrados en repositorios de acceso libre en forma de calendarios. Esta información

puede utilizarse posteriormente para explicar el comportamiento anormal de la red

durante los procedimientos de diagnosis de problemas.

Este entorno, en el que se facilita enormemente el acceso al estado y el contex-

to espaciotemporal de las personas, propicia que los operadores de red empiecen a

implementar algoritmos en los que esta información juega un papel relevante. Estos

algoritmos, usualmente basados en técnicas de aprendizaje automático, se enfocan en

el mantenimiento preventivo de la red, mejorando la eficacia de los procesos de opti-

mización y planificación para que el usuario perciba la mejor experiencia posible.

1.2. Objetivos y Contribuciones

El objetivo principal de esta tesis doctoral es desarrollar algoritmos que, aprove-

chando las técnicas de tratamiento de datos y de aprendizaje automático, mejoren la

eficacia de procesos de planificación y optimización automática de la red, apoyándose

en información de contexto espaciotemporal de los usuarios. Los operadores de la red

tienen acceso a una gran variedad de indicadores que describen el comportamiento de

la red y los usuarios, pero la información del contexto no está disponible directamente.

Por ello, primero es necesario mejorar la detección de distintos aspectos de la situación

del usuario en la red móvil (como la ubicación geográfica, el entorno, etc.) mediante

técnicas de tratamiento de datos masivos. Con este objetivo genérico, los objetivos

espećıficos de esta tesis son:

a) Desarrollar algoritmos para la clasificación a posteriori de conexiones de interior

o exterior a partir de los descriptores radio de la conexión.

b) Desarrollar algoritmos para la mejora en el posicionamiento de conexiones a partir

de los descriptores de la conexión y mensajes geolocalizados de redes sociales.

c) Desarrollar algoritmos para identificar áreas en la red con mal comportamiento,

debido a malas condiciones de propagación o a una alta demanda simultánea,

aprovechando la información de contexto espacial en el escenario.

d) Desarrollar algoritmos para la predicción del tráfico en la red, teniendo en cuenta

las condiciones espaciotemporales en cada celda, como, p.ej., aglomeraciones de

usuarios debidas a eventos de carácter social.

Como resultado del trabajo, se han generado las siguientes contribuciones:
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Un conjunto de herramientas que, a través de varias fuentes, obtienen datos de

distinta naturaleza con información espaciotemporal (como publicaciones geolo-

calizadas de redes sociales, datos sobre los usos de suelo en cada zona de los

escenarios utilizados, la localización y el horario de eventos sociales masivos, ...),

que pueden usarse para modelar el comportamiento de usuarios.

Un modelo que aprovecha la información de uso de suelo para estimar la proba-

bilidad de que una conexión haya ocurrido en interior a partir de sus indicadores

de red.

Un algoritmo que combina la información de la probabilidad de que cada co-

nexión haya ocurrido en interior, los usos de suelo y la distribución espacial de

publicaciones de redes sociales en el escenario para distribuir estad́ısticamente las

conexiones en el terreno.

Una metodoloǵıa para, a partir del comportamiento de los usuarios, estimar la

mejora potencial de la red en términos de volumen de tráfico con óptimas condi-

ciones de propagación y recursos disponibles, tanto a nivel de conexión como a

nivel de celda, y un algoritmo que, haciendo uso del modelo de posicionamiento

anterior, detecta áreas de la red en las que ocurren problemas, tanto de capacidad

como de cobertura.

Un modelo de aprendizaje profundo para predecir el tráfico generado en una

celda, corrigiendo dicha predicción en los eventos sociales futuros aprovechando

la información de su horario y su naturaleza (conciertos, partidos de fútbol, etc.).

Para asegurar la aplicabilidad de los modelos, todas las contribuciones se basan en

datos reales, combinando tanto datos de acceso abiertos como datos propios de la red

de telefońıa, accesible únicamente por los operadores. Estos datos permiten desarrollar

modelos más realistas, mejorando la detección de diferentes aspectos espaciotemporales

(como el geoposicionamiento de los usuarios, las franjas horarias cŕıticas en la red, etc.)

que permiten afinar los procesos de gestión de red. Al emplear datos reales de diferentes

fuentes, es necesario procesarlos en tiempo diferido para sincronizarlos en el dominio

espacial y temporal.
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1.3. Metodoloǵıa de trabajo

En esta tesis se sigue una ĺınea de trabajo continuo incremental, en la que cada

contribución se basa en los modelos desarrollados anteriormente, demostrando la apli-

cabilidad de los mismos. Para cada una de las contribuciones, se ha seguido la misma

metodoloǵıa, descrita a continuación:

1. El trabajo comienza con un estudio detallado del problema que se pretende abor-

dar, revisando el estado de la tecnoloǵıa de acceso radio más usada actualmente

(Long Term Evolution, LTE), además de las diferentes técnicas de tratamiento de

datos y de aprendizaje automático (como modelos de clasificación o arquitecturas

espećıficas de redes neuronales para predicción de series temporales aplicadas en

cada uno de los problemas).

2. Seguidamente, se formula el problema espećıfico tratado en el caṕıtulo. Para ello,

se describen los puntos clave que caracterizan el problema, junto a los posibles

impedimentos que explican el por qué no se ha abordado hasta ahora con el

enfoque propuesto. Además, en el caso de existir una hipótesis de partida, se

comprueba la veracidad de la misma. En esta fase se realiza la especificación

de requisitos, definiendo las entradas (datos de partida, tanto propios de la red

celular, como son las trazas de conexión, como externos, p. ej. publicaciones

geolocalizadas de redes sociales o usos de suelo) y salidas del algoritmo. Una vez

definidos los datos necesarios, se desarrollan las diferentes herramientas para su

recolección y tratamiento.

3. Una vez definido el problema, se concibe el modelo para solventarlo. Primero se

plantea el diagrama de flujo del algoritmo de modelado desarrollado, en el que se

muestran las diferentes etapas. Después, se detalla cada uno de los procesos en

cada etapa, seleccionando, si es necesario, el modelo de aprendizaje automático

que mejor se adapta al problema a resolver con el tamaño del conjunto de datos

disponible.

4. A continuación, se detallan los datos de partida para el desarrollo del modelo

(caracteŕısticas de la red celular de la que se extrae la información, estad́ısticas

de los datos extráıdos, información empleada ajena a la red...), aśı como los resul-

tados obtenidos, comparándolos, si es posible, con otros algoritmos ya existentes

para determinar la mejora obtenida respecto al estado de la tecnoloǵıa. Además,
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para demostrar la viabilidad de la implementación de los modelos en herramien-

tas reales de planificación radio, se valoran aspectos computacionales de cada

modelo.

5. Por último, se extraen las conclusiones, tanto del desarrollo de los modelos como

de sus resultados.

1.4. Estructura del documento

En esta sección se presenta una breve descripción del contenido de cada caṕıtulo,

destacando las principales contribuciones en cada uno de ellos.

Para enmarcar el desarrollo de los modelos descritos en los caṕıtulos posteriores,

el Caṕıtulo 2 presenta una descripción teórica de los conceptos y técnicas básicas

que se emplean en el trabajo. Por un lado, se presenta un breve resumen de concep-

tos relacionados con las redes de acceso de telefońıa móvil, aśı como la información

generada en ellas. Al mismo tiempo, se describen los conceptos relacionados con las

redes autoorganizadas, finalizando con una revisión de las técnicas de geolocalización

en redes de telefońıa. Para facilitar la lectura de los siguientes caṕıtulos, se presentan

también las diferentes técnicas de aprendizaje automático empleadas, tanto las clásicas

como algunas más avanzadas, basadas en aprendizaje profundo.

Una vez asentadas las bases, en los siguientes cuatro caṕıtulos se describen cada

uno de los modelos desarrollados. El primero de ellos, que sirve como punto de partida,

se presenta en el Caṕıtulo 3. Este caṕıtulo explica el modelo que estima el contexto

de los usuarios, clasificando las conexiones como de interior o exterior en base a sus

descriptores registrados.

El contexto del usuario es una información extremadamente útil. Por ejemplo, un

mismo usuario puede hacer un uso distinto del mismo servicio, dependiendo si está

en interior (p.ej., en su casa o en la oficina) o en exterior (p.ej., en parques o calles),

por lo que puede usarse para estimar mejor la experiencia del usuario. Otra utilidad

de esta información puede ser como soporte en procesos de posicionamiento, descar-

tando localizaciones que no concuerden con el contexto del usuario. En este sentido,

el Caṕıtulo 4 aplica los resultados del modelo descrito en el caṕıtulo anterior, junto

a información espacial de publicaciones georreferenciadas obtenidas de redes sociales,

para deducir estad́ısticamente la distribución espacial de los usuarios en la red.

Una vez conocida la distribución espacial de los usuarios, los procesos de planifica-
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ción y optimización de red pueden ser llevados al siguiente nivel, identificando poten-

ciales cuellos de botella de capacidad causados por la aglomeración de usuarios. Este

es el objetivo del modelo presentado en el Caṕıtulo 5, donde se usan los resultados de

los dos modelos anteriores para detectar en qué zonas de la red se generaŕıa más tráfico

al mejorar las condiciones de la red mediante el despliegue de una nueva picocelda.

La previsión de futuros cuellos de botella de capacidad en la red es vital para

cumplir los objetivos marcados por los diferentes casos de uso en la nueva generación

de comunicaciones móviles. Estas degradaciones del servicio ofrecido por la red no son

siempre persistentes en el tiempo, sino que muchas veces son de naturaleza esporádica.

Un claro ejemplo son las aglomeraciones puntuales de usuarios en eventos de carácter

social. En el Caṕıtulo 6 se presenta la última aportación de esta tesis, que consiste en

un modelo de aprendizaje profundo para predecir el tráfico en la red en estos eventos

masivos.

Finalmente, el Caṕıtulo 7 engloba las conclusiones finales del trabajo, remarcando

las principales contribuciones de esta tesis doctoral y explorando las posibles ĺıneas

futuras de investigación.

De forma adicional, en el Apéndice A se explican las diferentes herramientas de

recolección y procesado de datos abiertos con información del contexto espaciotemporal

de los usuarios, empleadas en el desarrollo de todos los modelos contenidos en esta tesis.





Caṕıtulo 2

Marco teórico

Este caṕıtulo contextualiza los modelos propuestos en los caṕıtulos posteriores,

explicando tanto la tecnoloǵıa en las que se ubican como las técnicas de aprendizaje

automático empleadas a lo largo de la tesis. Con este fin, el caṕıtulo se divide en cuatro

secciones. En la sección 2.1, se explican brevemente las redes de acceso de telefońıa

móvil, aśı como la diversa información recolectada en ellas. En la sección 2.2 se hace

un breve resumen del paradigma de las redes Autoorganizadas, describiendo cada una

de las familias de tareas que las componen. Una vez determinada la importancia del

contexto espaciotemporal, tanto en las redes actuales como en las futuras, la sección 2.3

profundiza en las diferentes técnicas de localización en redes móviles. Por último, la

sección 2.4 se dedica a las técnicas de aprendizaje automático empleadas a lo largo de

esta tesis doctoral.

2.1. Redes de acceso móvil

Las redes de telefońıa móvil son una de las tecnoloǵıas más relevantes en la sociedad

actual, permitiendo a los usuarios acceder a servicios y contenidos de forma práctica-

mente ubicua. Para alcanzar estos niveles de cobertura, las redes móviles se componen

de una red de acceso y un núcleo de red.

La red de acceso es una estructura no jerárquica formada por un gran número de

estaciones base que, a través de la interfaz radio, dan servicio a los equipos de usuario

(User Equipment, UE). Desde la introducción del estándar LTE [19], la tendencia es

dotar de mayor funcionalidad a las estaciones base, siendo capaces de realizar gran

11
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parte de las tareas de gestión de sus recursos radio para reducir la latencia en la

red. Dependiendo de los recursos de los que disponen y la potencia de transmisión de

sus antenas, las estaciones base se reparten el área geográfica de la red en secciones,

denominadas celdas, permitiendo a los UE cambiar de celda de forma transparente al

usuario conforme este se desplaza por el terreno. En función de su alcance, estas celdas

pueden clasificarse como:

Macroceldas. Son celdas destinadas principalmente a asegurar la cobertura en las

ciudades, aśı como entornos rurales o poco poblados, por lo que tienen un rango

de cobertura muy amplio, llegando a los pocos kilómetros.

Microceldas. Las microceldas tienen como objetivo cubrir zonas con alta densidad

de población, como pueden ser núcleos urbanos. En estos casos la gran concen-

tración de usuarios hace que los recursos disponibles en la celda sean ocupados

por los usuarios más cercanos, por lo que no tienen unos requisitos de potencia

demasiado elevados y su rango de cobertura alcanza las centenas de metros.

Picoceldas. Estas celdas se sitúan habitualmente en entornos públicos de interior

(p.ej., palacio de congresos, oficinas...), aunque también pueden ser ubicadas en

exterior. El objetivo de las picoceldas es solucionar problemas de cobertura o

capacidad en puntos espećıficos de la red, por lo que el rango de este tipo de

celdas alcanza las pocas decenas de metros.

Femtoceldas. Este tipo de celdas son un caso muy particular de picocelda, em-

pleadas para mejorar la cobertura en entornos de interior privado, como viviendas

u oficinas, con un área de cobertura de varios metros y que utilizan como red de

retorno el bucle de abonado.

El núcleo de red se encarga de realizar el resto de las tareas de gestión de recursos

de la red de las que no pueden encargarse las estaciones base y recopilar la información

generada en la red. Además, gestiona los procesos de suscripción y autenticación de los

usuarios en la red, al igual que su movilidad entre celdas. Por último, el núcleo de red

actúa como pasarela de servicios y datos entre los usuarios y la red troncal, aśı como

con equipos ajenos a la red a través de internet.

La Fig. 2.1 ejemplifica una red de acceso, donde un conjunto de celdas cubre dife-

rentes servicios solicitados por usuarios en la red. Estas celdas reciben del sistema de

soporte de operaciones (Operations Support System, OSS) la configuración de la red
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Figura 2.1: Arquitectura conceptual de una red de acceso.

en forma de ficheros de información de gestión de configuración (Configuration Mana-

gement, CM). Una vez configuradas, las celdas reportan la información recopilada en

forma de ficheros de información de gestión de rendimiento (Performance Management,

PM) y ficheros de datos de trazas (Data Trace Files, DTF), descritos más adelante.

Para optimizar la gestión de recursos de red, es de vital importancia conocer el

rendimiento de las celdas que la componen, aśı como el comportamiento de los usuarios

a los que dan servicio. En este sentido, la recolección de información procedente de las

estaciones base cobra una gran relevancia, permitiendo a los operadores adelantarse a

los posibles problemas de rendimiento e, incluso, desarrollar modelos que permitan a

la red autogestionarse, evitando aśı fallos introducidos por el factor humano.

2.1.1. Información registrada de la red

Una red celular genera una gran cantidad de información en forma de alarmas, con-

tadores y trazas [10]. Esta información puede clasificarse en tres grupos, dependiendo

de su naturaleza:

La información de gestión de configuración (CM), donde se almacenan los paráme-

tros de configuración de la red.

La información de gestión de rendimiento (PM), que recolecta estad́ısticas agre-

gadas, con diferentes resoluciones temporales, respectivas al comportamiento y

rendimiento de los diferentes elementos de la red de acceso durante un periodo

de tiempo, definido como periodo de producción de informes (Reporting Output

Period, ROP).

Los ficheros de datos de trazas, donde se recogen los mensajes de señalización

entre los componentes de la red, aśı como los mensajes de comunicación entre los

equipos de usuario y las estaciones base y, si está activa, la información recogida
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con la funcionalidad de minimización de pruebas de conducción (Minimization

Drive Test, MDT). Estas trazas radio pueden, a su vez, clasificarse en:

� Registros de tráfico de celda (Cell Traffic Recordings, CTR), que monitorizan

el comportamiento de cada celda a partir de mediciones anónimas de todas

las conexiones ocurridas en ellas.

� Registros de tráfico de equipos de usuario (User Equipment Traffic Recor-

dings, UETR), que contienen la información de una sola conexión en con-

creto, tras ser anonimizada.

Las trazas radio consisten en archivos donde se registran eventos de interacciones

de control, generados por procedimientos comunes (p.ej., establecimiento y liberación

de llamadas/sesiones) o funcionalidades avanzadas de automatización de la red (p.ej.,

equilibrio de carga). En el pasado, esta información tan detallada (estad́ısticas de TA,

mediciones de RSRP, volúmenes de datos por canal, velocidad de descarga/subida, etc.)

sólo se utilizaba para la diagnosis de problemas de forma directa por los operadores de

la red. Sin embargo, con los recientes avances en el análisis de grandes datos, las trazas

se han convertido en un activo muy valioso para la optimización automática de la red.

Los eventos registrados pueden ser externos e internos. Los eventos externos con-

sisten en mensajes de señalización estandarizados que las estaciones base intercambian

con otros elementos de la red. Por contra, los eventos internos incluyen información de-

pendiente del proveedor sobre el rendimiento de la estación base. Asimismo, los eventos

pueden ser periódicos (activados por tiempo) o no periódicos (activados por evento).

Todos estos eventos se registran en archivos generados por la estación base y se env́ıan

periódicamente al OSS. A continuación, los archivos de trazas se sincronizan y decodi-

fican mediante técnicas de procesado de eventos complejos (Complex Event Processing,

CEP) [20] en un servidor de procesamiento de trazas.

El registro de todos los eventos generados hace que las trazas de conexión tengan

una riqueza de información superior a los contadores recogidos en los PM y, por tanto,

son mucho más interesantes a la hora de determinar el contexto de cada usuario, por

lo que se emplean como fuente de información de la red a lo largo de gran parte

de la tesis. Por desgracia, esta riqueza de información conlleva un gran requisito de

almacenamiento, por lo que los operadores de red no siempre activan la recolección de

todos los eventos disponibles y, cuando lo hacen, es por un corto periodo de tiempo.

Por tanto, sigue siendo necesario recurrir a la información de los PM para estudiar la

evolución de la red a medio-largo plazo.
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2.2. Redes AutoOrganizadas

El desarrollo de la tecnoloǵıa móvil ha llevado a la aparición de terminales más

potentes y asequibles, derivando en un incremento de los equipos conectados y, en

última instancia, en una red de telefońıa tan sofisticada que dificulta la tarea de los

operadores de red. La complejidad introducida por las mejoras planteadas en las redes

5G no hace más que acentuar este problema, por lo que automatizar las tareas de

mantenimiento y gestión de la red es clave para su correcto funcionamiento. Estos

factores hacen que las redes Autoorganizadas [3] sean de especial interés, facilitando

enormemente la gestión de los recursos y reduciendo los costes de implementación

(Capital Expenditure, CAPEX) y operación (Operational Expenditure, OPEX).

Las tareas de mantenimiento y gestión de la red abarcan un amplio abanico de

cometidos de distinta naturaleza. Por claridad, en la bibliograf́ıa se distinguen 4 grupos

de tareas principales, expuestos a continuación.

2.2.1. Autoplanificación

El primero de los grupos comprende la planificación automática de elementos en la

red. En este grupo, el objetivo es determinar de forma dinámica el ajuste y la localiza-

ción de nuevos elementos de la red troncal y de acceso para solucionar carencias en la

red celular, producidas por cambios en la topoloǵıa del escenario o los comportamientos

de los usuarios. Para ello, dentro de la Autoplanificación se distinguen los siguientes

casos de uso:

Planificación de la ubicación de emplazamientos. Una de las principales

tareas en la planificación de la red es determinar la posición de nuevos emplaza-

mientos en la red de acceso, para obtener el máximo rendimiento con el menor

coste, aśı como las caracteŕısticas del nuevo emplazamiento (p.ej., el número de

celdas emplazadas, los recursos de cada una de ellas, sus caracteŕısticas f́ısicas,

etc.).

Planificación de parámetros. Una vez fijado el emplazamiento, es necesario

configurar el nuevo nodo para su correcto funcionamiento. En este sentido, es

necesario ajustar dos tipos de parámetros. Por un lado, se configuran los paráme-

tros radio, incluyendo tanto los nuevos indicadores de celda y la lista de celdas

vecinas, como ajustes de los canales de acceso aleatorio (Random Access CHan-
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nel, RACH) y aviso (Paging CHannel, PCH) y ajustes de funcionamiento de las

celdas (potencia, traspaso y gestión de recursos radio). Por otro lado, es necesa-

rio configurar la comunicación del nuevo nodo con el resto de los equipos de red

a través de los parámetros de transporte, como las direcciones IP, la inclusión

en redes virtuales locales (Virtual Local Area Network, VLAN) o los ajustes de

Calidad de Servicio.

Planificación de estructura de red. Una vez fijadas tanto la ubicación como

la configuración de los nuevos nodos, estos se incluyen en las listas de las celdas

cercanas, para habilitar los traspasos y que el nodo esté definitivamente integrado

en la red.

2.2.2. Autodespliegue

Una vez planificado un nuevo nodo en la red, se prepara para su explotación comer-

cial. Para minimizar la intervención humana, que puede llevar a errores de configura-

ción, es interesante automatizar estas labores de implementación. De esto se encargan

las tareas de Autodespliegue, cubriendo las necesidades de preparación, instalación,

autentificación y verificación de los componentes que conforman el nuevo nodo, tanto

virtuales (software) como f́ısicos (hardware), presentadas a continuación.

Preparación. La primera tarea para desplegar los nuevos nodos es preparar

todos los componentes necesarios para su correcto funcionamiento. Uno de los

elementos clave del sistema es el software que habilita la operación del nodo, por

lo que es vital que no haya errores en su instalación. Para asegurar la integridad

del software descargado, es necesario implementar mecanismos de apoyo en los

procesos de descarga, instalación y actualización de los componentes software del

nodo.

Instalación. Tras preparar todos los elementos necesarios, se instalan y conectan

cada uno de ellos, preparados para autoconfigurarse con la mı́nima intervención

humana, con las configuraciones planificadas en las tareas del grupo anterior,

generando de forma automática una lista con todos los componentes hardware,

aśı como su estado y configuración, en el Sistema de Inventario de la red.

Autentificación. Una vez instalados y configurados los componentes, es preciso

dotar al nodo de la seguridad suficiente para mantener la integridad de la red.
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Para ello, primero se necesita autentificar el nodo en la red, autorizándolo para

acceder a las entidades de red, tanto internas como externas. Tras este paso, se

configuran los procedimientos necesarios para establecer un túnel bidireccional

y estable a las puertas de enlace de acceso y de operación y mantenimiento

(Operation and Maintenance, O&M).

Verificación. Con los procesos de instalación y autentificación terminados, es

necesario comprobar si el nodo está preparado para su explotación comercial. En

esta tarea se verifica el correcto funcionamiento y configuración de los distintos

componentes instalados, examinando el estado del nuevo nodo y su preparación

para ser explotado de forma comercial. En caso negativo, se debe automatizar la

generación de un informe indicando el origen de los fallos.

2.2.3. Autooptimización

En las tareas de Autooptimización se busca mejorar el rendimiento actual de algún

aspecto en la red móvil de forma dinámica. Este objetivo se consigue a partir de

medidas realizadas en tiempo real de indicadores de rendimiento, tanto a nivel de

usuario (medidas de los terminales) como a nivel de celda (obtenidas de las estaciones

base). Para esta labor, el contexto de los usuarios es un factor de extrema relevancia.

Los procesos de optimización automática comprenden:

Optimización de cobertura. Los cambios introducidos continuamente en la

arquitectura de la red, debidos tanto a tareas de Autoplanificación como a otras

tareas de Autooptimización, pueden derivar en una pérdida de cobertura en al-

gunas zonas respecto a la planificación inicial. Por tanto, optimizar las áreas de

servicio de las celdas en la red, continuamente y de forma automática, es clave

para que el usuario final reciba el mejor servicio posible. La mejora de cobertura

incluye la actualización de la lista de celdas vecinas en cada uno de los nodos de

la red o el control de interferencia entre celdas vecinas para mejorar la calidad

de señal (y, con ello, la eficiencia espectral) en la red.

Optimización de capacidad. Otro de los objetivos de optimización es aprove-

char al máximo los recursos ya disponibles en la red, para reducir la necesidad de

nuevos equipos. Áreas de la red altamente transitadas pueden derivar en celdas

completamente cargadas, junto a celdas vecinas relativamente desocupadas y, por

tanto, en un uso ineficiente de la capacidad de la red. De solucionar este proble-
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ma se encargan las tareas de optimización de capacidad, balanceando la carga

de las celdas cercanas, modificando los márgenes de traspaso u optimizando la

asignación de recursos.

Optimización de calidad de experiencia. En algunas situaciones, los recur-

sos disponibles en la red son suficientes para cubrir las necesidades de tráfico,

pero, debido a desajustes en la configuración de la red de retorno, no se obtiene

el mejor rendimiento de los servicios prestados. Las tareas de optimización de

calidad de experiencia resuelven estos problemas analizando el rendimiento de la

comunicación extremo a extremo, mejorando la respuesta de los elementos de la

red de transporte y del núcleo de red o enfocando la optimización de parámetros

radio desde el punto de vista de la experiencia final del usuario.

Optimización de la eficiencia operacional del sistema. Las tareas de Au-

tooptimización suelen buscar mejorar algún aspecto de la red de acceso. En al-

gunos casos, estos aspectos no solo tienen relación con la calidad del servicio que

se presta al usuario, sino con la eficiencia con la que funcionan los equipos de

la red, pudiendo conllevar sobrecostes energéticos innecesarios cuando los equi-

pos no operan eficientemente. Hay ocasiones en las que partes de la red que no

son usadas, debido al bajo tráfico que soportan durante un periodo de tiempo.

En este escenario, las tareas de ahorro de enerǵıa buscan aumentar la eficiencia

energética, apagando los equipos sin uso durante los periodos de baja actividad.

2.2.4. Autoreparación

Este grupo de tareas persigue solucionar, tanto reactiva como proactivamente, los

diferentes problemas de rendimiento y operación que aparezcan en la red, incluyendo

las mejoras o reemplazos de todos los componentes, tanto virtuales como f́ısicos.

Monitorización de la red. Para conseguir recuperar servicios interrumpidos

o solventar problemas sin que afecten significativamente a la experiencia de los

usuarios, el sistema debe detectar cualquier fallo en el menor espacio de tiempo.

Con este objetivo, la red debe ser capaz de monitorizarse de forma autónoma,

integrando las medidas de rendimiento necesarias y correlacionándolas para la

gestión de fallos o la detección de interrupción de algún servicio.

Mantenimiento de recursos. Las tareas de mantenimiento de los componen-

tes de la red deben ser lo más autónomas posible, para evitar largos periodos de
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inactividad por descuidos humanos. En el caso del hardware, no es posible rea-

lizar de forma automática el reemplazo de componentes defectuosos, pero debe

requerir la mı́nima intervención manual. Por otro lado, el mantenimiento de los

componentes software puede llevar un mayor grado de autonomı́a, permitiendo

la descarga y actualización automática de nuevo software o gestores de elementos

de red.

Recuperación de fallos. Con la monitorización automática de la red, los fallos

en diferentes puntos de la arquitectura pueden ser detectados de forma dinámica.

Esto permite la recuperación autónoma, si es posible, de interrupciones del fun-

cionamiento de distintos elementos en la red o, en caso negativo, la mitigación de

los problemas causados.

2.3. Posicionamiento de usuarios en redes móviles

Conocer la posición del usuario en una red celular es de importancia capital para

optimizar la arquitectura y funcionamiento de la red y, por tanto, la experiencia final

del usuario. En la actualidad, existen tecnoloǵıas de localización con una gran precisión

(p.ej. Global Navigation Satellite System, GNSS), pero son externas a las redes móviles

y, por tanto, no siempre están disponibles para los operadores de red. Esto hace que

sean necesarios métodos de posicionamiento dentro de la red móvil, aprovechando su

infraestructura y explotando diferentes caracteŕısticas de propagación de las señales

de comunicación. En esta sección se presenta un resumen de los fundamentos de las

principales técnicas de posicionamiento en las redes celulares.

2.3.1. Medidas empleadas en la localización

En las redes celulares, los diferentes métodos de localización [21] se basan en la

realización de medidas que dependan fuertemente de la posición del usuario. Estas

mediciones pueden ser dependientes tanto de la estación base servidora como de las

propiedades del canal de propagación. En concreto, las medidas de localización más

habituales son:

– Identificador de la celda servidora. Para poder acceder a los servicios que

ofrecen las redes celulares, los terminales deben conectarse a una celda de la

red. Por tanto, conocer el número de identificación de la celda que da servicio al
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terminal, o identificador de celda, permite usar la posición f́ısica de la estación

base como punto de referencia fijado, acotando dónde se encuentra el equipo al

área de cobertura de la misma.

– Intensidad de la señal recibida. La potencia medida por los usuarios de la

señal emitida por las estaciones base depende de la distancia que los separa,

aunque queda muy condicionada a las caracteŕısticas del entorno en el que la

señal radio se propaga. La atenuación introducida por el medio, las superficies

reflectantes o los obstáculos de visión en el camino de propagación de la señal

hacen que la intensidad en recepción tenga una gran variabilidad espacial y, por

tanto, sea especialmente interesante a la hora de localizar un terminal.

– Tiempo de llegada. En contraposición a la intensidad de la señal, una propiedad

que se mantiene relativamente constante, independientemente de las condiciones,

es la velocidad de propagación de la onda en el medio. En consecuencia, una

buena estimación de la distancia entre el terminal y la estación base servidora es

el tiempo que tarda la señal en llegar de un equipo al otro. Esto se mide en las

redes celulares de dos formas,

a) Time Of Arrival (TOA), como el instante de tiempo marcado por el reloj

interno del terminal en el momento de recepción de una señal enviada por

la estación base servidora.

b) Time Difference Of Arrival (TDOA), como la diferencia entre dos medidas

de TOA obtenidas a partir de, al menos, dos señales de la misma naturaleza

transmitidas desde estaciones base distintas en el mismo instante de tiempo.

– Ángulo de llegada. En un escenario donde las estaciones base que componen la

red se apoyan en antenas direccionales, es posible medir el ángulo que forman el

terminal que recibe la señal y la estación base servidora respecto a una referencia

que, por lo general, está basada en la topoloǵıa de la red.

– Información externa. Las medidas anteriores permiten realizar una primera

estimación de la posición de un terminal en la red, pero en algunos casos no es

suficiente (p.ej., en entornos de interior, donde las condiciones de propagación

introducen demasiado ruido en la estima con GNSS). En estos casos, el uso de

técnicas de mineŕıa de datos con información independiente de la red móvil (p.ej.,

datos de cámaras de vigilancia, direcciones MAC o IP, tipo de actividad socio-

económica en la zona, publicaciones de redes sociales...) permite localizar los
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terminales o actuar como ayuda en los métodos de posicionamiento basados en

las medidas antes descritas.

2.3.2. Clasificación de los métodos de posicionamiento en

redes celulares

Los métodos de posicionamiento pueden clasificarse de múltiples formas, en función

de las propiedades del enlace de comunicación, el tipo de integración en la tecnoloǵıa

de comunicación... La clasificación más común es en función de la metodoloǵıa usada

para la recolección y procesado de las medidas empleadas en el posicionamiento. En

este sentido, existen 4 tipos de posicionamiento, dependiendo de dónde se realizan las

medidas y dónde se procesan,

a) Autoposicionamiento. Estas técnicas engloban aquellos métodos donde tanto

la medición como el procesamiento recae en el terminal móvil.

b) Posicionamiento remoto. Al contrario que en las técnicas de autoposiciona-

miento, el posicionamiento remoto basa su funcionamiento en la realización de

medidas y procesamiento de estas por parte de los equipos de la red.

c) Autoposicionamiento indirecto. Cuando los equipos de la red realizan las me-

diciones que se emplean en la localización, pero el procesado recae en el terminal

móvil.

d) Posicionamiento remoto indirecto. Incluye técnicas donde las medidas son

realizadas por el terminal móvil, pero se procesan en un equipo de la red.

2.3.3. Métodos de posicionamiento

Partiendo de las medidas descritas anteriormente, se han desarrollado un amplio

abanico de métodos de posicionamiento en redes celulares. Debido a que en este tipo de

redes el principal objetivo de las técnicas de localización es conocer la posición de un

determinado terminal de usuario, estos métodos suelen ser de posicionamiento remoto

o, más comúnmente, de posicionamiento remoto indirecto. Por simplicidad, en esta

subsección se presentan primero las técnicas básicas de posicionamiento, continuando

con una descripción del proceso de posicionamiento en las redes LTE actuales y los

requerimientos para las futuras redes 5G.
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Técnicas básicas de posicionamiento

a) Detección de proximidad

Las técnicas de detección de proximidad son aquellas que basan la localización de

los terminales en su cercańıa a unos puntos fijados en la red. En estos métodos de

posicionamiento, se distinguen 3 técnicas,

– Contacto f́ısico. El método más simple de posicionamiento mediante detección

de proximidad es el caso en el que el terminal de usuario enlaza de forma f́ısica,

ya sea con sensores de presión, contacto o distancia, con la estación base. En

estos casos, si se conoce la posición de los sensores, es posible localizar con gran

precisión al terminal.

– Métodos identitarios. En estos métodos, la posición de los equipos de usuario

se estima en función del rango de comunicación de las estaciones base de la red.

En la forma más sencilla de los métodos identitarios, la posición se define como

la de la estación base servidora, a través del identificador de celda. Esta forma

de posicionar puede introducir una gran imprecisión, siendo el rango de la celda

el mejor estimador de la precisión del modelo. Con el objetivo de reducir este

error, otras variaciones del método identitario básico incluyen la información de

las celdas vecinas que es capaz de detectar el terminal, usándolas como centro de

masas dentro del área de cobertura de la celda servidora.

– Macro posicionamiento. En las técnicas de macro posicionamiento se usan

medidas de información externa a la red, aplicando técnicas de mineŕıa de datos

para posicionar los terminales de usuarios.

b) Análisis del entorno (fingerprinting)

En las técnicas de análisis del entorno, el proceso de localización se fundamenta en

la comparación de las medidas realizadas por el terminal con un mapa de mediciones,

permitiendo conocer dónde se sitúa el usuario. Este mapa de medidas condiciona de

forma determinante la precisión del modelo de posicionamiento, ya que, mientras mayor

riqueza (tanto a nivel espacial como en la cantidad de propiedades medidas) posea el

mapa, menor es el error cometido en la localización. Por tanto, en las técnicas de

análisis de entorno se diferencian dos fases:

– Fase de calibración. Es la fase más cŕıtica en este tipo de técnicas, ya que
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construye el mapa de mediciones. Este mapa se puede construir de dos formas,

a) mediante una bateŕıa de medidas en el escenario de localización, cubriendo la

mayor cantidad y resolución de terreno posible, o b) mediante la simulación del

entorno usando métodos de propagación.

– Fase de explotación. Una vez obtenido el mapa de caracterización del escenario,

en la fase de explotación se compara este mapa con las medidas que realiza el

equipo de usuario, obteniendo una aproximación de la ubicación del terminal.

c) Triangulación

Las técnicas de triangulación se basan en la aplicación de propiedades trigonométri-

cas sobre medidas de intensidad, tiempo o ángulo en recepción para determinar la posi-

ción del usuario. Estas técnicas suelen ser apoyadas por métodos identitarios, ya que es

necesario conocer la posición de la estación base de la que se miden las caracteŕısticas

de propagación. Dentro de esta categoŕıa de métodos, se diferencian 3 técnicas,

– Lateración. Las técnicas de lateración localizan a los usuarios a partir de la dis-

tancia entre el terminal y, al menos, dos estaciones base de la red. Esta distancia

se estima a partir de las medidas realizadas de la señal recibida, o bien del tiempo

de llegada de la señal entre la estación base y el terminal.

– Localización hiperbólica. La técnica de localización hiperbólica es una varia-

ción de la lateración mediante tiempo de llegada. En este caso, la triangulación

se realiza a partir de las medidas de diferencia de tiempo de llegada, TDOA.

Estas medidas forman una hipérbole desde la posición de un par de estaciones

base, por lo que es necesario, al menos, recibir las mediciones de 3 estaciones base

diferentes para realizar la localización.

– Angulación. La última técnica de triangulación se basa en las mediciones del

ángulo de llegada. En el método de angulación, se determina la posición del

usuario como la intersección de, al menos, dos rectas, cada una de ellas en la

dirección del ángulo que forma el terminal con cada estación base.

d) Métodos h́ıbridos

Cada uno de los métodos anteriores se basan en alguna medida que puede intro-

ducir imprecisiones en la localización, ya sea por la naturaleza de la medida (métodos
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identitarios), por los equipos de medición o las condiciones de propagación (triangula-

ción) o la necesidad de una etapa de calibración (técnicas de análisis de entorno). Para

solventar estos problemas nacen los acercamientos h́ıbridos, que combinan medidas y/o

técnicas de posicionamiento diferentes para aumentar la precisión del método.

Posicionamiento en redes de telefońıa actuales

Actualmente, la manera más extendida de posicionar usuarios en las redes de te-

lefońıa es a través de mediciones GNSS asistido y, en concreto, la tecnoloǵıa de GPS

asistido (A-GPS) [22], debido a la integración de esta tecnoloǵıa en prácticamente todos

los terminales del mercado. Para que los terminales puedan procesar las señales GPS,

se necesita una conexión de ĺınea de visión con varios satélites y el conocimiento de

los parámetros orbitales. Estos datos se descargan antes de la primera fijación de posi-

ción, que puede tardar varios minutos (cold fix ). Para acelerar el proceso, un servidor

de red puede proporcionar datos de asistencia (p.ej., sincronización precisa, desplaza-

miento Doppler del satélite, posición aproximada del dispositivo móvil o correcciones

diferenciales) para obtener una medición GPS más rápida y fiable (warm fix ), en lo

que se conoce como tecnoloǵıa A-GPS. No obstante, estas mediciones GPS solo suelen

reportarse al OSS a través de la funcionalidad MDT, que rara vez está activada por el

consumo de bateŕıa de los terminales y la necesidad de capacidad de almacenamiento

y procesado que supone. Por tanto, los operadores necesitan una manera alternativa

de localizar usuarios en la red, apoyada principalmente por las medidas obtenidas de

la propia red, dependientes de la Tecnoloǵıa de acceso radio (Radio Access Technology,

RAT) empleada.

a) Redes 4G

En las redes LTE actuales, los requisitos de localización definidos por el Proyecto

de Colaboración de Tercera Generación (3rd Generation Partnership Project, 3GPP)

vienen determinados por las llamadas de emergencia, que necesitan una precisión de

hasta 50 metros en el 67 % y de hasta 150m en el 95 % de las conexiones en un páıs.

Para cumplir ese objetivo, los fabricantes introdujeron una serie de técnicas de loca-

lización. Por un lado, métodos independientes de las técnicas RAT, como los métodos

A-GNSS (A-GPS, Galileo, BeiDou...) o la mejora de otros métodos usando métricas de

sensores barométricos, Wi-Fi/Bluetooth o Sistemas de Balizas Terrestres (Terrestrial

Beacon System, TBS), principalmente ideados para la localización en interiores.
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Por otro lado, métodos que se basen en métricas de la red, descritas a continuación,

– E-CID. El Identificador de Celda Mejorado (Enhanced Cell ID, E-CID) es una

ampliación del método identitario basado en el ID de la celda servidora. En esta

técnica, se añaden al identificador de celda otras métricas de la red, como el

Avance de Tiempo, el Tiempo de Viaje o el Ángulo de Llegada de la señal, para

reducir el área de localización en el rango de cobertura de la celda servidora.

– OTDOA. Una de las técnicas de posicionamiento más comunes es la Diferen-

cia de Tiempo Observada (Observed Time Difference Of Arrival, OTDOA). Esta

técnica env́ıa desde varias estaciones base cercanas unas señales espećıficas, lla-

madas Śımbolos de Referencia de Posicionamiento (Positioning Reference Sym-

bols, PRS), usadas por los terminales de usuario para medir la diferencia entre

los tiempos de llegada desde dos estaciones base. Estas diferencias de tiempo,

denominadas medidas de Diferencia de Tiempo de Señales de Referencia (Refe-

rence Signal Time Difference, RSTD), se env́ıan al servidor de localización para

computar la posición del usuario en cuestión.

– UTDOA. La Diferencia de Tiempo en el Enlace Ascendente (Uplink Time Dif-

ference Of Arrival, UTDOA) es una variación de la técnica OTDOA, que emplea

las señales del enlace ascendente recibidas desde el equipo del usuario en varias

estaciones base para realizar la localización.

b) Redes 5G

En las nuevas redes 5G la posición del usuario cobra mucho más valor, permitiendo

adaptar el uso de los recursos de la red a las necesidades del usuario, dependiendo del

caso de uso espećıfico. Esto hace que los requerimientos de precisión en la localiza-

ción de los equipos sean más estrictos, desde pocos metros (p.ej., servicios de banda

ancha móvil mejorada, enhanced Mobile BroadBand -eMBB-) a dećımetros (p.ej., co-

municación entre veh́ıculos) o incluso cent́ımetros (p.ej., Industria 4.0 o servicios en

interior). Por tanto, es necesario implementar métodos de posicionamiento más avan-

zados, que aprovechen las mejoras tecnológicas de 5G para incrementar la exactitud de

la localización [23]. Algunas de estas mejoras son:

– Redes heterogéneas. La densificación de estaciones base introducida en las

redes heterogéneas restringe el área de cobertura de cada celda en la red y, por
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lo tanto, reduce el error de posicionamiento con técnicas de métodos identitarios,

como el E-CID usado en LTE.

– Frecuencias de portadora más altas y anchos de banda de la señal

mayores. Por un lado, el uso de portadoras de mayor frecuencia hace que la

propagación de la señal se vea más influenciada por el escenario, bloqueando las

transmisiones indirectas (Non-Line-Of-Sight transmissions, NLOS) y mejorando

aśı la precisión de medidas que dependan de la ĺınea de visión entre el terminal

y la estación base, como el TOA o el AOA. Por otro lado, aumentar los anchos

de banda usados mejora la resolución temporal del canal, optimizando medidas

multitrayectoria, como el TOA o el tiempo de viaje (Round-Trip Time, RTT).

– Antenas multidireccionales. La introducción de antenas multidireccionales

permite la transmisión en haces dentro del rango de cobertura de la celda. Esto

permite mejorar la precisión de mediciones de potencia, angulares y de tiempo

para los PRS usados en métodos de posicionamiento por OTDOA.

2.4. Técnicas de aprendizaje automático

Las redes celulares registran una cantidad ingente de información en forma de in-

teracciones de los terminales con la red [10]. Tradicionalmente, no se ha podido sacar

el máximo partido de esta información, debido a la incapacidad de poder procesarla.

Con los últimos avances en tecnoloǵıas de la información, hoy en d́ıa es posible procesar

grandes volúmenes de información en tiempo real. Esta capacidad justifica el interés de

la industria de las comunicaciones móviles en el procesado de datos masivos, englobado

bajo el término Big Data Analytics (BDA) [24]. En este ámbito, uno de los principa-

les paradigmas de programación, que ha ganado notoriedad en los últimos años, es el

aprendizaje automático (Machine Learning, ML). Tradicionalmente, el desarrollo de

algoritmos implicaba programar manualmente las reglas que reǵıan la relación espe-

rada entre los datos de entrada y la salida. En cambio, actualmente se busca que el

algoritmo desarrollado aprenda por śı mismo estas reglas, a partir de los datos que se

suministran.

En el aprendizaje automático se busca dotar a las máquinas de capacidad de apren-

dizaje, entendiendo este como la generalización, a partir de un conjunto de experimen-

tos, del conocimiento o la habilidad que se pretende aprender, pudiendo ser aplicado

posteriormente a datos que no han sido vistos hasta el momento. Dentro de este campo
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de la computación, se definen tres tipos de paradigmas para conferir dicha capacidad

al sistema:

Aprendizaje Supervisado [25]. El paradigma del Aprendizaje Supervisado

(Supervised Learning, SL) se basa en descubrir la relación entre unas variables

de entrada, o regresores, y una variable de salida, o respuestas, suministrando

al algoritmo una gran cantidad de ejemplos. Este tipo de aprendizaje se emplea

para solucionar un conjunto de problemas espećıficos que, dependiendo de su

naturaleza, pueden diferenciarse en dos tipos distintos:

� Problemas de regresión. En ocasiones, es interesante estimar el valor que

toma un determinado parámetro, a priori desconocido, en función de una

serie de variables con las que presenta una clara correlación. Esta es la

definición de los problemas de regresión, donde se tiene una(s) variable(s) de

entrada y, a partir de ejemplos, se busca determinar las relaciones inherentes

(lineales o no) con la variable dependiente, para realizar una predicción del

valor de esta última.

� Problemas de clasificación. Al contrario que en los ejercicios de regresión,

en este tipo de problemas no se busca encontrar las ecuaciones que rigen las

relaciones entre las entradas y la salida, sino que se pretende determinar la

clase (salida) de cada uno de los experimentos a partir de sus caracteŕısticas

(entradas del modelo).

Aprendizaje No Supervisado [26]. A diferencia del SL, el Aprendizaje No

Supervisado (Unsupervised Learning, USL) pretende descubrir el conocimiento

intŕınseco al conjunto de datos, sin una salida que sirva como ejemplo. Esto se

consigue estudiando la estructura de los datos, permitiendo la construcción de

los llamados espacios latentes, un espacio vectorial donde cada dato ocupa una

posición y las separaciones entre datos determinan sus relaciones, dependiendo

de la dirección, sentido y distancia. De la misma forma que en SL, el USL se

aplica a diferentes tipos de problemas:

� Problemas de agrupamiento. Este tipo de cuestiones pueden considerarse

como un equivalente a los problemas de clasificación comentados anterior-

mente. La diferencia reside en que no se tiene un conjunto de medidas eti-

quetadas para determinar la clase, sino que se exploran las concentraciones

naturales de las muestras en un conjunto de datos, identificando los grupos

caracteŕısticos de los datos.
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� Detección de anomaĺıas. Otro problema t́ıpico dentro del USL es la explora-

ción de las caracteŕısticas de los datos, pudiendo identificarse aquellos pun-

tos dentro del conjunto que presentan un comportamiento anómalo. Esto es

interesante en aplicaciones como, por ejemplo, la detección de valores extre-

mos en el juego de datos, que lleven a otros modelos de ML a comportarse

de forma errática.

� Problemas de asociación. En ocasiones, es interesante explorar las relacio-

nes entre variables dentro del mismo conjunto de datos, con el objetivo de,

por ejemplo, encontrar dependencias causales ocultas entre diferentes carac-

teŕısticas. Este es el objetivo de los problemas de asociación.

Aprendizaje por Refuerzo [27]. El tercer paradigma dentro del campo del ML

es el Aprendizaje por Refuerzo (Reinforcement Learning, RL). En esta forma de

entrenamiento, el aprendizaje se lleva a cabo explorando todas las opciones y

eligiendo aquellas que optimicen una función de recompensa definida.

Para entrenar correctamente los modelos de aprendizaje automático y poder ase-

gurar la generalización del aprendizaje, en lugar de la memorización el juego de datos

empleado para su entrenamiento (lo que se conoce como sobreajuste (overfitting)), el

juego de datos disponible se divide aleatoriamente en tres juegos de datos distintos,

cada uno de ellos en distinta proporción, descritos a continuación:

Juego de datos de entrenamiento. El juego de datos de entrenamiento es el

de mayor tamaño, ya que es el empleado para el ajuste de los parámetros del

modelo. Usualmente se suele construir usando entre un 40 % y un 80 % del juego

de datos original.

Juego de datos de validación. Para controlar que el modelo no se ha sobre-

ajustado, el juego de validación verifica el rendimiento del modelo, comparando

la pérdida obtenida con la del juego de entrenamiento. Si estas pérdidas difieren

mucho es probable que sea debido a un sobreajuste en el entrenamiento. El juego

de validación suele ocupar entre el 20 % y el 30 % del juego de datos inicial, aun-

que si originalmente se dispone de un tamaño de muestra muy reducido este juego

de datos no se crea, recayendo la validación del modelo en el juego de evaluación.

Juego de datos de evaluación. La última etapa en el proceso de ajuste de un

modelo de aprendizaje automático es la evaluación del aprendizaje, es decir, cómo



CAPÍTULO 2. MARCO TEÓRICO 29

de bien ha aprendido a resolver el problema en cuestión. Para ello, es necesario

que el rendimiento del modelo se evalúe con un conjunto de datos que no haya

sido empleado durante el entrenamiento, por lo que usualmente se reserva entre

un 20 % y un 30 % del juego de datos inicial para esta tarea.

Para contextualizar los modelos propuestos a lo largo de la tesis, a continuación se

explican las diferentes técnicas que se emplean en la bibliograf́ıa para los problemas

planteados, tanto los modelos más clásicos como arquitecturas más complejas, basadas

en aprendizaje profundo.

2.4.1. Técnicas clásicas

La gran atención que ha atráıdo el aprendizaje automático estos años ha derivado

en un gran abanico de técnicas y algoritmos que permiten solventar problemas de

diversa naturaleza. A lo largo de esta tesis doctoral se han escogido algoritmos basados

en el Aprendizaje Supervisado para desarrollar los modelos propuestos, por la mayor

fiabilidad que aportan al tener los datos etiquetados. A continuación se explican dos

de los conjuntos de técnicas más habituales.

Regresiones

Las regresiones son uno de los problemas más clásicos dentro del aprendizaje au-

tomático. En estos modelos, el objetivo es encontrar la ecuación que determina la

relación entre las variables de entrada, o descriptores, y la variable de salida, o respues-

ta. Existe un sinf́ın de modelos de regresión pero, para resumir, se explican solo los 2

tipos de regresiones usados en esta tesis.

a) Regresión lineal

La regresión lineal es la aproximación más simple al problema, buscando encontrar

la ecuación del hiperplano que modele la respuesta, ŷ, en función de los descriptores

usados, Xi, como,

ŷ = β0 + β1X1 + β2X2 + . . .+ βNXN , (2.1)

donde βi es el coeficiente de regresión del predictor i, que representa su pendiente

en el hiperplano de regresión. Este tipo de modelos son ampliamente usados en la

bibliograf́ıa, permitiendo explorar la relación lineal entre variables que se pretenden
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estudiar.

b) Regresión loǵıstica

En ocasiones, las relaciones entre los descriptores y la respuesta siguen reglas más

complejas, haciendo que la regresión lineal no se adecúe correctamente a los datos.

En estos casos, estudiar regresiones no lineales permite analizar este tipo de comporta-

mientos. Un ejemplo claro es la clasificación binaria (p.ej., si se cumple o no un requisito

o si un experimento es positivo o negativo) en función de una serie de caracteŕısticas.

Para este tipo de problemas se emplea la regresión loǵıstica, donde se aplica la función

loǵıstica para linealizar la respuesta de la regresión, siguiendo la fórmula

Py =
1

1 + eyp
, (2.2)

donde Py es la probabilidad de que la respuesta pertenezca a una de las dos clases

binarias, mientras que yp es la probabilidad linealizada. Con esta función, se aplica un

modelo de regresión lineal, como

ŷp ≈ ln

(
Py

1− Py

)
= β0 + β1X1 + β2X2 + . . .+ βNXN (2.3)

Análisis de series temporales

Otra tarea clásica dentro del paradigma del aprendizaje supervisado es modelar

cómo evoluciona una variable a lo largo del tiempo, prediciendo qué valores adoptará

en un horizonte deseado. Este es el ámbito de aplicación del análisis de las series

temporales, donde algunos de los modelos más conocidos son Holt-Winters [28] y los

Estacionales AutoRregresivos Integrados de Media Móvil (Seasonal Auto-Regressive

Integrated Moving Average, SARIMA) [29].

a) Holt-Winters

Los modelos de suavizado exponencial son uno de los acercamientos clásicos al

modelado de series temporales. Estos modelos se basan en la caracterización de la

serie temporal mediante el suavizado de los valores observados. Un modelo básico de

series temporales aplicando suavizado exponencial es el desarrollado por Holt, que

consigue modelar tanto el nivel como la tendencia de una serie temporal mediante
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un doble suavizado. El modelo de Holt-Winters es una evolución de este método, en

el que se consigue capturar también la estacionalidad de la serie estudiada. En este

modelo, también conocido como suavizado exponencial triple, la serie temporal se define

como una combinación de tres componentes: a) el nivel, lt, b) la tendencia, bt, y c) la

estacionalidad, st, junto a sus parámetros de suavizado (α, β y γ, respectivamente).

Dependiendo de la forma en la que se comportan las componentes de nivel y esta-

cionalidad, se distinguen 2 variantes del modelo:

Modelo aditivo. En esta variante, la predicción de cada instante temporal se

define como la suma de las componentes de nivel y tendencia en el instante ante-

rior y la componente de estacionalidad en el correspondiente instante de tiempo

del periodo anterior. El modelo aditivo se aplica cuando las componentes de ten-

dencia y estacionalidad evolucionan de forma lineal en el tiempo. Las ecuaciones

que rigen este modelo son

ŷt+h = lt + h · bt + st+h−m(k+1) , (2.4)

lt = α(yt − st−m) + (1− α)(lt−1 + bt−1) , (2.5)

bt = β(lt − lt−1) + (1− β)bt−1 , (2.6)

st = γ(yt − lt−1 − bt−1) + (1− γ)st−m , (2.7)

donde t es el instante de tiempo actual, h es el horizonte con el que se pretende

realizar la predicción, m es el periodo de la estacionalidad (p.ej., 24 para una

serie horaria o 12 para una serie mensual) y k es el número de periodos hasta el

instante actual t.

En esta ecuación, la componente de tendencia viene heredada del modelo desa-

rrollado por Holt. Por otro lado, la componente de nivel definida en el modelo de

Holt es corregida por la estacionalidad introducida en este modelo.

Modelo multiplicativo. A diferencia de la variante anterior, en el modelo mul-

tiplicativo se estudia el caso en que la magnitud de la componente estacional crece

con el tiempo, de forma proporcional al nivel y tendencia de la serie temporal.

Por tanto, la predicción del modelo multiplicativo se define como la multiplicación

de la componente estacional en el instante correspondiente del periodo anterior

con la suma de las componentes de nivel y tendencia del instante anterior. Este
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modelo sigue las siguientes ecuaciones,

ŷt+h|t = (lt + h · bt)st+h−m(k+1) , (2.8)

lt = α
yt
st−m

+ (1− α)(lt−1 + bt−1) , (2.9)

bt = β(lt − lt−1) + (1− β)bt−1 , (2.10)

st = γ
yt

lt−1 − bt−1

+ (1− γ)st−m . (2.11)

b) Modelo Estacional AutoRregresivo Integrado de Media Móvil

Otro de los modelos clásicos en el estudio de series temporales es el Estacional

AutoRregresivo Integrado de Media Móvil. Al igual que el método de Holt-Winters

es una ampliación del modelo Holt, los modelos SARIMA son una evolución de los

AutoRregresivos Integrados de Media Móvil (ARIMA), introduciendo la componente

de estacionalidad. Los modelos ARIMA son un subconjunto de las regresiones lineales,

donde se usan mediciones anteriores de la propia variable de salida para estimar el

futuro. Para ello, el método se construye en torno a las 3 caracteŕısticas que le dan

nombre:

Autorregresivo. Como se ha comentado anteriormente, los modelos ARIMA

usan las mediciones anteriores de la propia variable para estimar el futuro. Este

es el concepto de autorregresión, siguiendo la ecuación

φp(B) = (1− φ1(B)− φ2(B2)− . . .− φP (Bp)) , (2.12)

donde φi es el operador de autorregresión en el instante i ∈ [0, p], Bi es el coefi-

ciente de regresión i de las medidas anteriores y p es el orden de autorregresión,

indicando el número de muestras anteriores que se usan para predecir el futuro.

Integrado. El modelo es integrado porque las predicciones no se hacen respecto

a las mediciones de la variable, sino a la diferencia entre mediciones consecutivas,

como

∇d = (1−B)d , (2.13)

donde ∇d es el operador diferencial de medidas consecutivas en un orden de

integración d.

Media móvil. La última componente de los modelos ARIMA es la media móvil.
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En las regresiones lineales, se encuentra la recta que mejor define una nube de

medidas, por lo que para cada una de ellas se comete un error, o residuo, ε. La

componente de media móvil pretende modelar este error, mediante una regresión

de estos residuos de la forma

θq(B) = (1− θ1(B)− θ2(B2)− . . .− θq(Bq)) , (2.14)

donde θe es el operador de media móvil en el instante e ∈ [0, q] de los errores y

q es el orden de media móvil, determinando el número de residuos usados en la

estimación.

De esta forma, la predicción realizada por un modelo ARIMA se realiza como

φp(B)∇dyt = θq(B)εt . (2.15)

El modelo ARIMA descrito (2.15) no es capaz de capturar la estacionalidad de una

serie temporal. Esto se soluciona en los modelos SARIMA, siguiendo la misma filosof́ıa

para ajustar la periodicidad, introduciendo los parámetros P , D, Q, siendo los órde-

nes de autoregresión, integración y media móvil de la estacionalidad, respectivamente,

además del periodo s. Las ecuaciones estacionales, equivalentes a 2.12, 2.13 y 2.14, son

ΦP (Bs) = (1− Φ1(Bs)− Φ2(B2s)− . . .− ΦP (BPs)) , (2.16)

∇D
s = (1−Bs)D , (2.17)

ΘQ(Bs) = (1−Θ1(Bs)−Θ2(B2s)− . . .−ΘQ(BPs)) , (2.18)

donde Φ, ∇s y Θ son los operadores de autoregresión, integración y media móvil con

una separación estacional de periodo s, respectivamente. Una vez definidas todas las

componentes, el modelo SARIMA completo se compone de la siguiente forma,

ΦP (Bs)φp(B)∇D
s ∇dyt = θq(B)ΘQ(Bs)εt . (2.19)
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2.4.2. Redes neuronales

Las llamadas redes neuronales artificiales (Artificial Neural Networks, ANN) están

cobrando un gran interés dentro del aprendizaje automático en los últimos años, donde

se aplican modelos de arquitectura de aprendizaje jerárquico mediante la concatenación

de capas.

Las estructuras clásicas de ANN están compuestas por varias unidades de compu-

tación no lineal (comúnmente denominadas ”neuronas”) distribuidas en capas con-

secutivas y conectadas entre śı, permitiendo a la red modelar una gran variedad de

comportamientos muy complejos. Estas unidades de computación pueden ser de di-

ferentes tipos, en función del problema que se pretenda abordar, pudiendo combinar

varios de ellos en estructuras más complejas.

Estas arquitecturas se suelen definir como prealimentadas, o feed-forward, donde los

datos fluyen consecutivamente de una capa a la siguiente, y sus parámetros internos se

suelen ajustar mediante algoritmos de aprendizaje supervisado. Aśı, para entrenar este

tipo de redes neuronales, se aplica el método de retropropagación [30] para optimizar

una función de pérdida (p.ej., el Error Cuadrático Medio -MSE-, el Error Absoluto

Medio -MAE-, el Error Porcentual Absoluto Medio -MAPE-...) mediante el algoritmo

de descenso de gradiente durante un número épocas predefinido o hasta que la función

de pérdida se estabiliza en el mı́nimo global.

Una época se define como el ciclo en el que el modelo ha procesado todo el juego

de entrenamiento una vez, es decir, una iteración completa a través de todo el juego

de datos de entrenamiento. Durante cada época, el juego de entrenamiento se divide

en lotes (batches) más pequeños, que son procesados individualmente, reajustando los

parámetros del modelo después de cada uno de los lotes. De esta forma, se consigue

mejorar la eficiencia computacional durante el entrenamiento, aliviando la carga en

memoria de los datos, y ayudar a evitar mı́nimos locales en la función de pérdida. Tanto

el número de épocas necesario como el tamaño de los lotes depende de la complejidad

del modelo, aśı como del tamaño del juego de datos disponible.

Debido a la creciente cantidad de datos disponibles, aśı como al gran rendimiento

obtenido, los modelos ANN han ido evolucionando, creando el campo del aprendizaje

profundo (Deep Learning, DeL), una de las ramas más novedosas dentro del aprendizaje

automático. En los modelos de DeL, la profundidad otorgada por la concatenación de

numerosas capas de distinta naturaleza permite el modelado de problemas mucho más

complejos, aprovechando al máximo el potencial de los datos recopilados.
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Figura 2.2: Perceptrón.

A continuación, se describen las arquitecturas básicas que pueden conformar una

ANN, tras lo cual se describe una de las técnicas de aprendizaje profundo empleada en

esta tesis.

a) Perceptrón multicapa

La estructura más común para abordar los problemas de regresión en el ámbito

del aprendizaje profundo es el perceptrón multicapa (Multi-Layer Perceptron, MLP)

[31]. El elemento fundamental de las estructuras MLP es la neurona, o perceptrón,

mostrado en la Fig. 2.2. Un perceptrón tiene un número N de entradas, xi, i ∈ [1, N ],

y proporciona una salida Yp realizando una suma ponderada de las entradas con un

parámetro constante, llamado sesgo. En el proceso de entrenamiento, un perceptrón

aprende los valores de estos pesos, ai, i ∈ [1, N ], y el sesgo, bp, que mejor se ajustan

al conjunto de entrenamiento. Con esta definición, cada perceptrón se comporta co-

mo una regresión multivariante por lo que, para evitar que todas las neuronas de un

modelo MLP colapsen en una única regresión multivariante, se modifica la salida de

cada perceptrón para que pierda su comportamiento lineal, utilizando una función de

activación fa (p.ej., Regularized Linear Unit -ReLU-, sigmoide...) como

Yp = fa

bp +
∑
i∈[1,N ]

xiai

 . (2.20)

La arquitectura general de un MLP, mostrada en la Fig. 2.3 se compone de la capa

de entrada, formada por los valores de entrada utilizados para calcular la salida de

la red, la capa de salida, formada por las neuronas que calculan las salidas de la red,

y, opcionalmente, una o más capas ocultas, que realizan los cálculos intermedios para
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Perceptrones

Datos de salida de las capas

Entrada

Salida

Figura 2.3: Ejemplo de perceptrón multicapa.

llevar a cabo operaciones más complejas.

b) Redes convolucionales

Otra estructura habitual en el aprendizaje profundo es la red neuronal convolucional

(Convolutional Neural Network, CNN) [32]. Esta arquitectura introduce una nueva

unidad computacional, la neurona convolucional (también conocida como filtro, kernel o

mapa de activación), mostrada en la Fig. 2.4. A diferencia del perceptrón, esta neurona

no tiene un peso para cada entrada, sino que entrena una ventana kc, utilizada para

convolucionar la entrada en diferentes dimensiones (p.ej., la dimensión temporal en una

serie de tiempo o las dimensiones horizontal y vertical en una imagen). Aśı, a diferencia

del valor único devuelto por el perceptrón, la salida Yc del filtro es una matriz con la

información dimensional relevante comprimida, calculada como

Yc = fa

bc +
∑

i∈[1,Nx]

xi ∗ kc

 . (2.21)

La estructura de la CNN está formada por una o más capas ocultas compuestas por

varias neuronas de este tipo, denominadas capas convolucionales, seguidas de una capa

de regresión construida con perceptrones, tal como se muestra en la Fig. 2.5. Las capas

convolucionales pretenden abarcar la entrada, manteniendo la información relevante en

menos datos y, por tanto, reduciendo la cantidad de parámetros de entrenamiento en
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Figura 2.4: Neurona convolucional.

X

Neuronas 

convolucionales

Entrada
Salida

Capa de aplanado
Perceptrones

Datos de salida de las capas

Capas de 

agrupación

Desactivación 

aleatoria

Figura 2.5: Ejemplo de red neuronal convolucional.

la capa de regresión. Sin embargo, esta estructura presenta problemas de sobreajuste

con juegos limitados de datos. Para evitarlo, existe un conjunto de capas intermedias,

como las capas de agrupación (pooling) [33] o desactivación aleatoria de neuronas (dro-

pout) [34], que se sitúan entre las capas convolucionales para ayudar a prevenir este

sobreajuste. Debido a la diferencia entre las dimensiones con las que trabajan distin-

tos tipos de neuronas, en ocasiones es necesario reajustar la salida de una capa para

adaptarla a la siguiente, aplicando capas como, por ejemplo, de aplanado (flatten) [35].

Una variación de este tipo de arquitectura son los denominados autocodificadores

(o Autoencoders, AE) [36]. Un AE es una red de tipo feed-forward que aprende una

codificación eficiente de su entrada. Los AE explotan las operaciones no lineales para

aprender representaciones de baja dimensión con un error menor que los esquemas de

reducción de caracteŕısticas lineales (p.ej., el análisis de componentes principales).

La primera parte, llamada ruta de contracción, realiza la operación de convolu-

ción a través de una red convolucional tradicional. La segunda parte, llamada ruta de

expansión, reconstruye la salida a partir de la información recibida por la ruta de con-

tracción. Para ello, se apoya en las neuronas convolucionales traspuestas, que realizan
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Datos de salida de las capas
Entrada Salida

Ruta de contracción Ruta de expansión

Figura 2.6: Ejemplo de red autocodificadora.

una transformación en la dirección opuesta a la sentido de la convolución, realizando

un muestreo ascendente de la entrada a través de una ventana, ktc, para obtener una

salida Ytc de mayor tamaño, como

Ytc = fa

btc +
∑
i∈[1,N ]

xi ∗′ ktc

 , (2.22)

donde *’ es el operador de convolución traspuesta. La Fig. 2.6 ejemplifica una arquitec-

tura de AE simple, con 2 capas de 1 y 2 neuronas convolucionales respectivamente en

la etapa de contracción y otras 2 capas de 2 y 1 neuronas respectivamente en la etapa

de expansión.

Al igual que la arquitectura MLP, las estructuras CNN son feed-forward y se cla-

sifican como algoritmos de aprendizaje supervisado, por lo que se emplea el mismo

procedimiento de retropropagación para optimizar la función de pérdida seleccionada

en la etapa de entrenamiento.

c) Redes recurrentes

El tercer tipo de estructura clásica en redes neuronales artificiales son las redes

neuronales recurrentes (Recurrent Neural Network, RNN). En estas arquitecturas, el

elemento principal es la neurona recurrente, cuya particularidad respecto al perceptrón

es que se retroalimenta, añadiendo a las entradas la predicción anterior y otorgando

aśı una memoria a la neurona, siendo especialmente interesante para modelar datos

dependientes de una dimensión (p.ej., series temporales).

Las neuronas recurrentes tradicionales son capaces de aprender las dependencias a

corto plazo, pero no pueden modelar las relaciones a largo plazo [37]. Esta limitación

se resuelve en las neuronas Long Short-Term Memory (LSTM) [38], también conocidas
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Figura 2.7: Neurona LSTM.

como células de memoria, mostradas en la Fig.2.7, introduciendo el estado de la célula,

Ct. Este estado modela la ”memoria”de la neurona, que define la relevancia de la

entrada, xt, y el estado oculto anterior de la neurona (también conocido como vector

de salida), ht−1, en el estado oculto actual, ht. El proceso completo de la neurona LSTM

viene determinado por tres puertas:

Puerta de olvido. En esta puerta, la neurona LSTM fija qué información alma-

cenada en el estado de la neurona se descarta. Para ello, se utiliza la etapa de

olvido, compuesta por una capa de perceptrón con función de activación sigmoi-

de, σ. La puerta de olvido toma como entrada xt y ht−1 y da como salida el

vector de activación de la puerta de olvido, ft, que libera la relevancia del estado

anterior, C ′t−1, como

ft = σ (bft +Wft [ht−1, xt]) , (2.23)

donde Wft y bft son la matriz de pesos y el sesgo de la capa de olvido. De esta

manera, cada valor del estado de la neurona anterior se pondera en función de su

relevancia en el siguiente estado.

Puerta de entrada. En este paso se calcula el nuevo estado de la neurona. En

primer lugar, se calcula un estado preliminar, C̃t, sobre la base de xt y ht−1,

empleando una capa de perceptrón con tangente hiperbólica, tanh, como función

de activación, como

C̃t = tanh
(
bC̃t

+WC̃t
[ht−1, xt]

)
, (2.24)
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donde WC̃t
y bC̃t

corresponden a la matriz de pesos y al sesgo de la capa de estado

de la neurona preliminar. A continuación, el vector de activación de una puerta

de entrada, it, se obtiene de xt y ht−1 para ponderar el impacto de C̃t en el nuevo

estado, como

it = σ (bit +Wit [ht−1, xt]) , (2.25)

donde Wit y bit son, respectivamente, la matriz de pesos y el sesgo de la capa

de entrada. Por último, el estado anterior y el estado preliminar de la neurona

se combinan para obtener el estado actual real de la neurona, calculando una

multiplicación puntual de cada estado con su vector de activación, como

Ct = ftCt−1 + itC̃t . (2.26)

Puerta de salida. Por último, la salida de la neurona, ht, se calcula en la puerta

de salida. Para ello, el vector de activación de la puerta de salida, ot, se obtiene

de la misma forma que it, como

ot = σ (bot +Wot [ht−1, xt]) , (2.27)

donde Wot y bot representan la matriz de pesos y el sesgo de la capa de salida.

Este vector se utiliza para ponderar el resultado de realizar una operación de

tangente hiperbólica puntual sobre Ct para obtener ht, como

ht = ot tanh(Ct) . (2.28)

La red LSTM básica consta de una sola capa oculta, con varias neuronas LSTM

para modelar múltiples estados ocultos, y una capa de salida, que consiste en una capa

totalmente conectada de perceptrones para derivar el valor o valores previstos. Además,

se pueden apilar múltiples capas ocultas en una estructura profunda en la que cada

capa proporciona una nueva secuencia a la siguiente capa [39]. Estas capas adicionales

pueden utilizarse para representar el problema en diferentes escalas de tiempo [40]. La

Fig. 2.8 presenta un ejemplo de estructura de LSTM con varias capas ocultas.

Las arquitecturas RNN convencionales son sensibles a los problemas de desvaneci-

miento del gradiente [41]. Para resolverlo, las arquitecturas LSTM incluyen una unidad
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PerceptronesNeuronas LSTM

Entrada Salida
Datos de salida de las capas

Figura 2.8: Ejemplo de LSTM apilada.

lineal con una autoconexión de peso fijo en cada celda de memoria [42], que controla

el flujo de error en el descenso de gradiente.

d) Arquitecturas multitarea

En las arquitecturas descritas hasta ahora, se suele emplear un solo modelo para

resolver un problema determinado. Por ejemplo, si se pretende predecir el compor-

tamiento futuro de una serie temporal, suele ser buena idea recurrir a arquitecturas

basadas en RNN, mientras que si se busca resolver problemas de regresión la mejor

opción suele ser una arquitectura basada en MLP. En cambio, hay ocasiones en las

que el problema que se busca modelar es muy complejo, influenciado por múltiples

factores que afectan significativamente al rendimiento de un solo modelo, dificultando

drásticamente su entrenamiento. En este contexto nacen las arquitecturas de aprendi-

zaje multitarea (MultiTask Learning, MTL) [43]. Las arquitecturas MTL abordan este

tipo de problemas dedicando una estructura ANN para modelar cada factor (o tarea)

por separado. Entrenando conjuntamente esta combinación de arquitecturas ANN, el

aprendizaje de cada una de las tareas individuales influye en el aprendizaje del resto

de la arquitectura MTL, llegando a modelar patrones mucho más complejos que si se

entrenaran por separado. De esta forma, se consigue una representación individual de

cada tarea dentro del modelo, permitiendo explotar la relación entre ellas para mejo-

rar la generalización en el aprendizaje del problema que se buscaba modelar desde un

principio.

Existen varias aproximaciones para la implementación de MTL en arquitecturas

de redes neuronales profundas, que pueden dividirse en tres grandes grupos: a) el

modelado simultáneo de un conjunto de caracteŕısticas a partir de una misma entrada,

b) el entrenamiento de varias arquitecturas simultáneas cuyos aprendizajes se afectan

entre śı y c) el modelado de un solo problema complejo afectado por varias tareas
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Entradas

Salida

Etapa individual Etapa conjunta

Figura 2.9: Ejemplo de estructura para aprendizaje multitarea.

definidas como entradas. En esta tesis, se ha utilizado esta última aproximación.

En ese tipo de arquitecturas, se definen dos etapas diferentes [44]. En la primera

etapa, destinada al aprendizaje individual de cada una de las variables de entrada,

se aplican tantas redes neuronales como tareas independientes estudiadas, cada una

de ellas entrenadas por separado. En la segunda etapa, donde se modela la influencia

de las entradas en cada una de las tareas de salida, las salidas de la etapa individual

se combinan en un aprendizaje conjunto para alimentar tantas redes neuronales como

caracteŕısticas a modelar. Para ilustrar este tipo de arquitecturas, la Fig. 2.9 presenta

un ejemplo con 3 tareas independientes y una única salida. En este ejemplo, la etapa

individual está compuesta por las 3 tareas independientes, cada una de ellas modelada

con la misma arquitectura de procesado. Las salidas de las tres tareas se concatenan

para formar la entrada de la etapa conjunta, que tiene una arquitectura diferente y es

responsable de obtener la salida del modelo completo.

Un claro caso de aplicación de este tipo de arquitecturas es la predicción de series

temporales de indicadores de rendimiento en una celda. En una red celular, los indi-

cadores de las celdas vecinas tienen una clara correlación entre śı, por lo que predecir

de forma conjunta las series temporales de los indicadores de celdas vecinas permite

optimizar el aprendizaje del modelo y mejorar aśı la predicción. Como cada celda puede

tener caracteŕısticas distintas, es interesante modelarlas por separado para combinar-

las posteriormente en la predicción final, para lo que las arquitecturas multitarea son

especialmente adecuadas.



Caṕıtulo 3

Clasificación probabiĺıstica de

conexiones de interior

Como se ha comentado anteriormente, el objetivo principal de esta tesis es desarro-

llar algoritmos que aprovechen la información de dónde y/o cuándo se distribuyen los

usuarios en una red móvil. En la mayoŕıa de los casos, esta información no se registra,

por lo que es necesario inferirla. En este caṕıtulo se plantea el problema de saber si

una conexión ocurrió en zonas de interior o en espacio abierto. Para solucionar este

problema, se presenta un algoritmo que, partiendo de los descriptores de una conexión

registrados en el sistema de gestión de red, deduce un valor de probabilidad de que la

conexión se haya generado en interior.

Para explicar el modelo, este caṕıtulo se compone de cinco secciones. La sección 3.1

revisa los trabajos previos más relevantes en el ámbito de la estimación del contexto de

usuarios, focalizándose en la discriminación del entorno de interior/exterior en el que

se generan las peticiones de servicio de una red celular. Seguidamente, en la sección 3.2

se formula el problema de conocer la información del contexto del usuario sin datos

externos a la red. A continuación, la sección 3.3 presenta la primera contribución de

esta tesis, el algoritmo propuesto para clasificar de forma probabiĺıstica cada conexión

como de interior a partir de sus indicadores de red. La sección 3.4 muestra el escenario

usado para su desarrollo, aśı como los resultados obtenidos y la carga computacional

que ha conllevado su obtención. Finalmente, en la sección 3.5 se exponen las principales

conclusiones de este caṕıtulo.

43
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3.1. Estado de la técnica

El entorno en el que tiene lugar la comunicación influye mucho en las expectati-

vas del usuario. Por ello, estimar el contexto de una sesión es clave para evaluar la

experiencia del usuario en la gestión de redes móviles. Algunos ejemplos de factores

contextuales son el tipo de terminal, la edad, el sexo, las experiencias previas, la hora

del d́ıa y la ubicación [45]. En particular, la localización del usuario juega un papel

fundamental, ya que determina los servicios demandados, las condiciones del enlace o

el rendimiento esperado del servicio [8]. Aśı, una estimación precisa del entorno del

usuario es fundamental para evaluar su experiencia.

Con las nuevas aplicaciones conscientes del contexto, el interés por detectar la ac-

tividad de un usuario en interiores ha crecido considerablemente. Esta información

puede utilizarse para mejorar la usabilidad, cambiando los ajustes de la interfaz (p.ej.,

el brillo de la pantalla, el volumen del audio...), ahorrar enerǵıa apagando los sensores

innecesarios (p.ej., receptor de satélite en interiores, Wi-Fi en exteriores) o mejorar

el posicionamiento seleccionando el mejor método de localización (p.ej., A-GNSS en

exteriores, huella digital basada en Wi-Fi en interiores) [46].

Los enfoques tradicionales para la detección en interiores se basan en el posiciona-

miento del usuario con la suficiente precisión como para localizarlo dentro de un edificio

en el mapa. Sin embargo, el posicionamiento A-GNSS no es preciso en interiores de-

bido a la debilidad de la señal de los satélites, y los métodos basados en Wi-Fi han

demostrado ser poco fiables para aislar los entornos interiores y exteriores [47]. Como

alternativa, un método simple, pero inexacto, para aislar la actividad en interiores se

basa en la detección de la falta de señal GNSS [48].

La integración de múltiples sensores en los smartphones ha aportado mejores méto-

dos para esta tarea. Un primer grupo de esquemas basados en la detección continua

mejora la precisión del posicionamiento combinando las señales de los receptores A-

GNSS y los sensores inerciales (p.ej., acelerómetro, brújula y/o giroscopio) [49, 50, 51].

Un segundo grupo de esquemas analizan el entorno con sensores alternativos, como un

sensor de temperatura [52], una cámara [53], un sensor geomagnético [54], un sensor de

luz [55] o un micrófono [56]. También se han propuesto métodos h́ıbridos para combinar

la información de diferentes receptores y sensores en el terminal. En [55], la detección

en interiores se lleva a cabo mediante un modelo de cadena de Markov oculta que agre-

ga la información de un sensor de nivel de luz, un sensor geomagnético y mediciones

de la potencia de señal recibida (Received Signal Strength, RSS). Un método similar se
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propone en [57] para la detección en interiores a partir de mediciones del acelerómetro

y del RSS celular/Wi-Fi.

La agregación de datos puede realizarse de forma más eficaz mediante el aprendi-

zaje automático [9, 55, 58]. En [9], el reconocimiento de la actividad se lleva a cabo

combinando los datos de varios sensores en el cuerpo mediante el aprendizaje con méto-

dos combinados. En [58], se prueban varios clasificadores de ML para aislar entornos

exteriores abiertos, semiexteriores, interiores ligeros e interiores profundos a partir de

mediciones RSS de cuatro estaciones base de telefońıa móvil. Con un alcance más li-

mitado, se propone un algoritmo de ML en [59] para detectar si un usuario está dentro

o fuera de un edificio concreto a partir de las mediciones RSS de Wi-Fi. Todos estos

métodos, basados en aprendizaje supervisado, dependen de la disponibilidad de un

gran conjunto de casos etiquetados para entrenar y validar el modelo de clasificación.

En [46], se muestra que adaptar el clasificador usado a nuevos entornos y disposi-

tivos es esencial para lograr una detección robusta en interiores. Para ello, se propone

un algoritmo de aprendizaje semi-supervisado basado en el co-entrenamiento [60] que

utiliza dos clasificadores entrenados con datos no etiquetados de diferentes sensores

para mejorar la detección en interiores.

Algo importante a destacar es que muchos de los métodos anteriores utilizan datos a

los que sólo puede acceder desde la capa de aplicación, por lo que no están disponibles

para el operador de la red. Otros modelos se basan en medidas de nivel de señal,

obviando la información de comportamiento del usuario, que puede variar en función

de su entorno. En este sentido, no se ha encontrado ningún estudio anterior que haya

comprobado si se puede detectar la actividad en interiores a partir de los descriptores

de tráfico de una llamada recogidos en la interfaz radio.

3.2. Formulación del problema

Como se explicó en el Caṕıtulo 2, los problemas de clasificación se engloban en

el campo del Aprendizaje Supervisado. En este caso, a diferencia del Aprendizaje No

Supervisado, se tiene un conjunto de medidas (también llamados puntos de datos)

etiquetadas, que se utilizan para identificar las reglas internas que relacionan cada

punto de datos con su etiqueta. Lamentablemente, el sistema de gestión de las redes

celulares no registra la información relacionada con el entorno del usuario, por lo que

no existe un juego de datos que pueda usarse como referencia en el entrenamiento de
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los modelos de SL.

Para solventar este problema, en esta tesis se recurre a un paradigma que nace como

combinación de SL y USL, llamado Aprendizaje Semi-Supervisado (Semi-Supervised

Learning, SSL) [60]. En este tipo de aprendizaje, se usan tanto datos etiquetados como

no etiquetados para mejorar el aprendizaje del algoritmo.

En este caṕıtulo, se plantea un modelo de aprendizaje automático, donde las entra-

das son una serie de indicadores obtenidos de las trazas y la salida es la probabilidad

de que una conexión haya ocurrido en interior. Con este objetivo, se usa SSL para

entrenar el modelo con los indicadores seleccionados agregados a nivel de celda, gene-

rando un juego de datos con tantos puntos de datos como celdas tenga el escenario.

Para solucionar el problema del etiquetado de datos, el juego de datos se etiqueta arti-

ficialmente con un ratio de conexiones en interior, computado a partir de los tipos de

uso de suelo en el área de cobertura de la celda. Debido a este proceso de etiquetado

artificial, necesario para entrenar el modelo propuesto, el tamaño del juego de datos

disponible es muy limitado, impidiendo el correcto entrenamiento de modelos comple-

jos, como los basados en redes neuronales. Por ello, se propone un modelo basado en

una regresión loǵıstica multivariable. Una vez entrenado, este modelo se explotará a

nivel de conexión (usuario), determinando la probabilidad de que cada conexión haya

ocurrido en interior usando los coeficientes correspondientes a la celda servidora.

Con este enfoque, se espera que el modelo aprenda las relaciones globales entre los

diferentes indicadores y el contexto de interior, siendo capaz de modelar el problema

como un hiperplano, donde cada indicador influye linealmente y de forma independiente

en la estimación del contexto. Una vez aprendidas estas relaciones globales a nivel de

celda, la explotación del modelo a nivel de conexión busca aprovechar la variabilidad de

los valores de los indicadores por usuario para identificar su contexto. De esta forma,

se espera que el ajuste a nivel de celda obtenga unos ratios de conexión de usuarios

de interior muy cercanos a los calculados con los tipos de uso de suelo, mientras que

la explotación a nivel de conexión otorgue, para conexiones ocurridas en la misma

celda, probabilidades de interior muy dispares, pudiendo llegar a detectar conexiones

totalmente de interior o de exterior. Para obtener estos resultados, es necesario que

todas las celdas del escenario tengan perfiles similares, es decir, que los usuarios de

interior y de exterior se comporten de igual forma en la red. De no ser aśı, es necesario

detectar los diferentes patrones de celdas presentes en la red y aplicar un modelo

distinto a cada uno.
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Tabla 3.1: Descriptores de conexión usados en el modelo completo.

Tiempo de conexión RRC [ms]
Volumen de datos en el enlace descendente [bytes]
Ratio de dirección de enlace [-]
Ratio de continuidad de la transmisión en el enlace descendente [-]
Ratio de continuidad de la transmisión en el enlace ascendente [-]
Ratio de volumen en el último TTI en el enlace descendente [-]
Throughput en el enlace descendente [kbps]
Throughput en el enlace ascendente [kbps]
RSRP medio [dBm]
Error de estimación de potencia [dB]
Diferencia de RSRP entre la celda servidora y la 1ª vecina [dB]
Número de celdas vecinas con RSRP > -108 dBm [-]
Número de celdas vecinas con una diferencia de RSRP con la celda
servidora < 10 dB

-]

RSRP - RSRP (anillo) [dB]

RSRP - RSRP (celda) [dB]
Porcentaje de medidas limitadas en potencia en el canal ascendente [ %]
CQI medio [-]
CQI medio en Rango 1 [-]
CQI medio en Rango 2 [-]
SINR en el canal PUSCH [dB]
SINR en el canal PUCCH [dB]
Eficiencia espectral en el enlace descendente [bits/RE]
Eficiencia espectral en el enlace ascendente [bits/RE]
Porcentaje de medidas en Rango 2 [ %]
Porcentaje de medidas en Modo de Transmisión 3, Rango 1 [ %]
Porcentaje de medidas en Modo de Transmisión 3, Rango 2 [ %]

A continuación se aporta un breve resumen de la información disponible de la red,

tras lo cual se describe en mayor detalle el proceso de etiquetado.

3.2.1. Datos del sistema de gestión de red

En el modelo propuesto, la fuente de información son las trazas de conexión, a partir

de las que se calculan varios descriptores de rendimiento de las trazas (Key Performance

Indicators,KPI), que reflejan el comportamiento de los usuarios y los elementos de red

en una conexión. La Tabla 3.1 resume el conjunto de KPI preseleccionados a priori para

la realización del estudio completo. A continuación se incluye una breve descripción de

los menos intuitivos. Salvo que se indique lo contrario, todos los indicadores se calculan

tanto en el enlace ascendente (Uplink, UL) como en el enlace descendente (Downlink,

DL).
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1. Ratio de continuidad de la transmisión. Este indicador refleja el grado de

continuidad (es decir, la ausencia de ráfagas) de la transmisión de datos en una

conexión k, como

Rcont(k) =
Tact(k)

TRRC(k)
, (3.1)

donde Tact(k) es el tiempo en el que hab́ıa datos en el búfer para transmitir y

TRRC(k) es el tiempo de conexión radio (Radio Resource Control, RRC) en la co-

nexión k, ambos en milisegundos. En dicha expresión, se aprecia cómo la relación

de continuidad es cercana a 1 cuando la transmisión no tiene interrupciones, o

cercana a 0 cuando la transmisión es extremadamente a ráfagas.

2. Ratio de volumen en el último intervalo de transmisión. El volumen de

datos generado en una conexión es, en muchos casos, demasiado grande para ser

transmitido por completo con los recursos disponibles en la red, por lo que es

necesario dividirlo en segmentos, cada uno de ellos transmitido en un Intervalo

Temporal de Transmisión (Time Transmission Interval, TTI). Un último TTI es

aquel en el que se vaćıa el búfer de transmisión del usuario [61]. Obsérvese que

una conexión con una única petición solo llena el búfer una vez, por lo que solo

tiene un último TTI, mientras que, en una conexión con datos en ráfaga, el búfer

se llena y vaćıa varias veces a lo largo de la conexión y, por lo tanto, el número

de últimos TTI es mayor. En consecuencia, el ratio de volumen del último TTI

se define como

RV olultTTI
(k) =

V olultTTI(k)

V oltotal(k)
, (3.2)

donde V olultTTI(k) es el volumen de datos transmitido en los últimos TTI y

V oltotal(k) es el volumen total de datos transmitidos en la conexión k. Este ratio

da una pista sobre la discontinuidad de la transmisión. Estudiando los casos

extremos, aquellas conexiones en las que un único TTI es suficiente para vaciar

el búfer, como en la señalización o la mensajeŕıa instantánea, mostrarán valores

de RV olultTTI
cercanos a 1, mientras que si el volumen de datos de la conexión es

muy alto, el ratio tendrá valores próximos a 0.

3. Ratio de dirección del enlace. Este ratio da información sobre la dirección

principal de la comunicación, calculando
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Renlace(k) =
V olUL(k)

V olUL(k) + V olDL(k)
, (3.3)

donde VolUL(k) y VolDL(k) son el volumen de datos a nivel PDCP en UL y DL,

respectivamente. Por lo tanto, esta relación tiende a 1 si la mayoŕıa de los datos

se transmiten en UL, y a 0 si prevalece en DL.

4. Error de estimación de potencia. La propagación de la señal emitida por cada

estación base se ve muy influenciada por las caracteŕısticas del entorno en el que se

propaga. Tradicionalmente, las tareas de planificación se han apoyado en modelos

de propagación, como Okumura-Hata, para estimar la potencia recibida por los

usuarios en el terreno. Estos modelos obtienen buenos resultados en exterior,

pero la mayoŕıa fallan con la atenuación o reflexiones de la señal en el interior

de los edificios, por lo que el error cometido puede dar pistas de la ubicación del

usuario. La medida de error usada en esta tesis se define como la diferencia entre

la potencia recibida de la señal de referencia (RSRP) medida por el terminal y

la estimada por el modelo Okumura-Hata, como

Epotencia(k) = RSRPmedida(k)−RSRPestimada(d(k)) , (3.4)

donde RSRPmedida es el RSRP comunicado por el terminal y RSRP estimada(d(k))

es el estimado a partir de la distancia a la estación base servidora, dk, derivado

de las medidas de TA para la conexión k.

3.2.2. Datos de uso de suelo

Además de los datos sobre la actividad de los usuarios, el modelo descrito en este

caṕıtulo necesita información sobre el entorno en el que se sitúan los usuarios. Algu-

nas iniciativas de datos abiertos promovidas por instituciones gubernamentales (como

ayuntamientos o gobiernos autonómicos), aśı como plataformas populares de crowd-

sourcing (p.ej., OpenStreetMap [62]), recopilan información sobre la actividad socio-

económica de cada área del terreno con un gran nivel de detalle, aportando información

sobre el contexto de cada zona. Esta información es de acceso público, por lo que los

operadores de red pueden obtenerla fácilmente para aplicarla en los procesos de gestión

de red.

Para simplificar la información contextual, se ha generado un conjunto de clases
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Tabla 3.2: Descripción de los tipos de uso de suelo.

Clase Descripción Interior/Exterior

Servicios
Áreas destinadas a servicios institucionales, cul-
turales, médicos o académicos.

Interior

Oficinas
Edificios de oficinas destinados a servicios ges-
tión, información o trabajo.

Interior

Uso mixto
Zonas sin un uso de suelo definido o mezcla de
varios tipos de uso de suelo.

Interior

Residencial
Áreas de casas, hoteles y servicios para visitan-
tes.

Interior

Entretenimiento Zonas de comercios y entretenimiento. Interior

Industrial
Áreas de servicios industriales y de manufactu-
ración.

Interior

Espacio abierto Campos, parques y zonas verdes. Exterior

Carreteras
Caminos, áreas bajo derecho de paso y senderos,
tanto peatonales como utilizados por veh́ıculos.

Exterior

Ŕıos/Lagos Zonas de agua en el terreno. Exterior

que resume la actividad socio-económica en cada sección del terreno, denominados a

lo largo de la tesis como tipos de uso de suelo. En la Tabla 3.2 se ofrece una breve

descripción de los usos del suelo empleados, aśı como su clasificación en tipos de uso

de interior y tipos de exterior.

3.3. Modelo de clasificación de conexiones en

interior

Una vez formulado el problema, se presenta el modelo propuesto en este caṕıtulo.

Para ello, primero se explica el proceso de etiquetado artificial de datos, necesario para

poder entrenar un modelo de regresión en ausencia de un conjunto de datos etiquetados.

A continuación, se presenta el modelo de regresión loǵıstica propuesto para la obtención

de la probabilidad de que una conexión sea de interior/exterior.

3.3.1. Etiquetado artificial

Debido a que en la red sólo se realizan mediciones pasivas (es decir, no se hace un

geoetiquetado de las conexiones a priori), y los métodos basados en E-CID o RSRP

utilizados durante el procesado de las trazas no tienen la suficiente precisión para

localizar a un usuario en el interior, no es posible disponer de casos reales etiquetados.

Por lo tanto, el único medio de generar casos etiquetados a posteriori es encontrar celdas
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(o anillos) que cubran sólo los usos del suelo en interiores o exteriores. Un análisis más

detallado muestra que hay muy pocos casos de celdas (o anillos) que cubran sólo zonas

exteriores, pero ninguno que cubra sólo zonas interiores. En ausencia de etiquetas de

conexiones contrastadas a nivel de celdas (o anillo), el etiquetado de datos se realiza

de forma probabiĺıstica, asignando como salida el ratio de ubicaciones de interior de la

celda (o anillo).

Para determinar qué etiqueta corresponde a cada punto del juego de datos, se

establece una relación entre los usos del suelo y los indicadores obtenidos de las trazas,

ambos agregados por celdas. Para ello, el escenario de la red se divide en una malla

de puntos, de forma que el área de servicio de una celda se define como el conjunto de

cuadŕıculas que representa la zona geográfica a la que da servicio una estación base.

Como el objetivo es clasificar las conexiones como interior/exterior, se agrupan

los usos del suelo en interiores y exteriores, y se calcula un ratio de uso del suelo

en interiores por cada celda c, RLUin
(c). Este ratio sirve para aproximar el ratio de

conexiones generadas en interiores en esa celda c, Rkin(c), que es una estimación de

la probabilidad de que una conexión k se genere en interiores en la celda, Pin(c) (en

adelante, se definirá como probabilidad de interior por brevedad).

El ratio de conexiones interiores en una celda, Rkin(c), se obtiene mediante 3 pasos,

detallados a continuación.

Paso 1: Estimación del área de servicio de la celda/anillo

Como no se conoce la ubicación exacta del usuario, hay que aproximarla a partir

del área de servicio de cada celda en el mapa. En las redes celulares, el radio de las

celdas vaŕıa drásticamente, desde cientos de metros hasta decenas de kilómetros. En

este trabajo, el área de las celdas omnidireccionales se representa de forma circular,

mientras que en emplazamientos multisectoriales se define como un sector, cuyo ancho

vaŕıa con el número de celdas del sector. En ambos casos, el radio del área de cobertura

de la celda se deriva de las estad́ısticas de TA. En concreto, el radio de la celda se calcula

como el percentil 90 % de la distribución de TA de las conexiones en la celda. Con esta

configuración, se pretende considerar sólo los anillos de TA con cobertura sin fisuras de

una celda. Aśı, se descartan los anillos de TA más alejados de una celda, que tienden a

dar servicio de forma discontinua debido al solapamiento de las celdas. Se debe observar

que la inclusión de estos últimos podŕıa introducir algún sesgo en las estad́ısticas de

uso del suelo procedentes de las cuadŕıculas del anillo de TA servido por otras celdas.
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Figura 3.1: Ejemplo de cálculo de la superficie de uso del suelo por anillo.

Por conveniencia, el área de servicio de la celda se divide en anillos de 78 metros,

que corresponden al ancho de espacio cubierto por el mismo valor de TA en LTE [63]. A

continuación, las áreas de celdas/anillos se representan mediante una máscara binaria

que muestra las cuadŕıculas servidas por cada celda/anillo.

Paso 2: Estimación de la superficie de uso del suelo por anillo

A continuación, el número de cuadŕıculas de un determinado uso del suelo por

anillo se estima superponiendo la máscara del área del anillo sobre el mapa de uso

del suelo. La Fig. 3.1 muestra un ejemplo de este proceso. La figura de la izquierda

muestra la posición (punto) y el acimut (flecha) de la antena de una estación base

servidora en el mapa. El área cubierta por una celda en un emplazamiento trisectorial

se representa sombreado claro, mientras que el cuarto anillo de TA de la celda se

representa sombreado de forma más oscura. La figura geométrica de la derecha muestra

la parte del mapa de uso del suelo que se encuentra debajo del anillo, donde cada uso

del suelo está representado por un color diferente. Para mayor claridad, también se

muestra el número de cuadŕıculas por uso del suelo en el anillo.

Paso 3: Estimación de los ratios de uso efectivo del suelo por celda

Por simplicidad, el ratio de conexiones interiores por celda podŕıa aproximarse por

la proporción de cuadŕıculas de usos del suelo interior en la celda (es decir, el ratio de

área interior). Sin embargo, esta estimación no tendŕıa en cuenta que el tráfico no se

distribuye uniformemente entre los diferentes tipos de suelo dentro de una celda. Por
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un lado, algunos anillos de TA dan servicio a más conexiones que otros, por lo que su

ratio de área interior debeŕıa prevalecer a la hora de calcular las estad́ısticas a nivel

de celda. Del mismo modo, algunas cuadŕıculas dentro de un anillo tienden a servir

más conexiones que otras en función del uso del suelo. Por ejemplo, una cuadŕıcula

de uso de suelo de campo abierto presenta una menor densidad de usuarios que una

cuadŕıcula de oficinas. Por esta razón, es importante evitar el sesgo en la clasificación

interior/exterior introducido por grandes áreas geográficas con bajo volumen de tráfico

(p.ej., agua o campo abierto).

Para tener en cuenta la diferencia entre cuadŕıculas, se estima una densidad media

de conexiones por uso del suelo, βLUn , que muestra el número medio de conexiones

por unidad de tiempo y cuadŕıcula para cada uso del suelo n (siendo n ∈ {senderos,

residencial, servicios,. . . }). Para ello, se formula un sistema de ecuaciones lineales so-

bredeterminado que relaciona el número total de conexiones por celda c, Ncon(c), con

las densidades de conexión, β̂LUn , y el número de cuadŕıculas por uso del suelo en la

celda, Ncuad(LUn, c), como

Ncon(c) =
∑
n

β̂LUnNcuad(LUn, c) ∀ c , (3.5)

β̂LUn ≥ 0 ∀ n . (3.6)

El sistema de ecuaciones en (3.5)-(3.6), que incluye tantas ecuaciones como celdas

y usos de suelo, y tantas incógnitas como usos del suelo, puede resolverse como un

problema de optimización restringido, minimizando la suma del error cuadrado y bajo

la restricción de que todas las densidades de conexión sean positivas. A continuación, las

densidades nulas, asociadas a los usos del suelo menos frecuentes, se refinan utilizando

regresiones parciales sobre un subconjunto de celdas con la mayor proporción de esos

usos del suelo.

Para tener en cuenta la distribución desigual del tráfico entre los anillos, se calcula

un peso de tráfico por anillo r en la celda c, ω(r, c), como

ω(r, c) =
Ncon(r, c)∑
r

Ncon(r, c)
, (3.7)

donde Ncon(r, c) es el número de conexiones en el anillo r de la celda c, tomado de las

medidas de TA.

En paralelo, se define el ratio de conexiones de interior en un anillo, determinado
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a partir de la estima del número de conexiones en las cuadŕıculas de usos de suelo de

interior (n ∈ LUin) respecto a la estima de conexiones en todas las cuadŕıculas del

anillo,

κin(r, c) =

∑
n∈LUin

β̂LUnNcuad(LUn, r, c)∑
n

β̂LUnNcuad(LUn, r, c)
, (3.8)

donde Ncuad(LUn, r, c) es el número de cuadŕıculas de uso de suelo n en el anillo r de

la celda c.

Por último, el coeficiente de conexión interior efectivo (en contraposición al co-

eficiente de área de interiores) se calcula por celda, combinando las dos ecuaciones

anteriores, como el ratio entre la suma de todas las conexiones en interior en cada

anillo y el número total de conexiones

Rkin(c) =
∑
r∈c

κin(r, c) ω(r, c) =

Ncon(r, c)
∑
r∈c

[ ∑
n∈LUin

β̂LUnNcuad(LUn,r,c)∑
n
β̂LUnNcuad(LUn,r,c)

]
∑
r

Ncon(r, c)
. (3.9)

Como se ha explicado anteriormente, el ratio resultante se utiliza para aproximar la

probabilidad de conexión en interiores, Pin(c), que es la variable dependiente en el

modelo de clasificación, explicado en la siguiente subsección.

3.3.2. Modelo de regresión

Una vez etiquetados los datos, se utiliza un algoritmo de aprendizaje supervisado

para encontrar el mejor modelo para relacionar los descriptores de rendimiento de las

trazas, agregados a nivel de celda, Ii(c), y la probabilidad de conexiones de interior en

dicha celda, Pin(c). A continuación, se utiliza dicho modelo para relacionar los KPI de

conexión, Ii(k), con su probabilidad de interior, Pin(k).

El diagrama de flujo de este modelo se muestra en la Fig. 3.2. En él, se aprecia

cómo las entradas consisten en dos fuentes de datos: a) el mapa de usos del suelo y

b) la información registrada en las trazas de conexión radio. El mapa consiste en una

malla de puntos que representa la actividad comercial de cada pequeño trozo de terreno

(cuadŕıcula).
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Figura 3.2: Diagrama de flujo del modelo de clasificación.

Con los descriptores definidos en la sección anterior, se construye un modelo de

regresión para estimar la probabilidad media de conexión en interiores celda por celda

a partir de los valores medios de los descriptores de las conexiones ocurridas en ellas. El

objetivo del análisis de regresión es: a) encontrar la combinación mı́nima de indicadores

que estimen con precisión la probabilidad de conexión en interiores, y b) calcular los

coeficientes de regresión.

Como se explicó en la Sección 3.2, la probabilidad de conexión en interiores (que es

la variable dependiente en el modelo) se aproxima durante el proceso de entrenamiento

mediante el ratio de conexiones en interiores. Como este ratio oscila entre 0 y 1, se

selecciona un modelo de regresión loǵıstica. La regresión loǵıstica es un modelo lineal

generalizado [64] que refleja cómo una variable de respuesta binaria (en este caso, si

una conexión es interior o exterior) depende de un conjunto de variables explicativas

(KPIs de conexión). Con este objetivo, se estima una versión transformada logaŕıtmica

del cociente entre las probabilidades de que la conexión sea interior y la de que sea

exterior aproximados por los ratios construidos con medidas, mediante una regresión

lineal múltiple, como

ln

(
Pin(c)

1− Pin(c)

)
≈ ln

(
Rkin(c)

1−Rkin(c)

)
=

= β0 + β1I1(c) + β2I2(c) + ...+ βNi
INi

(c) ,

(3.10)

donde βi es el coeficiente de regresión para el KPI Ii, Ii(c) es el valor medio del KPI

Ii para las conexiones servidas por la celda c, Ni es el número de variables (KPIs) en

el modelo, y Pin(c) y Rkin(c) son la probabilidad de conexión en interiores y el ratio

calculado de conexiones en interiores en la celda, respectivamente.
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Una vez obtenidos los coeficientes de regresión para cada indicador en el análisis a

nivel de celda, el modelo puede explotarse a nivel de conexión simplemente aplicando

los coeficientes de regresión correspondientes a los KPI de la conexión a clasificar, como

Pin(k) = β0 + β1I1(k) + β2I2(k) + ...+ βNi
INi

(k) , (3.11)

donde el ı́ndice k denota una conexión particular.

3.3.3. Selección de variables

La disminución del número de variables en un modelo de regresión reduce la carga

computacional, acelera el proceso de aprendizaje, mejora la capacidad de generaliza-

ción y facilita la interpretación. En este trabajo, la selección de variables se lleva a

cabo mediante el método de eliminación recursiva de caracteŕısticas descrito en [65].

El proceso comienza realizando una regresión con todas las variables y clasificando las

caracteŕısticas en función de sus valores p, que reflejan la probabilidad de que cada

coeficiente de regresión sea cero [66]. A continuación, se elimina la variable menos rele-

vante (la que tiene el mayor valor p), obteniendo un modelo más sencillo de una variable

menos a costa de reducir la precisión del modelo. Este paso de simplificación se repite

hasta que la precisión del modelo disminuye por debajo de un determinado umbral

(normalmente, cuando el coeficiente de determinación, R2, del modelo simplificado es

0,1 menor que el del modelo completo).

3.4. Evaluación del modelo

Para comprobar la precisión del modelo propuesto, se evalúa su comportamiento

con un gran juego de trazas de conexión, obtenidas de una red LTE comercial. Para

poner en contexto la evaluación del modelo, primero se describen las caracteŕısticas

del escenario en el que se sitúa la red de la que se obtuvieron los datos, aśı como los

datos de uso de suelo empleados para la obtención del ratio de conexiones interiores.

A continuación, se muestra el rendimiento del modelo, tanto a nivel de celda como a

nivel de conexión. Por último, para determinar la viabilidad del modelo en un entorno

real de gestión de red, se presenta su eficiencia computacional.
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3.4.1. Metodoloǵıa experimental

El escenario considerado cubre un área geográfica de 125 km2, correspondiente al

área metropolitana de una ciudad de 800.000 habitantes. Para tener una resolución

que permita identificar edificios, la zona se divide en cuadŕıculas de 10x10 m2. El uso

principal de suelo de cada cuadŕıcula se obtiene a partir de mapas construidos con

datos abiertos obtenidos de entidades públicas. La Fig. 3.3 muestra un diagrama de

sectores con la proporción de cada uso del suelo en el escenario. En este gráfico, los

usos de suelo cuya naturaleza corresponde a zonas exteriores se representan con bordes

discontinuos, mientras que los usos de suelo en interiores se representan con bordes

continuos.

En ese escenario, se sitúan 400 celdas LTE de un único operador, agrupadas en 175

emplazamientos trisectorizados, con una frecuencia de portadora de 2.325 MHz y 15

MHz de ancho de banda del sistema. En estas celdas, la recogida de trazas se activó

durante 2 horas por la mañana, periodo en el cual las celdas mencionadas sirvieron

236.357 conexiones.

La tabla 3.3 muestra la densidad de conexiones por uso del suelo n, estimada a partir

del número de conexiones y los ratios de uso del suelo calculados por celda, utilizando

el modelo de regresión de (3.5)-(3.6). Como se podŕıa esperar a priori, se observa que la

densidad de conexiones es mayor en las oficinas, los servicios y las carreteras. Es notable

que algunos tipos de uso de suelo que, a priori, deben estar menos poblados, como los

ŕıos/lagos, presentan una densidad de conexiones mayor que otros tipos de uso de suelo

más susceptibles de albergar conexiones, como los usos de suelo de entretenimiento o

industrial. Esto puede ser debido a la baja representación de estos tipos de uso de suelo

en el escenario (2 %, 4 % y 3 %, respectivamente), que podŕıa introducir un sesgo en la

obtención de sus densidades de conexiones. Otro factor puede ser la franja horaria de

recolección de los datos empleados, que podŕıa derivar en una baja población en suelos

de tipo entretenimiento, siendo un horario principalmente laboral.
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Figura 3.3: Ratios de uso de suelo en el escenario.

Densidades de conexión

Uso de suelo, n β̂LUn

[
Nº conexiones

cuadŕıcula× hora

]
Servicios 0,8176

Oficinas 3,0417

Uso mixto 3, 741× 10−9

Residencial 0,6401

Entretenimiento 1, 107× 10−9

Industrial 8, 395× 10−9

Espacio abierto 0,2340

Carreteras 0,8286

Ŕıos/Lagos 0,0588

Tabla 3.3: Densidad de conexiones por tipo de uso de suelo.

El modelo de regresión loǵıstica se entrena y valida con las trazas de estas 400 celdas.

Para conocer mejor los datos de las trazas, la tabla 3.4 presenta los valores mı́nimos,

medios y máximos de los KPI seleccionados en todas las conexiones del conjunto de

datos.

Debido a que la información sobre la localización en interiores de las conexiones
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Tabla 3.4: Estad́ısticas de los descriptores de conexión estudiados a nivel de celda.

Descriptor Mı́nimo Media Máximo

Tiempo de conexión RRC [ms] 262 2, 49×104 5, 64×106

Volumen de datos en DL [bytes] 0 5, 53×105 1, 45×109

Ratio de dirección de enlace [-] 0 0,42 1
Ratio de continuidad de la transmisión en DL [-] 1, 57×10−6 0,01 0,90
Ratio de continuidad de la transmisión en UL [-] 4, 71×10−6 0,03 0,98
Ratio de volumen en el último TTI en DL [-] 0 0,62 1
Throughput en DL [kbps] 0 11,52 2.820,58
Throughput en UL [kbps] 0 1,04 884,95
RSRP medio [dBm] -141 -99,81 -44
Error de estimación de potencia [dB] -184,11 -70,40 5,29
∆RSRP entre servidora y 1ª vecina [dB] -40 11,42 98
Nº de vecinas con RSRP > -108 dBm 0 1,40 5
Nº de vecinas con ∆RSRP con servidora < 10 dB 0 0,95 8

RSRP - RSRP (anillo) [dB] -122,98 -35,52 50,85

RSRP - RSRP (celda) [dB] -122,98 -37,06 50,85
% medidas limitadas en potencia en UL [ %] 0 55 100
CQI medio 0 8,56 15
CQI medio en Rango 1 0 8,70 15
CQI medio en Rango 2 0 5,13 15
SINR en el canal PUSCH [dB] -7,92 9,12 20
SINR en el canal PUCCH [dB] -11,75 2,76 5
Eficiencia espectral en DL [bits/RE] 0 0,75 5,20
Eficiencia espectral en UL [bits/RE] 0 1,19 3,63
% medidas en Rango 2 [ %] 0 33,33 100
% medidas en Modo de Trans. 3, Rango 1 [ %] 0 70,40 100
% medidas en Modo de Trans. 3, Rango 2 [ %] 0 29,60 100

no está disponible en los conjuntos de datos recogidos por los operadores de telefońıa

móvil, el algoritmo descrito no puede compararse con los métodos clásicos de detección

de actividad en interiores. Nótese que, aunque se realice una campaña de medición con

un conjunto de usuarios geolocalizados, no cubriŕıa todas las posibles condiciones de

tráfico y propagación en el conjunto de datos de la red utilizado en este caṕıtulo.

Para evitar el sobreajuste del modelo, el conjunto de celdas se divide en dos grupos,

uno para el entrenamiento del algoritmo y otro para la validación del aprendizaje obte-

nido. El juego de entrenamiento incluye el 80 % de las celdas (320 celdas), mientras que

el juego de validación incluye el otro 20 % (80 celdas). Ambos conjuntos se construyen

de forma aleatoria para evitar sesgos producidos por la selección de puntos de datos,

compartiendo la misma distribución espacial de las celdas. La evaluación del modelo

se basa en la bondad del ajuste entre los ratios de interior computados con los datos

de uso de suelo (es decir, los obtenidos con la ecuación 3.9) y los obtenidos del modelo
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(ecuación 3.11) en el conjunto de validación, medido por el coeficiente de determinación

de la muestra, R2.

3.4.2. Resultados

Una vez descrito el escenario, en esta subsección se muestran los resultados obteni-

dos por el modelo de clasificación propuesto. Para clarificar los resultados, primero se

ilustra la construcción del modelo, discutiendo algunos resultados intermedios obteni-

dos con el juego de entrenamiento. A continuación, se discute la evaluación del modelo,

basándose en los resultados obtenidos con el juego de validación.

Construcción del modelo

El primer acercamiento al problema es construir el modelo para el escenario com-

pleto, usando la división del juego de datos antes descrita para entrenar y validar

el modelo, teniendo aśı un único método aplicable a toda la red. En este sentido, la

Fig. 3.4 muestra un gráfico de dispersión de los ratios de conexión interior calculados

a partir del mapa de uso del suelo, frente a los derivados con el modelo de regresión

loǵıstica con todas las variables (26 KPI). En este diagrama, cada punto corresponde

a una de las 320 celdas del conjunto de entrenamiento. Puede observarse cómo el mo-

delo capta la tendencia general, pero no es capaz de ajustarse de forma precisa a los

datos de entrenamiento (R2 = 0, 435). Un análisis más detallado revela que esta falta

de ajuste se debe en parte a los errores en los ratios de conexiones por uso de suelo

basados en el mapa (sistema de ecuaciones en (3.5)-(3.6)) causados por las grandes

desviaciones en las densidades de conexión (β̂LUn) dentro de la misma clase de uso

del suelo. Por ejemplo, la densidad de población/conexión no es la misma en todas

las cuadŕıculas clasificadas como residenciales, ya que, por ejemplo, la altura de los

edificios es completamente diferente en el centro de la ciudad y en los suburbios. Esto

deriva en la existencia de diferentes perfiles de celdas en el escenario, por lo que es

necesario detectarlos para poder modelarlos correctamente, ya que no se disponen de

datos suficientes para entrenar un modelo más complejo.

Para corregir este problema y aumentar la precisión del modelo, se ejecuta un

proceso iterativo de detección de valores at́ıpicos basado en el algoritmo propuesto

en [67] en las 400 celdas que componen el juego de datos. En cada iteración, se eliminan

del conjunto de datos las muestras (celdas) clasificadas como anómalas en la parte

superior (celdas sobreestimadas) y en la parte inferior (celdas subestimadas), hasta que
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Ratio de conexiones interiores calculado con usos de suelo
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Figura 3.4: Ratios de conexiones en interior computados con los usos de suelo vs.
obtenidos de las trazas (modelo completo, todas las celdas).

no se detecten más valores at́ıpicos. Como resultado, se crean tres grupos de celdas: un

primer grupo con celdas estimadas correctamente, un segundo con celdas subestimadas

y un tercero con celdas sobreestimadas. Una vez obtenidos los tres grupos, se realiza

la división de cada uno en entrenamiento y validación y se entrenan tres modelos

diferentes, obteniendo aśı un modelo de regresión diferente para cada grupo.

La Fig. 3.5 evalúa la bondad del ajuste del modelo de regresión loǵıstica construido

por grupos, comparando los ratios de conexión en interior basados en el mapa de uso

de suelo y los obtenidos de las trazas en cada grupo. Como era de esperar, ambos ratios

se ajustan mejor que con el modelo único, dando lugar a coeficientes de determinación

más altos (R2
grupo1 = 0,857, R2

grupo2 = 0,993 y R2
grupo3 = 0,786, en comparación con

R2 = 0,435 para el modelo de toda la red), evidenciando aśı el correcto modelado del

problema a nivel de celda.

Los modelos resultantes, derivados de las estad́ısticas a nivel de celda, pueden uti-

lizarse para calcular la probabilidad de interior para cada conexión de forma indepen-

diente en función de sus descriptores. La Fig. 3.6 muestra los resultados de los tres

modelos cuando se ejecutan por conexión. En cada subfigura, las tres curvas muestran

los percentiles 5, 50 y 95 de la distribución de los valores de la probabilidad de interior

calculados en base a las conexiones en cada celda de cada grupo. En esta figura, cada

celda está representada por 3 puntos (1 por curva) alineados verticalmente, con una

abscisa igual al ratio de conexiones en interiores basada en el mapa de usos de suelo en

la celda. Para mayor claridad, los puntos de cada curva están conectados por un seg-
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Figura 3.5: Ratio de conexiones de interior por celda computados con los usos de suelo
frente a los obtenidos de las trazas (modelo completo, segregado en 3 grupos).
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Figura 3.6: Percentiles de la probabilidad de conexiones en interior obtenidos de las
trazas vs. ratios de conexiones en interior computados con los usos de suelo (modelo
completo, segregado en 3 grupos).

mento de ĺınea. Al observar la curva del percentil 50, se confirma que los tres modelos

tienden a dar más conexiones con una alta probabilidad de ser interiores en las celdas

con un mayor ratio de conexión interior basado en el mapa. Asimismo, las curvas de los

percentiles 5 y 95 muestran que, como se esperaba, en las celdas con un ratio elevado

de conexiones en interior basado en el mapa, algunas conexiones individuales siguen

teniendo una probabilidad de interior baja. Este hecho demuestra que el modelo está

segregando las conexiones en función de sus descriptores.

Para comprobar la importancia de las variables de entrada, la Fig. 3.7 muestra

los valores p de cada descriptor en el modelo completo de los 3 grupos de celdas.

También se representan los valores p medios, máximos y mı́nimos de los 3 modelos.

Para facilitar el análisis, los descriptores en el eje de las abscisas están ordenados por

su valor p medio en todos los grupos (cuanto más bajo, más significativo). Al comparar
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Figura 3.7: Importancia de cada variable en cada grupo de celdas (modelo completo).

las curvas de los grupos 1 a 3, se observa que cada grupo de celdas tiene sus propios

descriptores relevantes, lo que justifica la necesidad de separar en grupos. Centrándose

en los valores p medios, se concluye que los indicadores más relevantes a priori son el

ratio de continuidad de transmisión DL, la eficiencia espectral UL, el CQI medio en

el rango 2, el porcentaje de medidas de potencia limitada y el error de estimación de

potencia.

En la Fig. 3.8, se muestra la pérdida de ajuste experimentada al reducir el número

de variables en los modelos de regresión. Se observa cómo disminuyendo el número de

descriptores desde los 26 del modelo completo a 7 en los grupos 1 y 2 y a 11 en el 3,

la pérdida de precisión sigue siendo pequeña. En concreto, se obtiene un R2 = 0,794,

0,908 y 0,713 en los modelos simplificados, frente a 0,857, 0,993 y 0,786 de los modelos

completos en los grupos 1, 2 y 3, respectivamente.

En la tabla 3.5 se desglosan los resultados del análisis de regresión con los modelos

simplificados. La tabla incluye las 13 caracteŕısticas de conexión más relevantes en los

tres grupos, junto con el valor de su coeficiente de regresión, β̂i, la desviación estándar,

sβ̂i , el estad́ıstico t de Student, T, y el valor p, P. Analizando estos últimos, se infiere

que los indicadores más importantes son el ratio de continuidad de la transmisión DL,

el error de estimación de potencia, el porcentaje de mediciones de potencia limitada UL

reportadas por los terminales, la eficiencia espectral UL y el porcentaje de mediciones

en el rango 2.
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Figura 3.8: Impacto del número de variables por grupo de celdas.
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Figura 3.9: Ratios de conexiones en interior por celda computados con los usos de suelo
vs. obtenidos de las trazas (modelo simplificado).

Para comprobar el comportamiento de los modelos simplificados, en la Fig. 3.9

se comparan los ratios de conexión interior por celda obtenidos con los modelos sim-

plificados frente a los valores basados en el mapa. Asimismo, la Fig. 3.10 muestra

los percentiles de la distribución de la probabilidad de interior de las celdas de cada

grupo obtenidos con los modelos simplificados. Comparando las figuras Fig. 3.5-3.6 y

Fig. 3.9-3.10, se observa que los modelos simplificados se comportan como los modelos

completos en los tres grupos.

Validación del modelo

Una vez construidos los modelos con las 320 celdas del conjunto de entrenamiento,

los modelos resultantes se prueban con las conexiones originadas en las 80 celdas del
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Tabla 3.5: Análisis de regresión para el modelo simplificado.

Estad́ısticas de regresión

Grupo de celdas Grupo 1 Grupo 2 Grupo 3

Coeficiente de determinación, R2 0,794 0,908 0,713

Análisis de varianza

Grupo 1

Descriptor de conexión β̂i sβ̂i T P

Constante 0,34 0,02 14,08 3, 1× 10−32

Ratio cont. en trans. DL -2,55 0,23 -11,27 2, 1× 10−23

Error de est. potencia 0,76 0,05 15,50 9, 8× 10−37

RSRP - RSRP(celda) -0.37 0.03 -12,81 3, 3× 10−28

% medidas limitadas en potencia
en UL

-1.08 0.08 -12,87 2, 2× 10−28

CQI medio en Rango 2 1,47 0,30 4,83 2, 6× 10−6

Ef. espectral en UL -0,90 0,08 -11,09 7, 5× 10−23

% medidas Rango 2 -2,02 0,34 -6,01 7, 9× 10−9

Grupo 2

Descriptor de conexión β̂i sβ̂i T P

Constante 1,13 0,07 16,41 6, 8× 10−16

Ratio cont. en trans. DL -4,99 1,04 -4,77 5, 2× 10−5

Throughput DL 2.45 0.71 3.46 1,8× 10−3

Error de est. potencia 1.25 0.13 9.78 1,6× 10−10

RSRP - RSRP(celda) -0,41 0,09 -4,72 6, 0× 10−5

% medidas limitadas en potencia
en UL

-0,88 0,19 -4,69 6, 5× 10−5

Ef. espectral en UL -0,87 0,16 -5,36 1, 0× 10−5

% medidas Rango 2 -0,80 0,14 -5,92 2, 3× 10−6

Grupo 3

Descriptor de conexión β̂i sβ̂i T P

Constante -0,65 0,09 -6,81 1, 0× 10−8

Ratio dir. de enlace 3,79 1,38 2,74 8, 4e−3
Ratio cont. en trans. DL -2,10 0,93 -2,27 2, 7× 10−2

Error de est. potencia 0,17 0,09 1,90 6, 3× 10−2

% medidas limitadas en potencia
en UL

-2,63 0,60 -4,40 5, 4× 10−5

CQI medio 16,94 6,83 2,48 1, 7× 10−2

CQI medio en Rango 1 -18,11 7,05 -2,57 1, 3× 10−2

CQI medio en Rango 2 4,39 1,13 3,88 2, 9× 10−4

SINR en PUCCH 0,82 0,28 2,96 4, 7× 10−3

Ef. espectral en DL 2,87 0,63 4,52 3, 63× 10−5

Ef. espectral en UL -2,68 0,74 -3,62 6, 7× 10−4

% medidas Rango 2 -4,79 1,17 -4,09 1, 5× 10−4

conjunto de validación. La Fig. 3.11 muestra diferentes percentiles de la distribución

de la probabilidad de conexión en interiores en las celdas del conjunto de datos de

validación. De la figura se concluye que los tres modelos dan lugar a distribuciones de
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0 0.5 1

Ratio de conexiones interiores
calculado con usos de suelo

0

0.2

0.4

0.6

0.8

1

R
at

io
 d

e 
co

ne
xi

on
es

 in
te

ri
or

es
ca

lc
ul

ad
o 

co
n 

m
od

el
o

Prob. perc. 50

Prob. perc. 95

Prob. perc. 5

0 0.5 1

Ratio de conexiones interiores
calculado con usos de suelo

0

0.2

0.4

0.6

0.8

1

R
at

io
 d

e 
co

ne
xi

on
es

 in
te

ri
or

es
ca

lc
ul

ad
o 

co
n 

m
od

el
o

0 0.5 1

Ratio de conexiones interiores
calculado con usos de suelo

0

0.2

0.4

0.6

0.8

1

R
at

io
 d

e 
co

ne
xi

on
es

 in
te

ri
or

es
ca

lc
ul

ad
o 

co
n 

m
od

el
o

Grupo 1 Grupo 2 Grupo 3

Prob. perc. 50

Prob. perc. 95

Prob. perc. 5

Prob. perc. 50

Prob. perc. 95

Prob. perc. 5

Figura 3.10: Percentiles de la probabilidad de conexiones en interior obtenidos de las
trazas vs. ratios de conexiones en interior computados con los usos de suelo (modelo
simplificado).

la probabilidad de conexión en interiores que son coherentes con los ratios de interio-

res basados en mapas. Las mayores desviaciones se observan en el Grupo 3, formado

principalmente por celdas con bajos ratios de interior (zonas abiertas). Esto se debe

posiblemente a errores en los ratios de interior basados en los mapas, causados por in-

exactitudes en las densidades de conexión estimadas de los usos del suelo no poblados

(p.ej., espacios abiertos, que por su gran extensión, producen sesgos importantes en los

ratios).

El análisis de los residuos confirma la bondad de los modelos de regresión loǵıstica

propuestos. La prueba de Koenker-Basset [68] descarta la heteroscedasticidad en los

3 grupos, lo que demuestra que los residuos no dependen del valor de los descriptores

de conexión (es decir, la homocedasticidad). Aunque la prueba de Shapiro-Wilk [69],

utilizada para comprobar que los residuos tienen una distribución normal, sólo da resul-

tados satisfactorios en uno de los modelos, un análisis más detallado de la distribución

de los residuos en los demás grupos muestra una distribución casi normal. Asimismo,

la prueba de validación cruzada [31], realizada dividiendo repetidamente el conjunto

de datos de las celdas en diferentes conjuntos de entrenamiento y validación, confirma

que los modelos de regresión resultantes no cambian significativamente.

3.4.3. Complejidad computacional

Para desarrollar el método estad́ıstico propuesto en este caṕıtulo, es necesario reali-

zar un trabajo previo, que incluye la recogida/preprocesamiento de trazas de conexión

y la construcción del mapa de usos del suelo. El tiempo de ejecución del preprocesado
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Figura 3.11: Resultados obtenidos con el juego de validación.

de trazas crece de forma lineal con el número de conexiones y descriptores, mientras

que la construcción del mapa crece de forma lineal con el número de casillas del mapa.

Una vez obtenida y procesada la información, la complejidad computacional del

método viene dada por la complejidad del algoritmo de selección de variables. El algo-

ritmo construye modelos de regresión loǵıstica con un número decreciente de variables,

donde Ni es el número de descriptores de conexión. Aśı, la complejidad temporal en el

peor de los casos es O(N3
i Ncon), donde Ncon es el número de conexiones.

El modelo estad́ıstico propuesto se ha implementado con las toolbox de estad́ıstica y

aprendizaje automático de Matlab. En este entorno, y para el juego de datos de entre-

namiento, compuesto por 320 celdas (125 m2 de área geográfica), 189.510 conexiones

(en un periodo de 2 horas) y 26 KPIs, el tiempo de ejecución del modelo completo,

tanto para el entrenamiento/construcción como para la predicción, es de 48,3 segundos

en un servidor con un procesador de 8 núcleos de 2,4 GHz y 64 GB de RAM. En estos

datos no se incluye el tiempo necesario para decodificar las trazas de conexión.

3.5. Conclusiones

En este caṕıtulo, se ha propuesto un modelo basado en datos para detectar si una

determinada conexión se origina en una ubicación interior a partir de los atributos

recogidos por la red móvil para cada conexión. El modelo se basa en una regresión

loǵıstica, aplicada sobre los datos de las trazas de las conexiones radio almacenadas

en el sistema de gestión de la red. Aunque el modelo se deriva de datos agregados

por celda, el modelo derivado puede ejecutarse a nivel de conexión, dando diferentes

probabilidades de interior para las conexiones en la misma celda. Para asegurar la
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generalidad del modelo, se ha probado con un gran conjunto de trazas de una red LTE

comercial.

Los resultados han demostrado que los ratios de conexión en interiores obtenidos

con el modelo propuesto, basado en trazas, son coherentes con los ratios de interior

observados en los mapas de uso de suelo, obteniendo un coeficiente de determinación de

0,79, 0,91 y 0,71 en el conjunto de datos de validación con el modelo simplificado de cada

grupo de celdas. Este hecho indica que la precisión del modelo es suficiente para explicar

el contexto interior/exterior de cada conexión en la mayoŕıa de los casos. No obstante,

se observan grandes desviaciones en celdas aisladas, que podŕıan deberse a errores en

las densidades de conexión estimadas para algunos usos del suelo, o imprecisiones en

los datos de uso de suelo, debidas a la resolución insuficiente del mapa o la falta de

información precisa suministrada por las autoridades.

El análisis de las variables del modelo ha confirmado que las medidas relacionadas

con la potencia del piloto son los indicadores que mejor muestran que una conexión

puede haberse originado en el interior (p.ej., el error de estimación de potencia, con

un valor p de 9, 8 × 10−37, 1, 6 × 10−10 y 6, 3 × 10−2 en los 3 grupos). Además, se

ha demostrado que las mediciones del enlace ascendente, como la eficiencia espectral

en dicho enlace o el porcentaje de medidas limitadas en potencia, son indicadores

valiosos para definir la situación en interiores. Inesperadamente, los resultados han

mostrado que, aunque algunos indicadores relacionados con el servicio (p.ej., la relación

de continuidad del tráfico) pueden ayudar a detectar conexiones en interiores, otros

indicadores más significativos (p.ej., el ratio de dirección del enlace) son irrelevantes en

la mayoŕıa de los grupos. Por tanto, no hay pruebas claras de que el tipo de servicio

demandado condicione la ubicación interior/exterior del usuario. Esto podŕıa deberse a

la gruesa granularidad espacial del conjunto de datos utilizado para construir el modelo,

en el que se agregan los descriptores de conexión a nivel de celda, combinando el área

cubierta por los anillos de avance temporal.

Los modelos desarrollados en este caṕıtulo no se conciben como un sustituto de los

modelos de actividad en interiores de la capa de aplicación, sino como una alternativa

que permite a los operadores de redes aprovechar al máximo los datos de rastreo.

Estos modelos pueden utilizarse en la replanificación de la red basada en medidas para

mejorar la precisión de los algoritmos de geolocalización, localizando al usuario en

mosaicos interiores/exteriores del mapa en función de las caracteŕısticas de la conexión.

Una vez entrenado, la baja complejidad computacional del modelo de regresión facilita

su integración en las herramientas de planificación radio.



Caṕıtulo 4

Posicionamiento estad́ıstico de

conexiones basado en información

social

La ubicación en interiores de los usuarios es una de las caracteŕısticas contextuales

más relevantes, que puede aprovecharse para seleccionar modelos de QoE conscientes

de contexto u optmizar los métodos de geolocalización en la red móvil. Este último pro-

blema es el que motiva este caṕıtulo, donde se estudia el problema del posicionamiento

estad́ıstico de usuarios en la red. Para obtener esta distribución estad́ıstica, se usa la

probabilidad de conexión en interior, obtenida con el algoritmo del caṕıtulo anterior,

como contexto de los usuarios y una estimación de la distribución de la población en el

escenario obtenida de la información geo-posicionada de redes sociales de uso masivo.

Para explicar el proceso, este caṕıtulo se compone de 5 secciones. Para contextua-

lizar el algoritmo, en la sección 4.1 se comentan diferentes contribuciones de interés

en el campo del posicionamiento de usuarios. A continuación, la sección 4.2 explora el

problema de posicionamiento en las redes móviles. La sección 4.3 presenta la segunda

contribución de esta tesis, el modelo de distribución estad́ıstica de usuarios en la red,

mientras que la sección 4.4 presenta las pruebas realizadas para validar el algoritmo

propuesto. Para finalizar el caṕıtulo, la sección 4.5 resume las conclusiones extráıdas

del trabajo.

69
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4.1. Estado de la técnica

Hoy en d́ıa, las redes móviles incluyen métodos de posicionamiento del usuario muy

sofisticados basados en el terminal o la red [70]. Actualmente en LTE, el principal

método de posicionamiento es el GPS asistido (A-GPS) [22], en el que el UE determina

su ubicación procesando las señales GPS. Sin embargo, la información registrada para

la gestión de la red es muy limitada, donde la única forma de que los operadores tengan

acceso a la información GPS del usuario es a través de la funcionalidad MDT [71], que

ampĺıa el marco de gestión de trazas definido por el 3GPP para dotar al sistema de

Operación, Administración y Mantenimiento de la red (Operation, Administration, and

Maintenance, OAM) con la capacidad de recopilar la señalización entre diferentes nodos

a todos los niveles de la red (usuarios, red de acceso y núcleo). Desgraciadamente, MDT

rara vez se activa para todos los usuarios y de forma continua en el tiempo, debido,

entre otras cosas, al consumo de bateŕıa que requiere del usuario, lo que hace que

las trazas de llamadas anónimas proporcionadas por los equipos de la red carezcan a

menudo de información detallada sobre la ubicación [72]. Por ello, la replanificación

y optimización de la red debe hacerse utilizando otros métodos de posicionamiento.

Estos métodos pueden ser basados o asistidos, tanto por la red como por el equipo de

usuario (User Equipment, UE).

El principal método de posicionamiento alternativo en las redes móviles es por

E-CID, que combina el Identificador de Celda y el Avance de Tiempo del enlace ascen-

dente para localizar el terminal. Lamnetablemente, el alto margen de error cometido

deshabilita este método para la detección de problemas en la red. Otros métodos, co-

mo la Diferencia de Tiempo de Llegada o el Ángulo de Llegada, que triangulan la

posición del usuario a partir de mediciones (p.ej., la diferencia de tiempo entre señales

de referencia o el ángulo de llegada) entre el terminal y las estaciones base observa-

bles, también son ampliamente utilizados, pero son muy sensibles a las condiciones de

entorno, principalmente en entornos urbanos.

En contraposición, los métodos de localización basados en mapeo capturan firmas

que se comparan con un conjunto de mediciones geoetiquetadas para identificar la ubi-

cación de un dispositivo [73]. Estas técnicas, inicialmente diseñadas para localizar al

usuario en un plano 2D, se han ampliado con la introducción de la tecnoloǵıa MI-

MO 3D para escenarios interiores 3D [55]. Además, el uso de diferentes sensores (p.ej.,

barométricos para determinarla altura en interiores [74], de proximidad [75] o inercia-

les [76]) se ha estandarizado recientemente, mejorando aśı su precisión. Sin embargo,



CAPÍTULO 4. POSICIONAMIENTO ESTADÍSTICO DE CONEXIONES
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las estimas de posición con este tipo de técnicas se ven afectadas por las imprecisiones

introducidas por el canal radioeléctrico (p.ej., la ausencia de ĺınea de visión, las som-

bras, el multitrayecto, etc.). Además, suponen un alto coste de preparación, ya que hay

que realizar un gran número de mediciones para generar los mapas de comparación.

En paralelo, el interés por la ciencia de los datos ha ido aumentando en los últimos

años debido a los recientes avances en la tecnoloǵıa de la información, que posibilitan un

procesado mucho más eficiente de grandes conjuntos de datos. Como resultado, se han

lanzado muchas iniciativas de datos abiertos en todo el mundo. Los portales de datos

abiertos ofrecen ahora un acceso directo y automatizado a valiosos activos que pueden

utilizarse para mejorar la gestión de las redes celulares. Algunas empresas (p.ej., Open-

Signal [77], WeFi [78], Ookla [79] o CellRebel [80]) ofrecen mediciones reales recogidas

por usuarios anónimos (crowdsourced), que pueden utilizarse para evaluar el rendimien-

to de los despliegues actuales [16]. Las redes sociales son otra fuente de información

para entender el comportamiento de los usuarios. La actividad en las redes sociales

puede utilizarse para predecir el tráfico celular, independientemente de la tecnoloǵıa

de acceso utilizada por el proveedor de red [17]. Al mismo tiempo, la información sobre

eventos sociales, obtenida de los resultados de búsqueda de los navegadores o de los

repositorios de datos abiertos, puede utilizarse para explicar el comportamiento anor-

mal de la red durante la resolución de problemas [81]. Del mismo modo, las áreas de

mala cobertura de la señal o el rendimiento del servicio (vulgarmente conocidos co-

mo puntos negros) pueden detectarse mediante el procesamiento de mensajes de texto

geoetiquetados en las redes sociales [18].

Desde el punto de vista de los operadores de red, la posición exacta de cada usuario

no es tan relevante en las tareas de mantenimiento. En cambio, conocer la distribución

espacial de los usuarios en un escenario es vital para optimizar las tareas SON de la red

(p.ej., detectar zonas con problemas de capacidad). Con este objetivo, la información

geolocalizada de redes sociales puede ser una fuente de datos interesante. No obstante,

no se ha encontrado en la bibliograf́ıa un estudio que emplee esta información de redes

sociales para estimar la distribución espacial de conexiones en una red móvil.

4.2. Formulación del problema

Conocer dónde se encuentran las agregaciones de usuarios que puedan suponer un

cuello de botella es vital en las tareas de gestión de una red celular. Lamentablemente,

la única forma de que los terminales reporten la posición del usuario al OSS es activar
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la funcionalidad MDT, lo que no suele hacerse por el consumo de recursos de bateŕıa y

almacenamiento que conlleva. Por fortuna, desde el punto de vista de la gestión de la red

móvil, no es tan necesario conocer la posición precisa de los UE en el escenario, sino que

lo verdaderamente importante es conocer su distribución estad́ıstica. El E-CID puede

ser un acercamiento decente al problema, mayoritariamente en los anillos de menor

superficie cercanos a la estación base servidora, pero la precisión es insuficiente en los

anillos de mayor tamaño lejos de la estación base.

Una forma de reducir esta imprecisión en el proceso de localización es añadir infor-

mación sobre el contexto del usuario. En concreto, la ubicación del usuario en entornos

de interior o exterior es una información valiosa para perfilar su geoposición, pudiendo

localizar al usuario en los edificios cubiertos por el anillo o en las calles/parques de la

zona, reduciendo enormemente el área de imprecisión. Aun aśı, una vez identificado el

contexto, seguiŕıa siendo necesario precisar la posición el usuario.

Es un hecho que los usuarios cada vez utilizan más aplicaciones de carácter social,

compartiendo constantemente su experiencia e impresiones con el resto de las personas

en su entorno. De esta forma, las redes sociales juegan un papel fundamental, facilitan-

do el acceso del público general a un portal donde publicar sus ideas, fotos o v́ıdeos de

forma masiva y, en muchos casos (como en Twitter [82] o Flickr [83]), permitiendo la

inclusión de metadatos con la localización en la que se encuentran. Esta última infor-

mación puede servir para refinar las estimas de la distribución espacial de conexiones

realizadas con las medidas de red. Conviene resaltar que la información de localización

que suministran las redes sociales, cuando está disponible, ofrece una resolución mu-

cho mayor que la ofrecida por la técnica E-CID. Aśı, combinando ambas fuentes, es

posible dotar de mayor granularidad al proceso de distribución espacial de conexiones,

aumentando su precisión global principalmente en anillos lejanos.

En este caṕıtulo, se plantea un modelo de posicionamiento estad́ıstico de conexio-

nes en una red celular, donde las entradas son las trazas de conexión y el fichero de

planificación de la red, junto a la información de uso de suelo y una base de datos de

publicaciones geolocalizadas en el área, y la salida es el mapa de distribución espacial

de conexiones. La principal novedad del modelo presentado es la combinación de las

diferentes fuentes de información descritas en esta sección.

En este modelo, al igual que en el modelo descrito en el caṕıtulo anterior, el escenario

de la red se define como una malla de puntos, mientras que las áreas de los anillos

pertenecientes a cada celda se construyen de forma geométrica, dependiendo de las
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Figura 4.1: Diagrama de flujo del modelo de distribución espacial de conexiones.

estad́ısticas de TA y del número de celdas que comparten el emplazamiento. Debido a

esta forma de definir el área de los anillos, puede existir un solapamiento entre anillos de

diferentes celdas y, por tanto, algunas de las cuadŕıculas del mapa pueden ser cubiertas

por varios anillos.

4.3. Modelo de posicionamiento estad́ıstico

Para estimar desde dónde se establecen las conexiones en un escenario, primero

hay que preprocesar las entradas descritas anteriormente. En esta sección, primero se

especifica el procesado de los datos de entrada para conocer las caracteŕısticas espa-

ciales del escenario. A continuación, se explica el proceso de distribución estad́ıstica de

conexiones en el espacio, que reparte las conexiones en un escenario en las áreas donde

es más probable que se establezcan.

El diagrama de flujo del modelo propuesto en este caṕıtulo aparece en la Fig. 4.1. El

modelo recibe 4 entradas: (a) la información registrada en las trazas de conexión radio,

(b) datos de usos de suelo del escenario, (c) información sobre la ubicación y orientación

de las celdas en el escenario y (d) mensajes de las redes sociales (conocidos como

publicaciones) que tienen asociados metadatos de geoposicionamiento. Estas fuentes

de datos se han seleccionado por la importante información que aportan. Por un lado,

la localización y orientación de las celdas en el escenario permite delimitar la zona

geográfica en la que se encuentra el usuario, mientras que las trazas de conexión y los

mapas de uso del suelo proporcionan información sobre el usuario y su contexto. Por

último, las publicaciones geoposicionadas de las redes sociales se utilizan como una

aproximación a la distribución espacial de la población dentro de cada celda o anillo
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de TA.

El proceso de posicionamiento descrito a continuación se basa en el contexto espa-

cial de los usuarios (es decir, interior/exterior), en lugar de los métodos tradicionales

basados en medidas, que son susceptibles a las condiciones de propagación radio. En el

modelo descrito, se distinguen dos pasos principales. El primer paso, la distribución de

conexiones en su contexto dentro del anillo, se divide a su vez en dos etapas. Primero,

se obtiene una delimitación de la zona en la que se produce la conexión a partir de

la disposición de los emplazamientos en la red y de las estad́ısticas de TA, obtenida

del fichero de planificación con la ubicación exacta de emplazamientos y sus sectores.

Después, este área se reduce aún más, haciendo coincidir el contexto del usuario con

las ubicaciones interiores/exteriores del escenario, es decir, localizando las conexiones

interiores en edificios y las conexiones exteriores en parques y calles. El contexto inte-

rior del usuario se obtiene a partir de los descriptores registrados en las trazas radio,

utilizando el modelo descrito en el caṕıtulo anterior. Al mismo tiempo, las ubicaciones

interiores/exteriores se obtienen a partir de los datos de uso de suelo. Por último, en

la ponderación con zonas más pobladas, se realiza la distribución final de conexiones

en la red. Esta distribución se obtiene ponderando qué partes de la zona limitada en

el paso anterior tienen más probabilidades de acoger la conexión, usando una estima-

ción de la distribución poblacional obtenida a partir de las publicaciones geolocalizadas

recopiladas de los medios sociales.

Con estas entradas se obtiene un mapa con la distribución estad́ıstica de las co-

nexiones en el escenario, donde cada cuadŕıcula corresponde a una agregación de las

conexiones ocurridas en todos los anillos que la cubren.

Debido al creciente interés por la explotación de enormes cantidades de datos, la

preocupación por la privacidad ha cobrado gran importancia. El tratamiento de los

datos debe garantizar la privacidad del usuario durante todo el proceso de gestión

de los mismos. Esta privacidad suele conseguirse mediante métodos de anonimización

ejecutados en la primera fase por los propietarios de las redes sociales. De esta forma,

el proceso de anonimización sustituye los datos del usuario final por una identificación

de usuario única. La asociación de ID de cliente y usuario sólo está disponible para

los gestores de las redes sociales, pero no para los operadores de red móvil, por lo

que es posible utilizar la información geoposicionada de redes sociales en el modelo de

posicionamiento, asegurando en todo momento la privacidad de los usuarios.



CAPÍTULO 4. POSICIONAMIENTO ESTADÍSTICO DE CONEXIONES
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4.3.1. Preprocesado

El primer elemento imprescindible para el desarrollo de este caṕıtulo es conocer

el contexto de cada usuario. Como esta información no se registra en el OSS, los

operadores necesitan estimarla. Esto se consigue con el algoritmo descrito en el caṕıtulo

anterior, donde se estima la probabilidad de que un usuario haya establecido la conexión

en interior (es decir, Pin(k)) o exterior (es decir, Pext(k) = 1− Pin(k)) a partir de sus

indicadores radio.

A continuación, se requiere saber la información de dónde se encuentran los edifi-

cios (es decir, interior) y qué áreas del escenario son descubiertas (es decir, exterior).

Para ello, al igual que en el caṕıtulo anterior, se construye un mapa de usos de suelo,

Mlu(x, y), a partir de información obtenida, de portales de datos aportados por fuentes

oficiales, o bien de plataformas de datos abiertos (p.ej., OpenStreetMap). La informa-

ción procedente de estas plataformas suele estar compuesta de una lista de elementos

geométricos (poĺıgonos, ĺıneas y puntos), definidos por las coordenadas geográficas de

los vértices del elemento, y una etiqueta que define su principal actividad social. Debido

a la gran cantidad de valores que pueden adoptar las etiquetas de estos poĺıgonos, estas

se agrupan en un número inferior de clases con los diferentes tipos de uso de suelo.

En este trabajo, para determinar en qué área del escenario es posible que ocurra

la conexión, se recurre al E-CID. Mediante el E-CID, se puede reducir la posible área

de establecimiento de la conexión a la que cubre el anillo definido por el valor de

TA en el que se ubica la conexión dentro de la celda servidora. En este caṕıtulo, al

igual que en el caṕıtulo anterior, el área de un anillo en el mapa se define como todas

aquellas cuadŕıculas cubiertas por la sección del área de la celda servidora que está a

una distancia entre 78(iTA − 1) y 78iTA, donde iTA es el ı́ndice de anillo y la distancia

entre anillos consecutivos es de 78 metros.

Por último, para estimar la dispersión espacial de la población, se construye una

matriz de las mismas dimensiones que el mapa de usos de suelo y, a partir de la in-

formación de localización proporcionada por las redes sociales, se agrega el número

de publicaciones geolocalizadas por cuadŕıcula, generando un mapa de distribución de

publicaciones, Mp(x, y). Esta matriz tiene el problema que, en zonas de baja densidad

de población (p.ej., en campo abierto), el número medio de publicaciones por cuadŕıcu-

la es muy inferior a uno, lo que provoca que la mayoŕıa de las cuadŕıculas no tengan

publicaciones o, en algunos casos, aparezcan solo unas pocas. Para estimar mejor estos

pequeños valores de densidad, se aplica una regresión en procesos gaussianos (deno-
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Figura 4.2: Ejemplo de variograma esférico.

minado krigeaje) para obtener la distribución espacial de publicaciones subyacente,

M ′
p(x, y). El krigeaje (o kriging) [84] es un proceso de interpolación geoestad́ıstico que,

partiendo de unos puntos de referencia en un mapa, usa un modelo de variograma para

estimar los puntos intermedios, modelando la semivarianza1 entre pares de muestras

según la distancia que los separa. El ejemplo clásico de aplicación de estas técnicas es

en cartograf́ıa, donde, a partir de unas cotas de altura en el terreno, se estima la altitud

del resto de puntos del escenario. En procesos de krigeaje simple, uno de los modelos

de variograma más empleados es el variograma esférico [85], definido como

v =

 ω

[
3
2

(
|h|
a

)
− 1

2

(
|h|
a

)3
]

si h < a ,

ω si h > a ,

, (4.1)

donde v es el valor de semivarianza, ω es el umbral o meseta, que determina el nivel

al que se regula la semivarianza, y a es el rango del variograma, es decir, la distancia

a la que la muestra deja de verse afectada por las vecinas. Por último, h es el vector

de distancias a los puntos de referencia. La Fig. 4.2 ejemplifica una curva t́ıpica del

modelado de la varianza con un variograma esférico.

Este variograma se emplea para ajustar los pesos usados en la estimación de las

áreas sin mediciones, siguiendo el siguiente sistema de ecuaciones

1La semivarianza es una medida de la dispersión de una variable aleatoria en un conjunto de datos
espaciales. Se define como la media de las diferencias cuadráticas entre los valores de la variable
aleatoria en dos puntos espaciales separados por una distancia h
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Figura 4.3: Ejemplo de kriging para el cálculo del mapa de publicaciones sociales sub-
yacentes.



v(h1p) =
N∑
i=1

λiv(h1i)

v(h2p) =
N∑
i=1

λiv(h2i)

...

v(hnp) =
N∑
i=1

λiv(hni)

, (4.2)

donde N es el número de muestras reales medidas, v(hjp) es el valor de semivarianza

entre los puntos medidos j y p y λi es el peso correspondiente a la semivarianza entre los

puntos j y i. Una vez ajustados los pesos que relacionan la semivarianza de las medidas

reales, estos se aplican en la estimación de los valores en puntos sin mediciones reales

de la siguiente forma,

Ẑ(s0) =
N∑
i=1

λiZ(si), (4.3)

donde Z(si) es el valor medido en la ubicación si y Ẑ(s0) es el valor estimado en

la ubicación que se desea predecir, s0. Para facilitar la comprensión del impacto de

las ecuaciones en el mapa de publicaciones sociales subyacente, M ′
p(x, y), la Fig. 4.3

muestra un ejemplo de la obtención del valor estimado de publicaciones sociales en s0

a partir de 7 medidas reales (s1, s2, ..., s7).
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4.3.2. Distribución espacial de conexiones

Una vez procesados los datos de entrada del algoritmo, se construye un mapa con la

localización de las conexiones. Desgraciadamente, las conexiones en las trazas rara vez

están geolocalizadas, por lo que hay que localizarlas por el método E-CID. Esta técnica

presenta grandes errores de posicionamiento en los anillos alejados de la celda servidora.

Para eludir este problema, la distribución espacial de las conexiones dentro de un anillo

puede inferirse a partir de la distribución de los mensajes geoetiquetados tomados de

las redes sociales, como en [17]. En esta operación, se asume que la distribución de

conexiones será proporcional a la distribución de mensajes de redes sociales, ya que la

transmisión de mensajes cortos no está condicionada a un buen enlace de radio.

El proceso de geolocalización comienza con la creación de una malla con las mismas

dimensiones de cuadŕıcula que el mapa de usos del suelo, Mlu(x, y). En adelante, los

ı́ndices (x, y) se refieren a los ı́ndices horizontales y verticales de las cuadŕıculas. A

partir de los usos del suelo, se obtiene una matriz de contexto del usuario con el

mismo tamaño, Mct(x, y), que indica si cada cuadŕıcula es interior o exterior (es decir,

Mct(x, y) ∈ {interior, exterior}). Este mapa se usa para distribuir cada conexión,

dentro del anillo en el que ocurrieron (es decir, (x, y) ∈ r), en las áreas correspondientes

a su contexto, en función de la probabilidad de que la conexión haya ocurrido en un

contexto de interior/exterior. Para refinar aún más el área donde situar la conexión, se

utiliza la distribución espacial de publicaciones subyacente, M ′
p(x, y), como estimación

de la distribución de la población en el escenario, pudiendo aplicarse para ponderar

en qué zonas del anillo es más probable que una conexión ocurra (es decir, zonas con

mayor población). En la Fig. 4.4 se muestra un ejemplo de la distinción de cuadŕıculas

interior/exterior dentro de un anillo, aśı como la sección equivalente de la distribución

espacial de publicaciones subyacente. En la leyenda de la figura, se distinguen las

cuadŕıculas de interior con un patron de tablero de ajedrez, frente a las cuadŕıculas

de exterior, presentadas con un tono gris constante. Además, el mapa de distribución

espacial de publicaciones subyacente se ilustra con un mapa de colores, donde valores

más altos obtienen tonos rojos, mientras que las áreas menos pobladas se representan

con tonos azules. En el anillo de ejemplo mostrado en la figura se pueden observar dos

principales áreas de concentración de publicaciones de redes sociales, una situada en

exteriores, en la parte central derecha del anillo, y otra de interiores, localizada en el

extremo izquierdo.

De esta forma, los datos descritos se utilizan para calcular la probabilidad de que se
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Figura 4.4: Ejemplo de obtención de datos de contexto y de publicaciones de un anillo.

produzca una conexión en una cuadŕıcula (x, y) etiquetada como contexto ct (es decir,

interior o exterior) en el anillo r. Para realizar esta estimación, se tiene en cuenta cómo

de poblada está cada cuadŕıcula individual y el tamaño de la superficie del contexto en

el anillo a la que pertenece. La estimación de la probabilidad por cuadŕıcula se resuelve

como

P (r, x, y) =
1 +M ′

p(x, y)

Nct(r) +
∑

(x,y)∈r,ct

M ′
p(x, y)

(x, y) ∈ r, ct ,
(4.4)

donde Nct(r) es el número de cuadŕıculas etiquetadas como contexto ct en el anillo r

y M ′
p(x, y) es la distribución espacial de las publicaciones sociales. Obsérvese que el

mismo ı́ndice de cuadŕıcula (x, y) puede ser servido por anillos de diferentes celdas y,

por tanto, se asocian diferentes valores de P (r, x, y) a cada anillo que sirve a la misma

cuadŕıcula. Un análisis más detallado de (4.4) muestra que, en los anillos en los que el

número de publicaciones geoetiquetadas es 0 (como podŕıa ser en zonas despobladas),

M ′
p(x, y) = 0, causando que las conexiones registradas en las trazas se distribuyan

uniformemente en el área del anillo (es decir, P (r, x, y) = 1/Nct(r)). En cambio, en los

anillos con un gran número de publicaciones geoetiquetadas, M ′
p(x, y) >> 1, causando

que las conexiones se distribuyan siguiendo la distribución de publicaciones en el anillo

(es decir, P (r, x, y) ≈ (M ′
p(x, y))/

∑
(x,y)∈rM

′
p(x, y)).

Una vez calculadas las probabilidades de las conexiones del anillo en cada cuadŕıcu-

la, estas probabilidades se proyectan en el mapa. Para ello, se distribuyen las conexiones
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de interior/exterior en sus respectivas cuadŕıculas dentro del anillo según las probabili-

dades en (4.4) y luego se agrega entre los anillos que dan servicio a la misma cuadŕıcula,

como

MUE(x, y) =
∑

r/(x,y)∈r

∑
k∈r

Pct(k)P (r, x, y) (x, y) ∈ ct, (4.5)

donde MUE(x, y) es el mapa de distribución estad́ıstica de conexiones en el escenario

y Pct(k) es la probabilidad de que la conexión k haya ocurrido en el contexto ct.

4.4. Evaluación del modelo

En esta sección se comprueba la validez del modelo en un escenario real. Para ello,

primero se explican los datos del escenario usados para el desarrollo del modelo. A con-

tinuación, se muestran los resultados de la distribución estad́ıstica de conexiones en la

red obtenida con el modelo descrito en este caṕıtulo, que hace uso de la información de

contexto de interior y las publicaciones geolocalizadas para mejorar la precisión (en ade-

lante, modelo completo). Las estimas obtenidas se comparan con las obtenidas con dos

métodos de referencia. En el primero de ellos, con una distribución de conexiones basa-

da solo en el E-CID, en el que las conexiones se distribuyen equitativamente en toda la

superficie del anillo en el que ocurren, es decir, MUE(x, y) =
∑

r/(x,y)∈rNk(r)/N(x,y)(r),

donde N(x,y)(r) es el número de cuadŕıculas en el anillo y Nk(r) es el número de co-

nexiones en el anillo (llamado en adelante modelo E-CID). En el segundo de ellos,

con un modelo intermedio que añade únicamente información del contexto, es decir,

M ′
p(x, y) = 0 ∀(x, y), (llamado modelo de contexto). Por último, se evalúa la comple-

jidad computacional del modelo.

4.4.1. Metodoloǵıa experimental

El modelo desarrollado en este caṕıtulo es una aplicación práctica del algoritmo

propuesto en el caṕıtulo anterior, por lo que se usa el mismo escenario para su valida-

ción. Este escenario corresponde a una ciudad de 800.000 habitantes y su extrarradio,

que cubre un área geográfica de 125 km2. En este área se han desplegado 400 celdas

LTE, agrupadas en 175 emplazamientos trisectoriales, con una frecuencia de portadora

de 2.325 MHz y un ancho de banda del sistema de 15 MHz. En estas celdas se activa

la recogida de trazas de conexión durante 2 horas, registrándose 166.561 conexiones.
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Tabla 4.1: Tipos de uso de suelo en el escenario.

Uso de suelo Descripción Interior/Exterior Ocupación

Servicios
Áreas de uso institucional, cultural,
médico o académico.

Interior 10 %

Oficinas
Oficinas de gestión, información o
trabajo.

Interior 3 %

Uso mixto
Zonas sin uso de suelo principal de-
finido.

Interior 11 %

Residencial Casas, hoteles y alojamientos. Interior 15 %
Entretenimiento Comercios y entretenimiento. Interior 4 %

Industrial
Zonas para trabajo industrial o de
manufacturación.

Interior 3 %

Espacio abierto Campos, parques y zonas verdes. Exterior 22 %
Carreteras Caminos, carreteras y senderos. Exterior 30 %
Ŕıos/Lagos Zonas de agua en el terreno. Exterior 2 %

Tanto el mapa de usos de suelo como el mapa de distribución de publicaciones

geolocalizadas se definen como una malla de cuadŕıculas de 10x10m2 para tener una

resolución suficiente. En la Tabla 4.1 se muestra un desglose de los tipos de uso de

suelo, su descripción, la clasificación de interior o exterior y el porcentaje de ocupación

en el escenario.

Por último, las publicaciones geoetiquetadas de las redes sociales en la zona se

recogen en tiempo real, empleando la herramienta descrita en el Apéndice A.1, durante

16 meses para Twitter y 12 meses para Flickr, lo que da como resultado 785.515 y

33.519 publicaciones, respectivamente.

La Fig. 4.5 muestra la Función de Distribución Acumulada (Cumulative Distribution

Function, CDF) de las probabilidades de cada conexión de haber ocurrido en interior.

Se aprecia cómo, a partir de sus descriptores, el 80 % de las conexiones se etiquetan

como llamadas de interior con una probabilidad superior al 92,5 %.

La Fig. 4.6 muestra las CDF del número de publicaciones por cuadŕıcula del esce-

nario, Mp(x, y), desglosadas por aplicación (ĺınea de guiones para Twitter y ĺınea de

puntos para Flickr). Se puede observar que la mayoŕıa de los mensajes provienen de

publicaciones en Twitter, ya que coincide su CDF con la distribución de publicaciones

totales. Por ello, será la principal fuente de información, dejando a las publicaciones de

Flickr como una fuente auxiliar para reforzar determinados puntos del escenario con

poco tráfico de redes sociales. Igualmente, se aprecia cómo el 24,5 % de las cuadŕıculas

del escenario tienen más de 100 publicaciones.

Para observar la resolución de la distribución espacial de publicaciones subyacen-
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Figura 4.5: Función de distribución acumulada de la probabilidad de conexión en inte-
rior en el escenario.
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Figura 4.6: Función de distribución acumulada del número de publicaciones geolocali-
zadas por cuadŕıcula en el escenario de distintas redes sociales.

te, M ′
p(x, y), la Fig. 4.7 presenta dos secciones de M ′

p(x, y) en el escenario, uno en

el que la densidad de población por metro cuadrado es elevada (centro de la ciudad,

Fig. 4.7(a)) y otro que se encuentra relativamente despoblada (el extrarradio de la ciu-

dad, Fig. 4.7(b)). En ambas figuras se puede observar el efecto del variograma esférico

empleado en el proceso de kriging simple durante la estimación de M ′
p(x, y), apare-

ciendo artefactos circulares en las áreas sin medidas reales cercanas. Por otro lado, las

zonas huecas en el mapa representan las áreas con una densidad menor a 1 publicación
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(a) Zona de alta densidad de población. (b) Zona de baja densidad de población.

Figura 4.7: Secciones del mapa de distribución espacial de publicaciones sociales en el
escenario.

por cuadŕıcula (100 m2). Además, se aprecia cómo, en zonas de alta densidad de pobla-

ción, M ′
p(x, y) toma valores muy heterogéneos, abarcando amplio rango dinámico. Por

el contrario, en zonas de baja densidad poblacional, M ′
p(x, y) adopta, salvo en algún

punto aislado, valores mucho más constantes y de menor magnitud.

El método propuesto pretende resolver la falta de precisión en la localización de

conexiones en la red, mediante la explotación del contexto espacial tanto de las cone-

xiones como del escenario. La única forma de obtener mediciones GPS de los usuarios

es utilizando la funcionalidad MDT, que rara vez está activa y nunca a todas las co-

nexiones de la red. Esta falta de información imposibilita la estimación del error en el

proceso de posicionamiento, por lo que es necesaria una evaluación más exploratoria,

comparando los resultados de la distribución estad́ıstica de conexiones en la red con

los modelos de E-CID y de contexto anteriormente comentados.

4.4.2. Resultados

En el escenario descrito, se prueba el algoritmo de posicionamiento estad́ıstico. Para

comprobar el funcionamiento del modelo, la Fig. 4.8 muestra un diagrama de cajas del

número de conexiones por cuadŕıcula en el escenario completo obtenido mediante el

modelo E-CID, el modelo de contexto y el modelo completo. Este tipo de gráficas

muestra los percentiles 25, 50 y 75 de los valores estudiados mediante el ĺımite inferior,

la ĺınea central y el ĺımite superior de la caja, respectivamente, junto a los valores

extremos no at́ıpicos (presentados con las ĺıneas discontinuas) y los valores at́ıpicos

(indicados con cruces rojas). Para optimizar la representación del rango de valores
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Figura 4.8: Número de conexiones por cuadŕıcula para cada modelo de distribución
espacial de conexiones.

Tabla 4.2: Estad́ısticas del número de conexiones por cuadŕıcula con los distintos mo-
delos distribución espacial de conexiones comparados.

Método Mı́nimo Perc. 25 % Perc. 50 % Perc. 75 % Máximo

Modelo E-CID 1, 79× 10−4 8, 69× 10−3 3, 60× 10−2 9, 81× 10−2 36,29
Modelo de contexto 4, 06× 10−5 1, 86× 10−2 4, 87× 10−2 1, 17× 10−1 45,99
Modelo completo 1, 82× 10−6 1, 03× 10−2 3, 03× 10−2 8, 68× 10−2 175,19

obtenidos, el eje de ordenadas se presenta en escala logaŕıtmica. Como complemento,

la Tabla 4.2 presenta los datos numéricos de los estad́ısticos en cada modelo.

La Fig. 4.8 ilustra cómo, al añadir el contexto interior de las conexiones (es decir,

el modelo de contexto), se detectan agrupaciones de usuarios en interior, vaciando

aśı las zonas exteriores en las que no hab́ıa conexiones y, por tanto, disminuyendo la

cantidad de conexiones en esas cuadŕıculas, ampliando aśı la distribución estad́ıstica de

valores de densidad en la figura en comparación con el modelo E-CID. Este hecho se ve

favorecido por la inclusión de los publicaciones geoposicionadas de redes sociales en el

modelo completo, que permite identificar cuadŕıculas con alta densidad de conexiones

y zonas despobladas, enmascaradas en los modelos anteriores. Como consecuencia, la

distribución estad́ıstica del modelo completo se ampĺıa adicionalmente. Estos hechos se

traducen en que los modelos completo y de contexto, que utilizan información adicional,

mejoran las posiciones de las conexiones en el área del anillo, obteniendo un diagrama
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de cajas más disperso que el modelo E-CID.

Para comprobar la resolución en la distribución de conexiones en la red, la Fig. 4.9

presenta varios mapas de calor con los resultados obtenidos en los ejemplos de densidad

de población en la Fig. 4.7. En estos casos, las conexiones se han distribuido con los 3

modelos descritos anteriormente: a) y b) con el modelo E-CID, c) y d) con el modelo

de contexto y, e) y f) con el modelo completo, donde se combinan el E-CID, el contexto

del usuario y las publicaciones geolocalizadas.

La Fig. 4.9(a)(b) muestra la distribución espacial de conexiones aplicando el método

tradicional E-CID en zonas de alta y baja densidad de población. Las formas defini-

das que aparecen en la figura provienen de la distribución uniforme en cada anillo de

la celda, principalmente de los anillos más cercanos a la estación base. En cambio,

la forma dispersa de la parte inferior de la Fig. 4.9(a) es debida a la superposición

de poĺıgonos de muchos anillos de celdas distintas. Estas subfiguras evidencian que el

método distribuye por igual todas las conexiones en el área cubierta por el anillo de

servicio, independientemente de la topoloǵıa del área o de la alta (Fig. 4.9(a)) o baja

(Fig. 4.9(b)) densidad de población. La única variabilidad en la distribución de cone-

xiones se observa en la Fig. 4.9(a), donde el mayor número de conexiones y los anillos

superpuestos de TA muestran algunas irregularidades en las áreas de solapamiento de

los anillos.

Del mismo modo, la Fig. 4.9(c)(d) presenta los resultados obtenidos en las mismas

zonas con el modelo de contexto (es decir, añadiendo el contexto interior al método E-

CID). Esta metodoloǵıa de posicionamiento aprovecha el contexto interior para segregar

las conexiones entre edificios y espacios abiertos. Aunque este comportamiento se puede

observar en áreas con picos de conexiones de ambas subfiguras, esto es más evidente

en la Fig. 4.9(c), donde la cantidad de conexiones permitió diferenciar las conexiones

realizadas en los edificios (mucho más numerosas) frente a las de las calles (mucho

menos frecuentes), pudiendo distingir los poĺıgonos de los bloques de edificios definidos

en Mlu(x, y).

Finalmente, la Fig. 4.9(e)(f) ilustra los resultados del modelo completo, donde el

método E-CID se mejora tanto con la información espacial del contexto interior como

con la de las redes sociales. Con la inclusión de la información social, el modelo de

contexto mejora mucho en las zonas muy pobladas (Fig. 4.9(e)), permitiendo obtener

una resolución mucho mayor en el proceso de localización. Este incremento de resolución

se observa en la granuralidad del mapa de calor, perdiendo en la mayoŕıa de los casos las
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(a) E-CID, alta densidad. (b) E-CID, baja densidad.

(c) Contexto, alta densidad. (d) Contexto, baja densidad.

(e) Completo, alta densidad. (f) Completo, baja densidad.

Figura 4.9: Comparación de modelos de distribución de conexiones en el escenario.
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formas de anillo vistas en Fig. 4.9(a) y Fig. 4.9(c) y apareciendo picos de conexiones

en zonas en las que no se pod́ıa observar ningún anillo en los métodos anteriores.

Gracias a esta mejora de la resolución, es posible identificar el edificio dentro del anillo

o la celda desde donde se genera la mayor parte del tráfico. Por el contrario, las zonas

relativamente despobladas (Fig. 4.9(f)) mejoran mucho menos con la información social,

comportándose de forma similar al modelo de contexto (Fig. 4.9(d)).

Para comprobar que la inclusión de la componente de publicaciones sociales en el

modelo de posicionamiento no fuerza los resultados a realizar una copia del mapa de

distribución de publicaciones sociales, se ha realizado un análisis comparativo entre

el mapa de densidad de publicaciones subyacente y los resultados obtenidos por el

modelo completo. Este estudio se ha realizado tanto para la zona de alta densidad

de población (Fig. 4.7(a) y Fig. 4.9(e), respectivamente) como para la zona de baja

densidad de población (Fig. 4.7(b) y Fig. 4.9(f)).

En la zona de alta densidad de población, se observan dos núcleos poblacionales,

ambos en la parte inferior de la Fig. 4.7(a), uno en el borde izquierdo y otro en el

borde derecho. Estos núcleos se ven reflejados, en parte, en el mapa de distribución de

conexiones obtenido por el modelo completo, mostrado en la Fig. 4.9(e), donde el pico

de agregación de publicaciones sociales en la zona inferior derecha coincide aproxima-

damente con el primer anillo de las celdas que forman un emplazamiento trisectorial,

abarcando un elevado número de conexiones. Se observa que las conexiones se agre-

gan heterogéneamente dentro del área de dichos anillos, respetando la distribución de

publicaciones sociales en dichas áreas.

Por el contrario, el núcleo de publicaciones sociales observado a la izquierda no

coincide con un pico de conexiones, sino con una superposición de varios anillos de

celdas cercanas. En este caso, el modelo distribuye las conexiones en función del mapa

de publicaciones sociales subyacente y del contexto de interior de las conexiones, desdi-

bujando las áreas de los anillos en la zona, con unos niveles de agregación de conexiones

más homogéneos que en el mapa de publicaciones sociales subyacente. Además, en la

Fig. 4.9(e) se detecta un núcleo de agregación de conexiones que no está presente en la

Fig. 4.7(a), en torno al centro de la figura, similar al primer caso estudiado. Aqúı, la

distribución espacial de publicaciones, aun teniendo unos niveles de agregación mucho

más homogéneos, ayuda a obtener unos niveles de agregación de conexiones mucho más

heterogéneos, detectando zonas relativamente vaćıas en anillos altamente ocupados.

En cambio, en zonas con una baja densidad de población, no se observa una corre-



88 4.4. EVALUACIÓN DEL MODELO

lación clara entre el mapa de densidad de publicaciones subyacente (Fig. 4.7(b)) y el

mapa de distribución de usuarios con el modelo completo (Fig. 4.9(f)), a pesar de la

leve mejora con la inclusión de la información social respecto al modelo de contexto

(Fig. 4.9(d)). Este comportamiento puede deberse al bajo número tanto de conexiones

como de publicaciones sociales en el área.

Ante la falta de un conjunto de datos geolocalizados para demostrar la validez de es-

te modelo, las figuras mostradas ponen de manifiesto que la información proporcionada

por las publicaciones geolocalizadas, cuando está disponible, mejora significativamente

el proceso de localización de conexiones sin condicionar completamente los resultados.

Para las zonas de alta densidad de población mostradas en las Fig. 4.9(a)(c)(e), donde

la actividad en redes sociales es lo suficientemente alta como para generar un número

significativo de publicaciones geolocalizadas, el modelo completo consigue un aumen-

to significativo de la resolución de la distribución de las conexiones. La granularidad

del modelo completo (Fig. 4.9(e)) se aprecia en puntos concretos del mapa, donde la

concentración de usuarios se incrementa notablemente respecto a los modelos E-CID y

de contexto (Fig. 4.9(a)(c)), en los que la distribución de conexiones es más uniforme.

En cambio, en las zonas de baja densidad de población, los métodos de contexto y

completo se comportan de forma similar (Fig. 4.9(d)(f)), por la falta de publicaciones

geoposicionadas. Estas subfiguras también señalan que, como era de esperar, los es-

cenarios de alta densidad de población (Fig. 4.9(a)(c)(e)) abarcan un mayor número

de conexiones que las zonas relativamente despobladas, lo que justifica el uso de la

densidad de población para ponderar las zonas del anillo donde es más probable que

se establezca una conexión.

4.4.3. Complejidad computacional

Para realizar el posicionamiento estad́ıstico de conexiones, primero es necesario

preprocesar los datos de entrada. En esta fase, la tarea que mayor carga computacional

necesita es el proceso de kriging, cuya complejidad temporal es O(N3) [86] para resolver

N + 1 ecuaciones lineales para N puntos de origen. Una vez que se dispone de los

datos de entrada, la complejidad computacional del método completo viene dada por

el algoritmo de construcción de la distribución espacial de las conexiones. El algoritmo

distribuye Ncon(r) conexiones originadas en el área Rta(r) cubierta por un anillo r de

los Nr anillos en el escenario. Aśı, la complejidad temporal en el peor de los casos es

O(Nr Rta Ncon).
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En la implementación del método, se han combinado diferentes herramientas. El

procesamiento de las trazas se realiza mediante el procesado de eventos complejos con

rutinas Esper [87]. Por otro lado, los usos del suelo se procesan con Matlab, mientras

que los datos de redes sociales se obtienen con la Streaming API de Twitter usando

Java a través de la libreŕıa Twitter4j y la API de Flickr usando Python[82, 88, 83],

procesándolos con Matlab. Por último, el modelo de posicionamiento estad́ıstico se ha

implementado usando el toolbox de procesado de imagen en Matlab.

Todos estos procesos se han ejecutado en un servidor con un procesador de 2,4 GHz

y 64 GB de RAM. Para procesar las trazas de conexión (400 celdas, 2 horas de trazas,

166.561 conexiones), el tiempo necesario es de 282 segundos. Asimismo, los tiempos pa-

ra construir los mapas de uso de suelo, Mlu(x, y), y densidad de publicaciones, M ′
p(x, y),

(125 km2, 1.222.787 casillas) son de 50.444 y 57.743 segundos, respectivamente. Para

concluir, el tiempo empleado en el posicionamiento de 166.561 conexiones es de 160

segundos.

4.5. Conclusiones

El conocimiento de la distribución espacial de los terminales de usuario es vital a la

hora de realizar tareas de gestión de las redes celulares. En este caṕıtulo, la distribución

de conexiones se infiere mediante un algoritmo que, apoyándose en la información de

contexto del usuario y publicaciones geolocalizadas de redes sociales, determina en qué

cuadŕıculas del escenario es más probable que ocurra una conexión.

Los resultados obtenidos indican que la distribución de publicaciones geoposicio-

nadas de redes sociales suministra información muy relevante de las áreas donde se

produce una aglomeración de usuarios, principalmente en zonas de alta densidad de

población, aportando una granularidad al proceso de posicionamiento de conexiones

imposible con el posicionamiento por E-CID. Además, la información del contexto de

los usuarios, aunque en menor medida, mejora también la precisión del posicionamien-

to, pudiendo segregar las conexiones en edificios o espacios abiertos. Esto hace que la

inclusión de ambas fuentes de datos sea interesante a la hora de conocer la distribución

de los usuarios en la red.

El análisis de la distribución de publicaciones en el escenario refleja que, como era

de esperar, la información espacial que aporta cada red social depende enormemente

de su popularidad. En el caso estudiado, la distribución de publicaciones viene deter-
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minada casi por completo por Twitter, suministrando un 95, 9 % de las publicaciones

sociales de la base de datos, dejando a Flickr como un refuerzo en determinados pun-

tos del escenario. Queda por comprobar si, añadiendo redes sociales de popularidad

similar, pero con una poĺıtica de publicación de datos más restrictiva (p.ej., Instagram

o Facebook), se mejoraŕıa la granularidad en áreas del escenario donde una sola red

social no aporta suficiente información.

El modelo presentado en este caṕıtulo sirve como apoyo en tareas de planificación

y operación de red donde la posición de los usuarios es un factor relevante, como la

implementación de nuevas estaciones base o la gestión de recursos radio en áreas con

problemas de capacidad debidos a aglomeraciones de usuarios. Las tareas de construc-

ción de mapas de usos de suelo y de publicaciones son las que mayor carga computacio-

nal tienen, pero, una vez realizadas, los resultados pueden almacenarse para futuras

aplicaciones del proceso de posicionamiento. Por otro lado, la baja complejidad compu-

tacional del método permite una fácil integración en las herramientas de planificación

radio. Además, la diversidad de las fuentes de datos utilizadas permite aprovechar el

potencial de los últimos sistemas de gestión de redes basados en procesado de datos

masivos.



Caṕıtulo 5

Selección automática de

emplazamientos de picoceldas con

datos multimodales

Conocida la distribución de los usuarios en la red, puede evaluarse la eficiencia

de la utilización de los recursos radio en cada punto del escenario. Esta evaluación

permite detectar problemas de falta de cobertura o capacidad. Para solventar dichos

problemas, una posible solución es la inclusión de nuevas estaciones base de corto

alcance (picoceldas) o celdas en interior de edificios (femtoceldas) en áreas donde las

estaciones base actuales no son capaces de servir correctamente a los usuarios, ya sea

por problemas de propagación o por falta de recursos debido a la gran cantidad de

conexiones servidas. Este es el objetivo de la contribución descrita en este caṕıtulo,

donde se determina la posición óptima de nuevas picoceldas/femtoceldas basándose en

el comportamiento de los usuarios espacialmente distribuidos en el escenario.

De la misma forma que en caṕıtulos anteriores, en la sección 5.1 se comentan di-

ferentes aproximaciones al problema de colocación de antenas nuevas en un escenario.

En la sección 5.2 se formulan las hipótesis de partida. A continuación, la sección 5.3

presenta la tercera contribución de esta tesis, un algoritmo de detección automática

de la posición óptima de nuevas celdas pequeñas utilizando la distribución espacial de

conexiones descrita en el caṕıtulo anterior. La sección 5.4 presenta la validación del

algoritmo en un escenario real. Para concluir, en la sección 5.5 se extraen una serie de

conclusiones del trabajo desarrollado.
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5.1. Estado de la técnica

El problema de la colocación de antenas (Antenna Placement Problem, APP) pue-

de formularse como un problema de optimización clásico. Las variables de decisión son

las coordenadas de la estación base, a menudo restringidas a un conjunto limitado de

ubicaciones candidatas, mientras que la función objetivo puede ser cualquier combina-

ción de indicadores de rendimiento global de la red. Por razones computacionales, este

problema de optimización combinatoria suele resolverse mediante enfoques heuŕısticos.

Los trabajos anteriores pueden clasificarse por tipo de entorno, criterios de diseño y

algoritmo de solución.

En cuanto al entorno radioeléctrico, un primer grupo de trabajos se ocupa de es-

cenarios exteriores macrocelulares y microcelulares. En [89], se utiliza el recocido si-

mulado (Simulated Annealing, SA) para resolver el APP en un entorno de microceldas

TDMA/FDMA basado en indicadores de relación señal-interferencia-más-ruido (SINR)

y pérdidas de trayecto. En [90], el APP en WCDMA se formula como un problema de

programación lineal entera, resuelto mediante búsqueda tabú. En [91], el APP se for-

mula para encontrar el número mı́nimo de antenas para un nivel de cobertura deseado.

En [92], el objetivo del APP es maximizar la cobertura en GSM mientras se satisface

un requisito mı́nimo de SINR, lo que se consigue mediante algoritmos genéticos. En [93]

y [94], se realiza un análisis de sensibilidad para comprobar el impacto de la ubicación

del emplazamiento y los ángulos de inclinación de la antena en la capacidad de una

red WCDMA con una distribución desigual del tráfico. En [95], se utilizan la búsqueda

local aleatoria y la búsqueda tabú para resolver el APP con el fin de optimizar con-

juntamente los costes de instalación, la calidad de la señal y la cobertura del tráfico en

WCDMA.

Un segundo grupo de trabajos extiende los métodos anteriores a escenarios de in-

terior. En algunos de ellos, el APP se formula para minimizar la pérdida de trayecto

(o maximizar la cobertura) con un algoritmo de optimización de propósito general

(p.ej., genético [96], búsqueda directa [97], SA [98] o heuŕıstico [99]). De forma similar

a [91], [100] propone la programación entera binaria para encontrar el número mı́nimo

de puntos de acceso que garanticen una SINR mı́nima en el escenario. En [101], se

propone un método heuŕıstico para colocar puntos de acceso en interiores en WCDMA

con restricciones en la SINR del enlace ascendente (UL) y descendente (DL). Estu-

dios posteriores se centran en la optimización de la SINR mediante diferentes métodos

(p.ej., la enumeración por fuerza bruta en WCDMA [102] y LTE [103], el enjambre
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de part́ıculas en WCDMA [104] y la aproximación por reducción en WCDMA [105]).

En [106], se propone un método para la colocación de femtoceldas para minimizar la

potencia de transmisión de los usuarios móviles. En [107], se propone una metodoloǵıa

para ubicar las femtoceldas empresariales en un edificio para maximizar la eficacia de

los esquemas de equilibrio de carga de movilidad. Por otro lado, en [108, 109], el obje-

tivo es encontrar la mejor ubicación del punto de acceso Wi-Fi para el posicionamiento

óptimo del usuario en entornos interiores. Más recientemente, en [110] se presenta una

visión general de las estrategias de despliegue de picoceldas o Small Cells (SC) para

entornos de Internet de las Cosas (IoT) 5G.

Las redes sociales pueden proporcionar información valiosa para la APP. En [17],

se muestra que la actividad de las redes sociales agregada a nivel de distrito puede

utilizarse para predecir el tráfico celular con una resolución espaciotemporal superior

a la de los enfoques actuales, basados en datos censales. Igualmente importante es el

hecho de que los datos de los medios sociales reflejan la demanda global de tráfico a

través de las tecnoloǵıas de acceso radioeléctrico o los proveedores de red. Del mismo

modo, las cargas de los sistemas celulares pueden estimarse mediante un modelo de

colas ajustado con la distribución de mensajes geoetiquetados de Twitter [111]. No

obstante, aún está por comprobar si los datos de las redes sociales pueden utilizarse

para predecir el tráfico a una escala inferior (p.ej., a nivel de edificio).

El enfoque clásico en los problemas de APP está basado en indicadores de propaga-

ción radio, dejando a un lado la experiencia del usuario. Este hecho motiva el desarrollo

del algoritmo descrito en este caṕıtulo. Las principales contribuciones del modelo des-

crito son: a) combinar las mediciones de la red celular con el contexto del usuario y los

datos de las redes sociales para detectar los puntos problemáticos de la red con reso-

lución de edificio, y b) cuantificar el beneficio de rendimiento esperado de cada nueva

SC, basándose en el comportamiento observado del usuario y el que previsiblemente

tendrá en condiciones óptimas del enlace radio.

5.2. Formulación del problema

El despliegue de una nueva SC puede aumentar el nivel de señal (cobertura), la

calidad de la señal (eficiencia espectral) y los recursos disponibles (ancho de banda),

mejorando en última instancia la capacidad del enlace percibida por el usuario. Es de

esperar que, con la mejora de los recursos radio disponibles, la ganancia de rendimiento

obtenida sea mucho mayor para los usuarios de servicios que requieren un gran volumen
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de datos (p.ej., videostreaming, descarga de aplicaciones...) que para los usuarios de

servicios que solicitan poco volumen de datos (p.ej., mensajeŕıa instantánea, llamadas

de voz...). Por desgracia, en las redes de acceso radio actuales no se realiza una cla-

sificación de las conexiones [112]. A falta de una clasificación precisa de los servicios,

se pueden utilizar las estad́ısticas de transmisión del último TTI para identificar los

servicios de gran volumen de datos. Como se comentó en el Caṕıtulo 3, un último TTI

es el último intervalo de transmisión de una ráfaga de datos que vaćıa temporalmente

el búfer de transmisión del usuario en el enlace descendente o ascendente [113]. Por lo

tanto, los servicios que requieren un uso intensivo de datos (es decir, que precisan de

una o más ráfagas grandes de datos, ocupando un elevado número de recursos) suelen

tener bajos ratios de último TTI (ecuación (3.2)). Por el contrario, los servicios no

intensivos en datos, que consisten en pocas ráfagas cortas de datos, el ratio de último

TTI se dispara. Por estas razones, los servicios que requieren una gran cantidad de

datos tienden a comportarse como un servicio ideal de búfer completo, mientras que

los servicios no intensivos en datos pueden modelarse como tráfico a ráfagas cortas.

Sobre esta hipótesis, se identifican dos fuentes principales de ganancia de tráfico

en la red. La primera componente de ganancia procede de los usuarios que ya utilizan

servicios intensivos en datos (es decir, de búfer completo) sin la SC, que aumentarán el

tráfico que generan como resultado de una mayor duración de la sesión y/o la calidad

del contenido que solicitan, debido a una mejor experiencia de usuario. La segunda

fuente de ganancia de tráfico proviene de los usuarios que, en el pasado, sólo solici-

taban servicios no intensivos en datos (es decir, conexiones de último TTI) debido al

mal comportamiento de la red, pero que, con mejores condiciones, solicitan también

servicios de búfer completo debido a la mejor experiencia de usuario. Además, es de

esperar que el comportamiento de los usuarios dependa de su contexto, por lo que

ambas fuentes de ganancia de tráfico se deben estudiar en función de la situación del

usuario (interior o exterior). A continuación, se realiza un análisis en mayor detalle de

cada una de las fuentes de ganancia potencial en la red para comprobar su validez.

5.2.1. Impacto de la mejora de tasa binaria con búfer

completo

Para comprobar cómo se ve afectado el volumen de datos de los usuarios de los

servicios de búfer completo por las condiciones de la red, se estudia la relación entre el

volumen de datos, V , y el caudal de los usuarios (throughput), T , por conexión k. La



CAPÍTULO 5. SELECCIÓN AUTOMÁTICA DE EMPLAZAMIENTOS DE
PICOCELDAS 95

Fig. 5.1 muestra un gráfico de dispersión de estas dos variables observadas en conexiones

móviles reales (un punto por conexión). El valor del caudal en el eje de las abscisas

corresponde al caudal medio de la conexión en la capa del Protocolo de Convergencia de

Datos de Paquetes (Packet Data Convergence Protocol, PDCP) excluyendo los últimos

TTI (lo mismo para el volumen de datos en el eje de las ordenadas) [114]. Dado que la

atención se centra en los servicios que no son de último TTI, sólo se consideran en el

análisis las conexiones con un ratio de volumen en último TTI inferior al 10 % (es decir,

las conexiones que pueden modelarse como búfer completo). Para mayor claridad, en

la figura se incluyen tres curvas de regresión. La curva central se obtiene por regresión

lineal en todas las muestras (nótese la escala logaŕıtmica en el eje x), y por tanto refleja

la tendencia general. Las otras dos curvas se calculan mediante regresión cuant́ılica para

reflejar la tendencia de los casos extremos. En concreto, la curva inferior/superior se

obtiene mediante una regresión lineal sobre el percentil 10 %/90 % del volumen de

datos de las conexiones en diferentes rangos de caudal. En las tres curvas, se puede

observar que el volumen de datos por conexión aumenta con el caudal medio de los

usuarios, lo que demuestra la hipótesis de que la mejora de las condiciones del enlace

radioeléctrico suele conducir a un mayor volumen de datos por conexión. Como era de

esperar, la correlación no es fuerte, ya que dos conexiones pueden tener volúmenes de

datos muy diferentes para el mismo valor de caudal debido a las diferentes longitudes de

las sesiones o a las diferentes calidades/servicios disponibles. Esta observación justifica

la necesidad de varias curvas de regresión para modelar la relación entre el caudal y el

volumen de datos por conexión. Un análisis más detallado de los residuos muestra que

el error absoluto medio se reduce de 4, 935× 106 con una sola curva a 2, 25× 106 con

3 curvas, consiguiendo una reducción del 45,64 %.

5.2.2. Impacto de la mejora de tasa binaria con búfer

completo en conexiones de tráfico a ráfagas

De la misma forma, para comprobar si el número de solicitudes de servicios de

último TTI de un usuario se ve afectado por las condiciones de la red, se examina la

correlación entre el ratio de conexiones de búfer completo respecto a las conexiones a

ráfagas, RFB, y el caudal. Al igual que en el caso anterior, se considera que una conexión

es una conexión de último TTI si se transmite más del 90 % de los datos en los últimos

TTI de las ráfagas, mientras que la conexión se considera de búfer completo si menos

del 10 % de los datos transmitidos son en últimos TTI. Todas las demás conexiones que
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Figura 5.1: Gráfico de dispersión del volumen de datos frente al caudal del enlace de
radio por conexión.
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Figura 5.2: Gráfico de dispersión del ratio de conexiones de búfer completo frente al
caudal por anillo de avance temporal (TA).

se encuentran entre estos dos umbrales se descartan en el análisis. Como se explicó en el

Caṕıtulo 4, en ausencia de trazas geolocalizadas, las conexiones se posicionan en función

del E-CID. Aśı, el análisis puede realizarse agregando todas las conexiones dentro de
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Figura 5.3: Gráfico de dispersión del volumen de datos frente al caudal del enlace de
radio por conexión, separado por contexto.

un anillo de TA. Para que los datos estudiados sean estad́ısticamente relevantes, sólo

se consideran los anillos con más de 25 conexiones, representando aproximadamente el

20 % de los anillos y cubriendo el 70 % de las conexiones en la red. La Fig. 5.2 muestra

un gráfico de dispersión del ratio de conexiones de búfer completo/último TTI frente

al caudal medio de las conexiones en el anillo, T̄ (1 punto por celda-anillo). De nuevo,

se superponen tres curvas de regresión, obtenidas por regresión lineal y cuant́ılica. En

las curvas de tendencia general y del percentil 90 %, se confirma que los anillos con un

mayor caudal medio tienden a tener mayores ratios de conexiones de búfer completo.

Asimismo, la gran dispersión justifica la necesidad de varias curvas de regresión también

en este caso (en este caso, el error medio absoluto con 3 curvas se reduce en un 53,28 %).

5.2.3. Efecto del contexto de interior en el impacto de la

mejora de tasa binaria con búfer completo

Los análisis anteriores pueden realizarse para las conexiones interiores y exteriores

por separado, para comprobar el impacto del contexto del usuario en la ganancia de

tráfico al mejorar los recursos disponibles. A falta de un método preciso de posiciona-

miento del usuario, las conexiones se etiquetan como interiores o exteriores basándose

en el algoritmo descrito en el Caṕıtulo 3. Para evitar datos confusos que lleven a im-
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Figura 5.4: Gráfico de dispersión del ratio de conexiones de búfer completo frente al
caudal por anillo de TA, separado por contexto.

precisiones, solo las conexiones con una gran confianza de ser interiores o exteriores

(probabilidad de interior >90 % o <10 %) se consideran en el análisis. En la Fig. 5.3

se presentan los resultados del desglose de las curvas de regresión de la Fig. 5.1 por

contexto. En esta figura, las curvas de exterior e interior difieren solo ligeramente para

el volumen de datos de conexión, lo que indica que el volumen de datos por conexión

no se ve muy afectado por el contexto del usuario.

Al igual que con la mejora potencial en conexiones de búfer completo, se repite el

estudio incluyendo el contexto de las conexiones. En este caso, al contrario que pasa

en la mejora obtenida de las conexiones de búfer completo, en la Fig. 5.4 las curvas

de interior superan ampliamente a las de exterior. De ello, se deduce que, para las

mismas condiciones de caudal de los usuarios, la proporción de servicios intensivos en

datos frente a los no intensivos es mayor en interior que en exterior. Esta observación

justifica la necesidad de un conjunto diferente de curvas de regresión para interiores y

exteriores.

De este último análisis se derivan dos modelos de regresión, cada uno de los cuales

consta de 6 curvas de regresión. El primer modelo define la relación entre el volumen

de datos, V , y el caudal medio de la conexión (en periodos de búfer completo), T , en

una conexión k que tuvo lugar en el contexto ct como
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V (j)(k) = β
(j)
1,V,ctT (k) + β

(j)
0,V,ct k ∈ ct , (5.1)

donde β
(j)
i,V,ct es el coeficiente de regresión i de la curva de regresión j (j ∈ {10 %,

completo, 90 %}) y el contexto de usuario ct (ct ∈ {int, ext} para interiores y exteriores,

respectivamente). La regresión j = completo es una regresión lineal simple con todas

las muestras, mientras que j=10 % y 90 % corresponden a una regresión cuant́ılica con

el percentil 10 % y el percentil 90 % de los valores de volumen de datos por franja de

caudal, respectivamente. De la misma forma, el segundo modelo define la relación entre

la proporción de conexiones de búfer completo frente a conexiones a ráfagas, RFB, y el

caudal medio de todas las conexiones, T , en un anillo TA r en el contexto ct como

R
(j)
FB,ct(r) = β

(j)
1,R,ctT ct(r) + β

(j)
0,R,ct , (5.2)

dondeβ
(j)
i,R,ct es el coeficiente de regresión i para la curva de regresión j y el contexto de

usuario ct.

5.3. Modelo automático de selección de nuevos

emplazamientos

El objetivo del modelo presentado en la Fig. 5.5 es determinar, en una red celular

operativa, las zonas en las que puede aumentarse la demanda de tráfico mejorando las

condiciones de los enlaces radio. Para ello, se estudian los factores más influyentes en

la demanda de tráfico, que son: a) la distribución espacial de los usuarios, b) el caudal

máximo de la red por ubicación y c) el comportamiento de los usuarios en función del

contexto.

Al igual que el modelo descrito en el Caṕıtulo 4, el modelo recibe 4 entradas: (a) la

información registrada en las trazas de conexión radio, (b) datos de usos del suelo en

el escenario, (c) información de la ubicación y orientación de las celdas en el escenario

y (d) publicaciones de redes sociales que tienen metadatos de geoposicionamiento. Con

estos datos, el modelo devuelve como salida una lista de emplazamientos de nuevas

picoceldas, definiendo su posición geográfica (latitud y longitud), la ganancia de tráfico
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Figura 5.5: Flujograma del modelo propuesto.

que se espera obtener y un ratio de conexión interior, que determina su localización

dentro o fuera de los edificios.

El modelo está compuesto por dos pasos: a) un primer paso para construir un mapa

de cómo se incrementaŕıa el tráfico en cada cuadŕıcula del escenario si se despliega una

nueva SC y, b) un segundo paso para seleccionar las posiciones que mayor impacto

tengan en la generación de tráfico. Para que el modelo funcione correctamente, es

necesario un paso previo que adapte la información de entrada a la forma deseada.

Este paso de preprocesado es el mismo que el preprocesado del caṕıtulo anterior, por

lo que no se describe en este caṕıtulo.

5.3.1. Paso 1: Construcción del mapa de ganancia de tráfico

en la red

Como se ha demostrado en la sección 5.2, la ganancia de tráfico obtenida por el

despliegue de una nueva SC se divide en dos componentes: a) el aumento de tráfico

procedente de las conexiones existentes, calculado por conexión (sólo aplicable a las

conexiones que necesitaban más recursos, en las que no prima el último TTI de cada

ráfaga), y b) el aumento procedente de nuevas conexiones de servicios de uso inten-

sivo de datos, calculado por anillo. Por tanto, para detectar la posición óptima de la

nueva SC, es necesario conocer en qué áreas del escenario se alcanza un máximo en la

combinación de ambas componentes de ganancia. Para ello, se sigue el procedimiento

mostrado en la Fig. 5.6, donde primero se procesan los indicadores de rendimiento para
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Figura 5.6: Flujograma del modelo propuesto. Paso 1: Construcción del mapa de ga-
nancia de tráfico en la red.

obtener las componentes de ganancia de tráfico y después se distribuyen en el mapa,

de forma similar al posicionamiento de conexiones descrito en el Caṕıtulo 4.

Como primer paso para obtener las componentes de ganancia de tráfico en la red,

se define un valor de caudal óptimo, Topt, como el mejor caudal que puede alcanzarse

con unas condiciones de propagación óptimas. Para evitar valores anómalos debidos

a conexiones ocurridas en celdas prácticamente vaćıas, donde todos los recursos están

disponibles, Topt se fija en el percentil 90 % del caudal medio de todas las conexiones

de la red.

A continuación, las conexiones se clasifican como interiores o exteriores. Para ello, la

probabilidad de que una determinada conexión se genere en un contexto determinado,

Pct(k), se estima a partir de los datos de traza con el algoritmo descrito en el Caṕıtulo 3.

Como resultado, una conexión podŕıa ser etiquetada tanto como interior como exterior,

con diferentes pesos dados por la probabilidad de interior.

Siguiendo la clasificación anterior, la ganancia potencial de volumen de datos de

una conexión existente se divide en una componente de exterior y otra de interior,

calculadas de la siguiente forma

∆VFB,ct(k) = Pct(k)(V ′ct(k)− V (k)) , (5.3)

donde Pct(k) es la probabilidad interior/exterior de la conexión, V (k) es el volumen de

datos a nivel PDCP de la conexión excluyendo su último TTI, tomado de las trazas, y
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Figura 5.7: Método de estimación de valores óptimos interpolando curvas de regresión.

V ′ct(k) es el volumen potencial de datos interior/exterior de la conexión con condiciones

óptimas radio (es decir, después de desplegar la nueva SC). Este último valor se estima

mediante el modelo de regresión en la ecuación (5.1), usando como valor de caudal

T (k) = Topt. Aun aśı, hay que decidir la curva de regresión concreta entre las tres

descritas en la subsección 5.2.3, j=10 %, completa o 90 %. Para resolver este problema,

se utiliza la interpolación lineal entre las curvas más cercanas, tal como se muestra en

la Fig. 5.7. En concreto, los coeficientes de ponderación se determinan como

w1 =



1 si V (k) ≥ V̂90(T (k)) ,

V (k)−V̂comp(T (k))

V̂90(T (k))−V̂comp(T (k))
si V̂comp(T (k)) ≥ V (k) > V̂90(T (k)) ,

V (k)−V̂10(T (k))

V̂comp(T (k))−V̂10(T (k))
si V̂10(T (k)) ≥ V (k) > V̂comp(T (k)) ,

V (k)

V̂10(T (k))
si V (k) < V̂10(T (k)) ,

(5.4)
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w2 =


0 si V (k) ≥ V̂90(T (k)) ,

1− w1 si V̂10(T (k)) ≥ V (k) > V̂90(T (k)) ,

0 si V (k) < V̂10(T (k)) ,

(5.5)

donde w1 y w2 son los coeficientes de ponderación de las curvas más cercanas al valor

del volumen generado por la conexión, definidos en las ecuaciones (5.4)-(5.5), respecti-

vamente. De esta forma, si el volumen generado se encuentra entre el percentil 90 % y la

media de todas las conexiones de la red, se usa el w1 definido en la segunda condición,

mientras que si está entre la media y el percentil 10 % se aplica el w1 definido en la

tercera condición. En ambos casos se aplica w2 definido en la condición central. Para

reducir la influencia de valores de volumen anómalos en los datos de las trazas, estos

coeficientes están delimitados por los valores de las curvas de los percentiles 90 y 10

(primera y última condición en las ecuaciones (5.4) y (5.5)).

Una vez obtenida la ganancia potencial de volumen que cada conexión de búfer

completo generaŕıa en condiciones óptimas, se realiza el mismo proceso para la ganancia

obtenida por la aparición de nuevas conexiones de este tipo en la red. Para ello, primero

se calcula el número de nuevas conexiones de este tipo que apareceŕıan en cada anillo

de la red con mejores condiciones radio. Esto se realiza aplicando el mismo proceso

de ponderación mostrado en la Fig. 5.7, pero aplicado al ratio de conexiones de búfer

completo respecto a conexiones a ráfagas. Con este ratio óptimo, se obtiene el número

de nuevas conexiones de búfer completo. En concreto, primero se calculan el número de

conexiones equivalentes de búfer completo, NFB,ct(r), y de último TTI, NultTTI,ct(r),

por contexto ct en el anillo r sin la nueva SC, obtenidos a partir de las caracteŕısticas

de las llamadas efectuadas en el anillo como

NFB,ct(r) =
∑
k∈r

Pct(k)RV olultTTI
(k), (5.6)

NultTTI,ct(r) =
∑
k∈r

Pct(k)(1−RV olultTTI
(k)) , (5.7)

donde RV olultTTI
(k) es la parte del volumen de datos transmitida en los TTI de búfer

completo en la conexión k (p.ej., 4 conexiones en el mismo anillo con Pct(k) = 0, 5

y RV olultTTI
(k) = 0, 5 equivalen a 1 conexión ideal de búfer completo). A partir del
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número de conexiones de búfer completo y de tráfico a ráfagas en cada anillo de la

red, se calcula el aumento del número de conexiones de servicios intensivos de datos

en condiciones ideales en cada contexto por anillo como

∆Nnew,ct(r) = N ′FB,ct(r)−NFB,ct(r)

= NultTTI,ct(r)R
′
FB,ct(r)−NFB,ct(r) ,

(5.8)

donde N ′FB,ct(r) es el número previsto de conexiones de búfer completo previstas con

una nueva SC en el contexto ct del anillo r, estimado a partir de la nueva relación

de conexiones FB/ráfagas con la SC, R′FB,ct(r). Este último se estima mediante el

modelo de regresión en (5.2) con el proceso de interpolación de curvas de la Fig. 5.7

y T ct(r) = Topt. Por tanto, el aumento del volumen de datos en el anillo r se calcula

como

∆Vnew,ct(r) = ∆Nnew,ct(r) Vopt,ct(r) , (5.9)

donde Vopt,ct(r) es el volumen medio de datos de una conexión de búfer completo ideal

en el anillo r y contexto ct con la nueva SC, calculado como

Vopt,ct(r) =

∑
k∈r,ct V

′
ct(k)

NFB,ct(r)
. (5.10)

Una vez calculadas las dos componentes de ganancia de tráfico por conexión y por

anillo, hay que proyectarlas en el mapa utilizando la localización de las conexiones.

Para ello, se hace uso de una pequeña variación del algoritmo presentado en el Caṕıtu-

lo 4, donde, en lugar de distribuir estad́ısticamente las conexiones en las cuadŕıculas del

mapa, se distribuye la parte porcentual de las ganancias de tráfico calculadas anterior-

mente. Para ello, el aumento del volumen de datos debido a las conexiones existentes

(por conexión) o a las nuevas conexiones (por anillo) se distribuye en cuadŕıculas inte-

riores/exteriores dentro del anillo según las probabilidades en (4.4) y luego se agrega

entre los anillos que dan servicio a la misma cuadŕıcula.

En concreto, el aumento del volumen de datos debido a las conexiones existentes

o nuevas en la cuadŕıcula (x, y), ∆Vopt(x, y) y ∆Vnew(x, y), respectivamente, se calcula

como
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Figura 5.8: Flujograma del modelo propuesto. Paso 2: Selección de emplazamientos.

∆Vopt(x, y) =
∑

r/(x,y)∈r

∑
k∈r

∆Vopt,ct(k)P (r, x, y) (x, y) ∈ ct , (5.11)

∆Vnew(x, y) =
∑

r/(x,y)∈r

∆Vnew,ct(r)P (r, x, y) (x, y) ∈ ct . (5.12)

Ambos términos se agregan para construir el mapa de ganancia de tráfico como

M∆V (x, y) = ∆Vopt(x, y) + ∆Vnew(x, y) . (5.13)

5.3.2. Paso 2: Selección de emplazamientos

Una vez obtenido el mapa de ganancia de tráfico potencial, debe decidirse dónde

ubicar la nueva SC, siguiendo el proceso mostrado en la Fig. 5.8. Primero se calcula

la ganancia de volumen de datos agregada asociada a una ubicación de SC candidata

(x, y), Gsc(x, y), como

Gsc(x, y) =
∑

(i,j)∈Asc(x,y)

M∆V (i, j) , (5.14)

donde Asc(x, y) es el área de servicio de una hipotética SC situada en (x, y). En este

caṕıtulo, se asume que una SC es omnidireccional, de modo que Asc(x, y) es un ćırculo

de radio 50 metros centrado en (x, y) [115, 116].
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Entrada: Mapa de la ganancia de volumen de datos agregada asociada a una candi-
data a ubicación de SC (Gsc(x, y)), ganancia mı́nima aceptable (Gmin) y mapa de la
ganancia potencial de volumen de datos por cuadŕıcula (M∆V (x, y))

Salida: Lista de nuevas ubicaciones de SC (xsc, ysc) y ganancia conseguida (Gsc(sc))

Mientras max(Gsc(x, y)) > Gmin se repite:
\\Obtener la posición de ganancia máxima:

(xsc, ysc) = arg max
(x,y)

(Gsc(x, y))

\\Obtener ganancia máxima:

Gsc(sc) =Gsc(xsc, ysc)
\\Establecer en 0 todas las cuadŕıculas cubiertas por la nueva SC:

M∆V (x, y) = 0 ∀(x, y) ∈ Asc(xsc, ysc)
\\Recalcular el mapa de ganancia de volumen por SC:

Gsc(x, y) =
∑

(i,j)∈Asc(x,y) M∆V (i, j) ∀(x, y)
Termina

Figura 5.9: Pseudocódigo del algoritmo para la selección de emplazamientos.

A continuación, se identifican las mejores ubicaciones candidatas para una nueva

SC detectando los máximos locales en Gsc(x, y) de forma iterativa. La Fig. 5.9 presen-

ta el pseudocódigo del algoritmo de selección de ubicaciones candidatas. Las entradas

del algoritmo son (a) el mapa de agregación de la ganancia de tráfico asociada a una

ubicación de SC candidata, Gsc(x, y), (b) el valor de ganancia mı́nima aceptable, Gmin,

por debajo del cual no se considera la implementación de una nueva SC y (c) el mapa

de ganancia potencial de tráfico por cuadŕıcula, M∆V (x, y). Las salidas resultantes son

(a) una lista de coordenadas, correspondiente a las nuevas ubicaciones seleccionadas

para una nueva SC y (b) la previsión de ganancia de tráfico conseguida por cada una

de ellas. Se busca de forma iterativa el valor máximo y sus coordenadas en Gsc(x, y),

añadiendo dicha posición en la lista de ubicaciones seleccionadas. Para evitar la selec-

ción de sitios demasiado cercanos que puedan solaparse, el mapa de ganancia potencial

de tráfico, M∆V (x, y), se actualiza cada vez que se selecciona una nueva SC, forzando a

0 el valor de los puntos bajo la nueva SC seleccionada, y se vuelve a generar el mapa de

agregación de ganancia para seleccionar la siguiente ubicación. El resultado del proceso

anterior es una lista de nuevos emplazamientos de SC, incluyendo la cuadŕıcula que

indica el centro de sus áreas de servicio y la ganancia potencial esperada.

Hay que tener en cuenta que, en áreas heterogéneas que comprenden cuadŕıculas

interiores y exteriores contiguas, el contexto de la cuadŕıcula central puede no ser el
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mismo que el contexto (interior o exterior) del que procede la mayor parte de la ganancia

de tráfico. Por ejemplo, la ubicación sugerida para una SC que cubra cuatro edificios

cercanos (donde la mayor parte de la ganancia de tráfico proviene de los usuarios

de interior) podŕıa estar situada en la calle (exterior). Para evitar esta situación, se

estima un ratio de mejora en interiores para cada SC, Rint(xsc, ysc) , calculado a partir

del mapa de ganancia de tráfico como

Rint(xsc, ysc) =

∑
(x,y)∈Asc,int(xsc,ysc) M∆V (x, y)∑

(x,y)∈Asc(xsc,ysc) M∆V (x, y)
, (5.15)

donde Asc,int(xsc, ysc) es el área clasificada como interior dentro del área de servicio de

la celda. En este indicador, valores bajos revelan que la mayor parte de la ganancia de

tráfico proviene de zonas exteriores, mientras que valores cercanos a 1 indican que la

ganancia de tráfico proviene de interior. En el primer caso, la nueva SC debeŕıa estar

situada en el exterior, mientras que, en el segundo, la SC debeŕıa estar situada en zonas

de interior. En este trabajo, se establece heuŕısticamente un umbral de Rint,th = 0, 5

para decidir si una SC debe ubicarse en interiores (es decir, Rint(xsc, ysc) ≥ 0, 5) o

en exteriores (en caso contrario). En la práctica, el valor del umbral se establece por

parte de los técnicos de la red. Si la cuadŕıcula de la ubicación sugerida para la SC

no coincide con ese contexto, es necesario un análisis más detallado para determinar

la mejor ubicación según el contexto de ganancia predominante. Este análisis puede

acabar con el despliegue de varias SC para cubrir por separado las ubicaciones interiores

y exteriores si el área de servicio incluye diferentes contextos. Este proceso está pensado

para tener en cuenta todos los máximos locales presentes en el mapa de ganancia

potencial de volumen por SC. Se busca evitar que, debido a la geograf́ıa del escenario,

la aplicación de una máscara que limite la búsqueda en la detección de ubicaciones

pase por alto zonas cŕıticas de la red, no llegando a detectar picos altos de ganancia

máxima.

5.4. Evaluación del modelo

Para mostrar la validez del modelo descrito en este caṕıtulo, en primer lugar se

describe el escenario empleado en su desarrollo. A continuación, se muestran los resul-

tados del modelo en el escenario de desarrollo. Tras esto, se muestra una comparación

con otros enfoques para determinar las mejoras que presenta el modelo. Por último, se

discuten los aspectos computacionales.
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Tabla 5.1: Tipos de uso de suelo en el escenario.

Uso de suelo Descripción Interior/Exterior Ocupación

Servicios
Áreas de uso institucional, cultural,
médico o académico.

Interior 10 %

Oficinas
Oficinas de gestión, información o
trabajo.

Interior 3 %

Uso mixto
Zonas sin uso de suelo principal de-
finido.

Interior 11 %

Residencial Casas, hoteles y alojamientos. Interior 15 %
Entretenimiento Comercios y entretenimiento. Interior 4 %

Industrial
Zonas para trabajo industrial o de
manufacturación.

Interior 3 %

Espacio abierto Campos, parques y zonas verdes. Exterior 22 %
Carreteras Caminos, carreteras y senderos. Exterior 30 %
Ŕıos/Lagos Zonas de agua en el terreno. Exterior 2 %

5.4.1. Metodoloǵıa experimental

El modelo propuesto es también una aplicación práctica de los modelos de los

Caṕıtulos 3 y 4, por lo que se ha vuelto a emplear el mismo escenario para su desarrollo.

En concreto, este escenario corresponde a un área geográfica de 125 km2, donde se sitúa

una ciudad y su extrarradio con 800.000 habitantes. En este área se han desplegado

400 celdas LTE, agrupadas en 175 emplazamientos trisectoriales, con una frecuencia de

portadora de 2.325 MHz y un ancho de banda del sistema de 15 MHz. En estas celdas

se registraron 166.561 conexiones en un periodo de recolección de trazas de 2 horas.

Para tener una resolución espacial suficiente, que distinga al menos nivel de edificio,

todos los mapas empleados se definen como una malla de cuadŕıculas de 10x10m2. En

la Tabla 5.1 se muestra un resumen de los tipos de uso de suelo empleados, aśı como

su descripción, la clasificación de interior o exterior y el porcentaje de ocupación en el

escenario.

Por último, se ha generado una base de datos con las publicaciones geoetiquetadas

de las redes sociales en la zona, recogidas en tiempo real durante 16 meses para Twit-

ter y 12 meses para Flickr, acumulando un total de 785.515 y 33.519 publicaciones,

respectivamente.

Cabe destacar que el proceso de selección de nuevos emplazamientos propuesto

en este caṕıtulo no tiene restricciones espaciales y, por tanto, todas las cuadŕıculas

del mapa son ubicaciones candidatas. En la práctica, esto no es posible, debido a

posibles restricciones f́ısicas (p.ej., ubicación en altura imposible), de acceso a la red de
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Tabla 5.2: Parámetros de regresión por contexto.

Contexto, ct interior exterior

Percentil, j 90 % 50 % 10 % 90 % 50 % 10 %

β
(j)
0,V,ct 9, 41×109 3, 46×106 5, 32×104 7, 35×106 2, 97×106 7, 59×104

β
(j)
1,V,ct 284,21 105,81 21,98 365,96 127,89 12,76

β
(j)
0,R,ct 0,241 0,122 0 0,097 0,038 0

β
(j)
1,R,ct 1, 86×10−5 3, 47×10−6 0 1, 48×10−5 3, 89×10−6 0

transmisión (p.ej., puntos de fibra disponibles), legales (p.ej., colegio cercano o domicilio

privado en la ubicación seleccionada), etc.

Para comprobar el comportamiento del modelo, se prueban tres modelos: a) una

versión simplificada del modelo descrito en este caṕıtulo, basada únicamente en trazas,

que segrega las conexiones en exteriores/interiores para afinar la distribución espacial

de usuarios a partir del avance temporal con el mapa de uso del suelo (denominado

modelo de trazas, TM), b) una variante del modelo, inspirada en el modelo para detectar

puntos conflictivos de tráfico propuesto en [17], que deriva la distribución espacial de

los usuarios sólo a partir de los datos de las redes sociales (denominado modelo social,

SM), y c) el modelo propuesto para seleccionar las mejores ubicaciones candidatas a

alojar una nueva SC, que combina trazas y datos de redes sociales (denominado modelo

de trazas sociales, TSM). Los dos primeros son enfoques que se utilizan como referencia

para comprobar las ventajas frente a utilizar únicamente publicaciones de redes sociales

o trazas, respectivamente.

Idealmente, se evaluaŕıa el rendimiento del modelo desplegando los emplazamientos

sugeridos por los modelos en la red real. Como esto no ha sido posible, la comparación

se basa en el mapa de ganancia de tráfico potencial por cuadŕıcula derivado por el

modelo TSM. Aśı, el análisis sólo muestra dónde (y en qué medida) los tres modelos

se comportan de forma diferente.

5.4.2. Resultados

Una vez descrito el escenario de validación, se presentan los resultados obtenidos

con el modelo. Las Fig. 5.3 y 5.4 muestran el diagrama de dispersión del volumen de

datos y el ratio de conexiones de búfer completo frente al caudal, construido a partir del

conjunto de datos de trazas. Estas figuras se utilizan para derivar el conjunto de curvas

de regresión por contexto para cada indicador. Por otro lado, la Tabla 5.2 presenta los

coeficientes de regresión resultantes del ajuste de estas curvas de regresión por contexto,
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Tabla 5.3: Estad́ısticas de ganancia de volumen de datos por conexión y anillo existentes
(en bytes).

Ganancia Percentil 10 % Media Percentil 90 %

∆Vopt,int(k) 0 6, 077× 104 5, 450× 107

∆Vopt,out(k) 0 1, 279× 105 1, 304× 108

∆Vnew,int(r) 0 7, 104× 106 1., 980× 109

∆Vnew,out(r) 0 4, 860× 106 6, 430× 108

Interior

Exterior

(a) Conexiones existentes.

10
0

10
5

0.75

0.8

0.85

0.9

0.95

1

Interior

Exterior

(b) Nuevas conexiones

Figura 5.10: Distribución acumulada de probabilidad de la ganancia de volumen esti-
mada por conexión y por anillo.

descritas con las ecuaciones 5.1 y 5.2.

Una vez obtenidos los modelos de regresión, se estima la ganancia potencial de

volumen de datos por conexión y anillo. La Tabla 5.3 resume los resultados presentando

los valores del percentil 10, la media y el percentil 90 de las ganancias de volumen

de datos de las conexiones, ∆Vopt,ct(k), y los anillos, ∆Vnew,ct(r), en el escenario. La

Fig. 5.10 muestra sus CDF, desglosadas por contexto. Como era de esperar, en la

Tabla 5.3, se observa que los valores de ganancia son menores para las conexiones

individuales que para los anillos, que agregan varias ubicaciones. Más interesante aún,

de la Fig. 5.10(a), se deduce que, para las conexiones existentes, se consiguen mayores

ganancias de volumen de datos por conexión en el exterior. Por el contrario, de la

Fig. 5.10(b), se deduce que los anillos de interior muestran un mayor aumento de

tráfico debido al incremento de las nuevas conexiones de datos.

Las ganancias potenciales estimadas por conexión y anillo se proyectan en un mapa

mediante la geolocalización de los datos de la red. La Fig. 5.11 muestra la distribución

estad́ıstica de varios indicadores (número de conexiones, caudal medio, volumen total

de datos y volumen medio de datos por conexión) calculados por cuadŕıcula, mediante



CAPÍTULO 5. SELECCIÓN AUTOMÁTICA DE EMPLAZAMIENTOS DE
PICOCELDAS 111

Figura 5.11: Distribución estad́ıstica de los indicadores por cuadŕıcula del mapa.

la distribución de conexiones en el mapa descrita en el Caṕıtulo 4. La gran variabilidad

observada en todos los indicadores no es más que la consecuencia de la heterogenei-

dad del escenario, que comprende zonas de densidad de población y condiciones de

propagación muy diferentes (p.ej., el número de conexiones por cuadŕıcula de 100 m2

oscila entre 0 y 175 conexiones). Esto justifica la necesidad de un modelo preciso que

considere todos los factores mencionados.

Por otro lado, las Fig. 5.12 (a)-(c) representan el mapa de ganancia de tráfico po-

tencial, desglosado por sus dos componentes, sobre la ortofoto de la zona. De izquierda

a derecha, las Fig. 5.12 (a), (b) y (c) muestran la ganancia de volumen potencial por

cuadŕıcula de las conexiones existentes, los nuevos servicios y la ganancia potencial

completa, respectivamente. Se observa que el volumen potencial ganado por la mejora

de las conexiones ya establecidas, M∆Vopt(x, y), está más distribuido por el mapa. Por

el contrario, la ganancia por nuevos servicios, M∆Vnew(x, y), está más concentrada en

zonas concretas. Esto se debe al hecho de que muchos de los anillos que no tienen

conexiones de alto volumen de datos (conexiones no de último TTI) se encuentran en

zonas con altas concentraciones de usuarios y, por tanto, la congestión resultante en
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(a) Conexiones existentes (b) Nuevas conexiones

(c) Completa

Figura 5.12: Distribución espacial de la mejora potencial de volumen de tráfico,
M∆V (x, y).

la red disuade a los usuarios de usar servicios demandantes de datos. En ambos ma-

pas, las cuadŕıculas transparentes muestran las zonas con ganancia cero, en las que no

se han establecido conexiones. La mayoŕıa de estos mosaicos se encuentran en zonas

despobladas, fuera de la región de cobertura prevista. La Tabla 5.4 confirma estos

resultados al presentar algunas estad́ısticas de las tres distribuciones espaciales. Co-
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Tabla 5.4: Estimación del incremento potencial de volumen de datos (en bytes).

KPI Percentil 10 Mediana Percentil 90

M∆V (x, y) 0 1, 030× 104 1, 903× 108

M∆Vopt(x, y) 0 2, 309× 103 6, 839× 107

M∆Vnew(x, y) 0 3, 187× 103 1, 818× 108

mo muestran las figuras y la tabla, las mayores ganancias de volumen por cuadŕıcula

proceden de las nuevas conexiones (nótese los colores más cálidos en la Fig. 5.12(b)).

Asimismo, el mapa de ganancia global puede utilizarse para detectar zonas que ya fun-

cionan en condiciones óptimas (es decir, con un valor bajo de M∆V (x, y)) y otras con

malas condiciones de enlace radio y/o muchos usuarios (es decir, con un valor alto de

M∆V (x, y)). Nótese que, al tener distribuciones espaciales muy diferentes, la suma de

los estad́ısticos de ambas componentes de ganancia no tiene por qué coincidir con los

estad́ısticos de la ganancia completa.

Una vez se conoce dónde puede aumentarse el tráfico de la red, se decide dónde

ubicar las nuevas SC. Para ello, se agregan las ganancias potenciales de volumen de

datos por cuadŕıcula, calculando la ganancia total de tráfico en las diferentes ubicacio-

nes candidatas de SC, Gsc(x, y). En la Fig. 5.13 se presentan los 100 mayores valores

de ganancia total obtenidos para una ubicación, ordenados de mayor a menor. Para un

análisis más detallado, las ganancias se desglosan para las conexiones existentes y las

nuevas. Se observa que, en la mayoŕıa de sitios, las ganancias de tráfico provienen de

las nuevas conexiones de búfer completo.

Para mostrar la capacidad del modelo para detectar problemas de cobertura, en la

Fig. 5.14 se representan dos ejemplos de ubicaciones de SC seleccionadas (marcadas

con un punto en la figura) y sus áreas de cobertura ideales (marcado con una circun-

ferencia de 50 metros de radio) sobre un mapa de cobertura extráıdo de la plataforma

OpenSignal [77]. Esta plataforma recoge mediciones geolocalizadas del nivel de señal

de forma anónima de los usuarios de móviles suscritos a esta iniciativa. En la figura, se

observa que los emplazamientos SC propuestos cubren zonas donde se reporta un nivel

de señal débil en OpenSignal (zonas rojas en la figura).

Por último, el análisis se centra en el indicador del ratio de ganancia en interiores,

Rint(xsc, ysc), que refleja qué parte de la ganancia de volumen de datos de una SC pro-

cede de las cuadŕıculas de interior. La Fig. 5.15 muestra el histograma de Rint(xsc, ysc)

para los 100 mejores SC candidatos. Se observa que el ratio de ganancia en interiores

de los mejores emplazamientos tiende a ser superior a 0,5, lo que demuestra que la
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Figura 5.13: Incremento de volumen para las mejores 100 nuevas ubicaciones.

(a) Emplazamiento 1 (b) Emplazamiento 2

Figura 5.14: Nivel de señal recibida (OpenSignal) en ejemplo de selección de emplaza-
miento.

ganancia de tráfico se origina principalmente en los usuarios de interiores. En concreto,

73 de los 100 mejores emplazamientos tienen un ratio de ganancia en interiores superior

a 0,5, por lo que debeŕıan ubicarse en interiores.
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Figura 5.15: Histograma del ratio de ganancia en interior para los mejores 100 empla-
zamientos candidatos.
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Figura 5.16: Distribución de la ganancia de volumen de tráfico de los 100 mejores nuevos
emplazamientos candidatos para los métodos basados en red social (SM), trazas (TM)
y trazas+red social (TSM).

Comparación del modelo con otras propuestas

La Fig. 5.16 muestra la CDF de las ganancias de volumen de datos obtenidas

de los mejores 100 nuevos emplazamientos sugeridos por los tres modelos, evaluados

con el mapa de ganancia de volumen de datos potencial de TSM. Como se esperaba,

TSM obtiene mayores ganancias de volumen de datos por emplazamiento. Agregando
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Tabla 5.5: Ejemplos de nuevos emplazamientos en los que los modelos se comportan
de forma diferente.

Caso Descripción Ejemplo

Caso 1 Emplazamiento con problemas de cobertura detectados tanto por
TSM como por TM/SM, pero con variaciones de posición.

Fig. 5.17(a)

Caso 2 Emplazamiento con problemas de cobertura detectados solo por
TSM.

Fig. 5.17(b)

Caso 3 Emplazamiento con problemas de capacidad detectados tanto por
TSM como por TM/SM, pero con variaciones de posición.

Fig. 5.19(a)

Caso 4 Emplazamiento con problemas de capacidad detectados solo por
TSM.

Fig. 5.19(b)

Caso 5 Emplazamiento detectado solo por TM/SM (falso emplazamien-
to).

Fig. 5.19(c)

la ganancia de los 100 emplazamientos candidatos de la Fig. 5.16, TSM consigue una

ganancia total de volumen de datos en la red de 27,58 GB, TM de 25,40 GB (8 % menos)

y SM sólo de 3,22 GB (88 % menos). Este resultado pone de manifiesto que la solución

obtenida por SM difiere mucho de la de TSM y TM. Un análisis detallado muestra que

la diferencia entre TM y TSM no es demasiado grande, ya que muchos anillos de TA

tienen pocas publicaciones debido al tamaño limitado del conjunto de datos de redes

sociales, lo que hace que el tráfico en estos anillos se distribuya uniformemente (por

contexto) en TSM, como en TM. Se espera que se observen mayores diferencias con un

conjunto de datos de publicaciones en redes sociales más amplio.

Un análisis más detallado de las localizaciones de nuevas SC en un mapa muestra

importantes diferencias entre los modelos. A continuación, se muestran casos en los que

el modelo TSM propuesto se comporta de forma diferente a los modelos de comparación,

TM y SM. Por claridad, las nuevas SC se dividen en dos grupos, dependiendo de si

su objetivo es cubrir zonas con malas condiciones de propagación (es decir, huecos de

cobertura) o con una gran demanda de tráfico, derivando en problemas de capacidad (es

decir, puntos de alta demanda de tráfico), detectados de forma exploratoria a partir de

las condiciones de su entorno, de la cantidad de usuarios en la zona y del nivel de señal

recibida. En la tabla 5.5 se resumen los cinco casos identificados. En ambos grupos,

se analizan varios casos en los que: a) el punto problemático es detectado por varios

modelos, pero en ubicaciones ligeramente diferentes, o b) el punto problemático sólo se

detecta por uno de los modelos.

En la Fig. 5.17(a) se muestra el primer caso de un hueco de cobertura en exterior

detectado por TSM y TM. Para obtener una imagen completa, la figura muestra las

ubicaciones de las SC sugeridas por TSM y TM, las estaciones base cercanas y las
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(a) Caso 1. (b) Caso 2.

Figura 5.17: Propuesta de emplazamiento para solucionar problemas de cobertura.

Figura 5.18: Análisis detallado de TM y TSM (caso 2).

publicaciones geoposicionadas. Ambas ubicaciones de SC cubren un área que no está en

ĺınea de visión con la estación base macrocelular debido a un edificio alto (señalado con

una circunferencia semitransparente), que genera un hueco de cobertura. Se observa que

la ubicación SC de TSM se desplaza hacia la derecha, siguiendo la distribución de las

publicaciones, cubriendo un edificio de mayor tamaño que, previsiblemente, contendrá

un mayor número de personas. A pesar de este desplazamiento, la ganancia total de

volumen de datos estimada por TSM y TM es casi la misma (1437,4 MB y 1423,7

MB, respectivamente). En ambos casos, la mayor parte de la ganancia procede de las

cuadŕıculas de exterior, coincidiendo con el contexto de gran parte de las publicaciones

sociales en el área.

La Fig. 5.17(b) muestra el segundo caso de un hueco de cobertura en interior de-

tectado únicamente por TSM. Un análisis preliminar muestra que el edificio donde se

encuentra la SC es un aparcamiento subterráneo, que no tiene ĺınea de visión directa

con la estación base macrocelular cercana debido a un rascacielos. Para entender por
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(a) Caso 3. (b) Caso 4. (c) Caso 5.

Figura 5.19: Propuesta de emplazamiento para solucionar problemas de capacidad.

Figura 5.20: Análisis detallado de TM y TSM (caso 4).

qué TM no sugiere un emplazamiento para esta zona, la Fig. 5.18 muestra el número

de conexiones por cuadŕıcula, Mk(x, y), y la ganancia de tráfico asociada, Gsc(x, y),

utilizados por TSM y TM en la zona de la SC sugerida por TSM. A la izquierda, se

observa que la densidad de conexiones en TM es baja y regular, lo cual es el resultado

de distribuir las conexiones en los anillos de TA de la macrocelda de manera uniforme

en el espacio (manteniendo la segregación por contexto). En cambio, la densidad de co-

nexiones en TSM es grande e irregular, debido a la concentración de publicaciones en el

interior del aparcamiento. Esta diferencia justifica la razón de las grandes desviaciones

en las ganancias de tráfico esperadas. Además, nótese que, a pesar del gran número

de publicaciones en la zona, SM no sugiere una nueva SC debido a su incapacidad

para detectar problemas de cobertura al no manejar medidas de nivel de señal (que śı

aportan las trazas en TM y TSM).

En la Fig. 5.19(a) se muestra el tercer caso de una zona con problemas de capacidad

en interior detectado por TSM y TM. En este caso, TSM localiza la nueva SC en la

esquina de un rascacielos que alberga una importante empresa gracias a las publicacio-

nes geolocalizadas, mientras que TM localiza la nueva SC en un edificio cercano más

pequeño (y posiblemente menos poblado). Como resultado, la ganancia total consegui-
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da por la nueva SC (estimada con el mapa de tráfico de TSM) es de 125,81 MB para

la posición sugerida por TSM y de sólo 67,59 MB para la de TM. En este caso, SM

no consigue incluir el sitio en la lista de las 100 mejores ubicaciones de SC porque el

número de publicaciones sociales en la zona no es lo suficientemente alto. Este hecho

causaŕıa que el emplazamiento no se priorizase.

La Fig. 5.19(b) ilustra el caso de una zona con problemas de capacidad en interior

detectado sólo por TSM y SM. Aunque no se aprecia en la figura, la SC sugerida por

TSM está dentro de un centro comercial, lo que enfatiza la importancia de considerar

las publicaciones geolocalizadas. En la Fig. 5.20 se presenta el mismo análisis detallado,

mostrando que TM no detecta la zona altamente cargada debido a su dificultad para

geolocalizar las conexiones con precisión dentro de los anillos de TA. En este caso,

SM detecta dos puntos de concentración de usuarios buscando picos en la distribución

espacial de las publicaciones de redes sociales.

Por último, la Fig. 5.19(c) muestra un caso en el que SM detecta una zona altamente

poblada que no es detectada por TSM ni TM. Este caso puede explicarse por un pico de

publicaciones en una región donde los usuarios móviles tienen una cobertura adecuada

y suficientes recursos de radio disponibles.

5.4.3. Complejidad computacional

El modelo propuesto necesita un trabajo previo de recopilación/preprocesamiento

de trazas y construcción del mapa de usos del suelo/publicaciones, descrito en las

secciones 3.4.3 4.4.3, antes de poner en marcha el procedimiento de la Fig. 5.5. Al igual

que el modelo del Caṕıtulo 4, la complejidad computacional del modelo viene dada por

el algoritmo de construcción de la distribución espacial de conexiones. En este caso, el

algoritmo distribuye Ni indicadores a partir de Ncon(r) conexiones originadas en el área

cubierta por un anillo r de los Nr anillos del escenario. Por lo tanto, la complejidad

temporal en el peor de los casos es O(Nr Ncon Ni).

El modelo propuesto se implementa con la toolbox de estad́ıstica, aprendizaje au-

tomático y procesado de imagen de Matlab. Todos los procesos se probaron en un

servidor con un procesador de 8 núcleos de 2,4 GHz y 64 GB de RAM. El tiempo

necesario para decodificar las trazas de conexión y construir los mapas de uso del suelo

y de publicaciones se comenta en la sección 4.4.3. El tiempo para detectar los 100 me-

jores sitios candidatos con el conjunto de datos anterior (166.561 conexiones servidas

por 400 celdas, repartidas en 125 km2 divididos en 1.222.787 cuadŕıculas) es de 238
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segundos, de los que el 67 % se emplea en la construcción de la distribución espacial de

conexiones.

5.5. Conclusiones

En la actualidad, la selección de nuevos emplazamientos de picoceldas es un proce-

so muy laborioso que requiere muchas tareas que han de realizarse de forma manual.

En este caṕıtulo se propone un modelo automático basado en datos contextuales para

detectar con precisión zonas con problemas de cobertura o capacidad en una red móvil.

El indicador principal para detectar dichos problemas es el caudal de las conexiones

registrado en las trazas de la interfaz radio. El núcleo del modelo es el posicionamiento

de las conexiones basado en la probabilidad de interior de cada conexión y en la distri-

bución de las publicaciones geolocalizadas de las redes sociales, descrito en el caṕıtulo

anterior. El modelo se ha probado con un gran conjunto de datos de trazas de una red

LTE comercial y una base de datos de publicaciones geolocalizadas de Twitter y Flickr.

Los resultados obtenidos con el modelo propuesto han demostrado que la inclusión

de la distribución espacial de las publicaciones de redes sociales, aśı como el contexto

de los usuarios, aporta una información muy relevante a la hora de localizar puntos

problemáticos en la red, llegando a detectar ganancias potenciales de tráfico por en-

cima de 27 GB por nueva SC en el periodo de recolección de trazas. Además, los

problemas detectados en la red combinando datos de conexión y los posts geoetique-

tados son coherentes con su contexto, ya que los sitios detectados debido a una mala

cobertura presentan malas condiciones de propagación desde la macrocelda servidora,

mientras que los puntos con problemas de capacidad se encuentran en lugares muy

poblados (p.ej., museos, escuelas, centros comerciales, etc.). Asimismo, la distinción

interior/exterior para la nueva SC es coherente con el escenario, es decir, los emplaza-

mientos etiquetados como interiores se encuentran en ubicaciones interiores, mientras

que los puntos que cubren zonas abiertas de la ciudad se clasifican como exteriores.

Además, la comparación con otros enfoques similares ha mostrado importantes dife-

rencias en los emplazamientos seleccionados.

Un componente clave del modelo propuesto son las curvas de regresión que modelan

el impacto del caudal de los usuarios en el volumen de tráfico y la combinación de ser-

vicios. Las cifras han demostrado que la precisión de la regresión aún puede mejorarse.

Para ello, se pueden derivar modelos de regresión más sofisticados que consideren más

predictores con técnicas de aprendizaje automático, siempre que se disponga de un
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conjunto de datos de medición amplio y diverso.

La baja complejidad computacional del modelo permite una fácil integración en

las herramientas de planificación radio. De la misma forma que el modelo del caṕıtulo

anterior, al combinar diferentes fuentes de datos, el modelo puede aprovechar al máximo

el potencial de los últimos sistemas de gestión de red basados en datos masivos.





Caṕıtulo 6

Predicción de la demanda de tráfico

en eventos sociales

En caṕıtulos anteriores, solo se ha estudiado la influencia del contexto espacial en

las redes celulares. Pero el dónde no es el único factor relevante en el impacto de los

usuarios en el rendimiento de la red. Conocer cuándo se va a producir una avalancha de

peticiones de recursos es vital para mejorar la experiencia del usuario. Un ejemplo claro

es el caso de los eventos de masas, donde se concentra una gran cantidad de usuarios

debido a un acontecimiento de carácter social (p.ej., conciertos, encuentros deportivos,

ferias y congresos...). En dichos eventos, los asistentes quieren compartir su experiencia

con sus contactos, generando un ingente volumen de tráfico concentrado en un corto

periodo de tiempo en una zona espećıfica. Observando solo la demanda de tráfico en

la red, estos eventos parecen esporádicos y, por lo general, aleatorios. Sin embargo, la

información espaciotemporal de los próximos eventos es de acceso público, por lo que

puede usarse para estimar el impacto de los mismos en la red y solucionar de forma

proactiva problemas de capacidad por falta de recursos.

Este caṕıtulo sigue el mismo esquema que los anteriores. La sección 6.1 detalla

diferentes aproximaciones al problema de la predicción de tráfico en redes celulares.

Seguidamente, en la sección 6.2 se realiza un análisis preliminar del impacto de los

eventos sociales en la red. A continuación, la sección 6.3 presenta la cuarta y última

contribución de esta tesis, un modelo de aprendizaje profundo que predice el tráfico en

una celda considerando el impacto de futuros eventos sociales. La sección 6.4 presen-

ta los resultados obtenidos por el modelo de predicción propuesto sobre un juego de

datos reales. Finalmente, en la sección 6.5 se comentan las conclusiones extráıdas del

123
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comportamiento del modelo.

6.1. Estado de la técnica

La predicción de la demanda de tráfico forma parte de las redes proactivas, cuyo

objetivo es caracterizar el comportamiento humano y la dinámica de la red para op-

timizar la asignación de recursos. Como estos recursos deben gestionarse a diferentes

niveles, se han realizado numerosas investigaciones para prever el tráfico celular con

diferentes resoluciones espaciales (p.ej., área de celda [117, 118], ciudad [119], provin-

cia [120] o red [121]) y horizontes temporales (p.ej., segundos [117], minutos [118, 122],

horas [123, 119], d́ıas [121] o meses [120]). La predicción a largo plazo tiene como objeti-

vo encontrar la tendencia general de la serie temporal de tráfico para la replanificación

de la red, mientras que la predicción a corto plazo rastrea las fluctuaciones rápidas de

la demanda de tráfico para la gestión dinámica de los recursos radio.

Tradicionalmente, la previsión de la demanda de tráfico se ha tratado como un

problema clásico de análisis de series temporales. En esta ĺınea, se proponen modelos

lineales, como el suavizado exponencial de Holt-Winters o la media móvil integrada

autorregresiva (ARIMA) estacional (Seasonal Auto-Regressive Integrated Moving Ave-

rage, SARIMA), para predecir el tráfico celular. Estos modelos definen las variables

dependientes del tiempo como una combinación de componentes de tendencia, estacio-

nalidad y ruido. En [121], se utiliza un modelo SARIMA para prever el tráfico diario

en una red GSM para los próximos 28 d́ıas. En [120], este enfoque se ampĺıa para

predecir el tráfico de las horas de mayor afluencia mensualmente en una provincia. En

[123], se presenta un modelo de Holt-Winters para predecir el tráfico cursado por celda

durante 7 d́ıas sobre una base horaria. En [118], las series temporales se descomponen

primero en componentes de regularidad y aleatoriedad mediante el análisis de compo-

nentes principales y luego se aplica ARIMA para predecir el tráfico de 9.000 estaciones

de telefońıa móvil. En [117], se propone un modelo ARIMA/GARCH para predecir el

tráfico del Protocolo de Control de Transmisión (TCP) entre el Laboratorio Lawrence

Berkeley y el resto del mundo con diferentes resoluciones temporales (1, 10 y 100 segun-

dos). En [124], se predice con ARIMA la evolución de la tasa de datos alcanzable por

segundo para usuarios móviles espećıficos. Estos enfoques lineales pueden ampliarse

con modelos no lineales de heterocedasticidad condicional autorregresiva generalizada

(Generalized AutoRegressive Conditional Heteroskedasticity, GARCH) para series no

estacionarias cuya varianza de error cambia con el tiempo [123]. Como alternativa, los
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modelos basados en actividad y construidos a partir de los registros de llamadas captu-

ran los patrones de desplazamiento en las áreas metropolitanas, que pueden utilizarse

para predecir las fluctuaciones diarias del tráfico sobre una base horaria [125][126]. Otra

opción es basar la predicción del tráfico en el procesamiento de señales para captar las

variaciones a corto plazo (p.ej., el filtrado de Kalman [127] o la detección compresiva

temporal [128]).

Con los recientes avances en inteligencia artificial y el interés por explotar los da-

tos masivos recogidos por las redes móviles, la previsión moderna del tráfico se basa

en algoritmos de aprendizaje automático como, por ejemplo, la regresión de vectores

de soporte (Support Vector Regressors, SVR) [129] o las redes neuronales artificiales

(ANN) [130, 131]). Entre las ANN, las Redes Neuronales Recurrentes (RNN) son espe-

cialmente adecuadas para el procesamiento de secuencias de datos, ya que alimentan

la salida de una capa a las neuronas de una capa anterior para formar ciclos dirigi-

dos que proporcionan memoria, de forma análoga a los modelos autorregresivos, como

(S)ARIMA. En [132], el tráfico celular se predice mediante la agrupación de grupos

de celdas similares, la eliminación de la información redundante mediante la descom-

posición wavelet y la captura de las dependencias temporales con redes neuronales de

Elman. Estas últimas dependencias pueden derivarse con mayor precisión con redes

de memoria a largo y corto plazo (Long Short-Term Memory, LSTM), que retienen la

información durante peŕıodos de tiempo más largos [38]. Con LSTM, se puede prever

el tráfico celular por celdas a diferentes escalas de tiempo [133, 134, 135]. Alternativa-

mente, se pueden utilizar redes de creencia profundas (Deep Belief Networks, DBN) no

supervisadas para capturar la dependencia de largo alcance en el tráfico de red cuando

se predice con resoluciones temporales más altas [136]. Todos los esquemas anteriores

centrados en las variaciones temporales pueden ampliarse añadiendo dependencias es-

paciales entre regiones adyacentes, derivadas con autocodificadores (autoencoders, AE)

[129] o Redes Neuronales Convolucionales (CNN) [137, 138]. Para ello, se suele dividir

el escenario en una cuadŕıcula regular de regiones agregando la demanda de tráfico por

región. Las dependencias más complejas a nivel de celda pueden modelarse de forma

más eficaz mediante la extracción de caracteŕısticas basadas en la correlación de tráfico

[139] o en las redes neuronales de grafos (GNN) [122, 140].

En este marco de predicción del tráfico, el contexto del usuario influye mucho en las

aplicaciones y servicios móviles que solicitan las personas [141]. En consecuencia, las

fluctuaciones diarias del tráfico a nivel de celda dependen en gran medida de la hora

del d́ıa (p.ej., las horas de trabajo, las horas de desplazamiento, la noche) y del tipo
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de actividad humana en la zona (p.ej., zonas residenciales, centros de transporte, áreas

de ocio nocturno...) [8] [142] [143]. El contexto del usuario, como se ha comentado

en caṕıtulos anteriores, puede derivarse de las mediciones activas recogidas por los

sensores del dispositivo del usuario final. De la misma forma, algunas redes sociales

(p.ej., Twitter) comparten datos por colaboración abierta distribuida con la localización

de los mensajes de texto, que pueden utilizarse para inferir la distribución espacial de

los usuarios [144][145]. Una vez obtenida la información de contexto, puede aplicarse

para mejorar los algoritmos SON [146, 147, 148]. En [149], se presenta un estudio de los

métodos de predicción y optimización que explotan la información de contexto para

prever la evolución de las condiciones de la red y asignar recursos de red de forma

proactiva.

Un ejemplo de cómo el contexto del usuario influye en el rendimiento de la red

son los eventos sociales masivos, que atraen a muchas personas en el mismo lugar y

momento. Por este motivo, existe un creciente interés en anticipar y caracterizar este

tipo de eventos. En [150], se propone una plataforma de mineŕıa de datos para detectar

eventos sociales geolocalizados a partir de publicaciones geoetiquetadas en redes socia-

les. Otros estudios tienen en cuenta las conexiones de las redes sociales para predecir la

participación en un evento social concreto [151, 152]. Afortunadamente, muchos eventos

sociales se programan con antelación, lo que podŕıa servir para anticiparse a los picos

de tráfico que requieren acciones correctivas [153]. Sin embargo, estos eventos aislados

quedan excluidos del análisis que realizan los operadores para la replanificación de la

red, ya que ésta se centra en un horizonte temporal mucho más largo (t́ıpicamente, de

3 a 6 meses).

Es bien sabido que las arquitecturas de aprendizaje profundo superan a los mo-

delos clásicos de análisis de series temporales para la previsión del tráfico celular,

especialmente cuando las mediciones disponibles presentan una granularidad temporal

y espacial fina [135] [154]. Sin embargo, todos los trabajos mencionados consideran

exclusivamente la información de la red o simples factores basados en la localización

independiente del tiempo (p.ej., puntos de interés en [139]) como entradas a sus mode-

los. Queda por comprobar si la precisión de la predicción puede mejorarse añadiendo

información relacionada con factores externos, como los eventos sociales. La informa-

ción sobre eventos sociales suele estar disponible públicamente para eventos futuros,

de modo que los operadores de telefońıa móvil pueden recopilarla fácilmente para la

predicción del tráfico. Sin embargo, una vez que el evento ha tenido lugar, dicha in-

formación suele eliminarse, lo que dificulta la creación de un gran conjunto de datos
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para entrenar un modelo de aprendizaje profundo. Esta dificultad puede explicar por

qué la información sobre eventos sociales aún no se ha tenido en cuenta en los modelos

de predicción de tráfico más avanzados. No se ha encontrado en la bibliograf́ıa ningún

método para la previsión del tráfico en redes móviles basado en el aprendizaje profundo

que considere los eventos sociales como entrada.

6.2. Análisis preliminar del impacto de eventos

sociales en el tráfico celular

Con el objetivo de determinar si los eventos sociales tienen un impacto notable en

la red, se realiza un análisis preliminar del impacto de eventos sociales en el volumen de

tráfico que generan los usuarios en la red. El principal servicio usado en estos eventos

son las redes sociales, tanto para compartir la experiencia que tiene el usuario como para

consultar las publicaciones de su ćırculo de contactos, generando tráfico de descarga y de

subida. Debido a esto, el estudio se realiza tanto para el enlace descendente como para

el enlace ascendente. Además, para tener una mejor visión del impacto de los eventos

en la red, se estudian diferentes tipos de eventos, clasificados según su naturaleza. Por

último, para determinar si el impacto de cada tipo de evento depende del d́ıa de la

semana, se diferencia entre influencia en d́ıas laborables y en fines de semana.

El primer problema que presenta este análisis es la obtención de suficientes datos

sobre eventos sociales para que el estudio sea estad́ısticamente relevante. Debido al

interés que suscitan y a la publicidad que reciben, la información sobre los eventos so-

ciales futuros es fácilmente accesible antes del evento. Sin embargo, una vez realizado

el evento, este pierde interés para el público, por lo que las plataformas y calendarios

suelen eliminarlos de sus bases de datos para liberar espacio. Esto hace que la recolec-

ción de suficientes muestras sea una tarea ardua. Por esta razón, en este trabajo, la

información sobre los eventos sociales pasados se recoge combinando diferentes fuentes:

1. Plataformas de anuncio de eventos, calendarios en ĺınea y aplicaciones de venta de

entradas. Estas plataformas en ĺınea ofrecen información de los próximos eventos

en cada ciudad. Algunas de ellas, como Eventful [155] o Yelp [156], guardan toda

esta información en una base de datos, a la que se puede acceder fácilmente a

través de una interfaz de programación de aplicaciones (Application Programming

Interface, API).

2. Páginas web de ayuntamientos, periódicos locales y revistas especializadas. Las
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páginas web de los ayuntamientos de las principales ciudades, aśı como algunos

periódicos en ĺınea y revistas especializadas, contienen un calendario con los even-

tos que se celebran en las ciudades. Esta información puede recogerse mediante

técnicas de raspado web (web scraping). En algunos casos, estas fuentes no pro-

porcionan expĺıcitamente la latitud y la longitud del lugar del evento, por lo que

deben obtenerse a partir de la dirección postal mediante técnicas de geodecodifi-

cación.

3. Organizaciones y páginas web empresariales. Las entidades dedicadas a la organi-

zación de eventos públicos (p.ej., las federaciones deportivas) y las empresas que

los acogen (p.ej., las salas de conciertos o los teatros) suelen publicar los eventos

programados en sus sitios web. En algunos casos, la información sobre eventos

pasados también está disponible públicamente, pero en formato de texto plano,

por lo que puede recogerse mediante web scraping.

4. Plataformas de datos abiertos. En los últimos años, el creciente interés por las

técnicas de Big Data y Machine Learning ha fomentado el acceso a los datos

públicos. Este hecho ha llevado a las administraciones públicas (ayuntamientos,

gobiernos estatales, etc.) a crear plataformas abiertas que proporcionan datos de

diversa naturaleza fácilmente accesibles para los desarrolladores. Algunas de estas

plataformas incluyen una base de datos con información sobre eventos sociales.

Una vez recopilados suficientes eventos sociales, se combina esta información espa-

ciotemporal con las medidas de la red móvil para conocer cómo influyen los eventos en

el tráfico. Por un lado, se usa la información espacial para conocer qué celda da servicio

al evento, mientras que, por otro, la información temporal se emplea para correlacionar

las medidas de la red con el evento.

Una vez correlacionada la información de los eventos con las medidas de la red, se

estima la influencia de los eventos en el tráfico celular cuantificando el tráfico adicional

en un d́ıa generado por los eventos. Esto se consigue obteniendo el patrón de tráfico

diario t́ıpico por celda, promediando la serie de tráfico diario en d́ıas sin eventos. A

continuación, se estima la intensidad media de tráfico diario adicional causada por

un evento en una celda, agregando la diferencia de tráfico en las horas del evento y

redistribuyéndolo a lo largo de las 24 horas del d́ıa, como

∆Te,s =

∑
c

∑
t∈[1,24]

(
Tc,e(t)− Tc,s(t)

)
24

[bps], (6.1)
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Tabla 6.1: Categoŕıas de eventos

Clase Definición

Conferencias Eventos de carácter profesional donde se realizan ponencias de temas
espećıficos, como cursos, talleres, conferencias, seminarios, congresos,
etc.

Cultura Eventos de contenido cultural, relacionados con cualquier variedad
de arte, como exposiciones, recitales, lecturas, etc.

Entretenimiento Eventos relacionados con el ocio y el deporte practicado por los asis-
tentes.

Familia Eventos de carácter social o cuyo contenido está destinado para todos
los públicos.

Música Conciertos y eventos relacionados con la música.
Deporte Acontecimientos deportivos de carácter profesional con público.
Turismo Eventos relacionados con la movilidad vacacional o turismo, como

cruceros o partidas/llegadas de trenes.
Otros Eventos sin una categoŕıa espećıfica.

donde ∆Te,s es la intensidad de tráfico media adicional del tipo de evento e y el tipo de

d́ıa s (es decir, d́ıa laboral/fin de semana), Tc,s(t) representa el patrón de tráfico diario

t́ıpico de la celda c y el tipo de d́ıa s, y Tc,e(t) es el tráfico en las horas del d́ıa en que

ocurrió un evento del tipo e en la celda c. De la misma forma que se realizó con los

usos de suelo en caṕıtulos anteriores, para resumir la gran cantidad de posibles valores

que adoptan las etiquetas de los eventos proporcionadas por los directorios de eventos,

estos se agrupan en 8 clases, descritas en la Tabla 6.1.

En las Fig. 6.1(a) y Fig. 6.1(b) se presentan gráficos de vioĺın de la distribución

de la intensidad de tráfico adicional por celda y d́ıa producida por diferentes eventos,

segregados para d́ıas laborables/fin de semana y enlaces descendente/ascendente. Para

mayor claridad, los valores de tráfico se representan en escala logaŕıtmica, fijando a

1kbps los valores inferiores. En estas figuras, se presenta con una ĺınea roja horizontal

la mediana de la intensidad de tráfico adicional en cada tipo de evento.

En ambas figuras, se observa que la mayoŕıa de las clases tienen una base amplia,

lo que indica que un número importante de los eventos recogidos tienen una influencia

insignificante en el tráfico de la red. Esto puede deberse a imprecisiones en la estimación

del patrón de tráfico diario t́ıpico en la celda servidora, debidas a la problemática en

la obtención de eventos, haciendo que no se recojan todos los eventos ocurridos. Otro

motivo puede ser la influencia de factores en el tráfico de la red que no se han tenido en

cuenta, como festividades (p.ej., la Semana Santa o verbenas de barrio) que incrementan

el tráfico en celdas donde los eventos no son tan relevantes.

Sin embargo, algunas clases tienen valores extremos superiores a 10 Mbps, lo que
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(b) Enlace ascendente.

Figura 6.1: Distribución de la intensidad de tráfico adicional diaria por tipo de evento.

confirma que algunos eventos tienen un fuerte impacto en el tráfico de la red. Asimismo,

algunas clases (p.ej., Otros y Entretenimiento) tienen un gráfico amplio para todo el

eje de ordenadas, lo que muestra una gran dispersión del impacto de esos eventos.

Esta diversidad dificulta la estimación exacta del impacto de cada uno de esos eventos.
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Por el contrario, unas pocas clases (p.ej., eventos deportivos) muestran dos intervalos

claramente diferenciados en la distribución, con la mayoŕıa de las muestras concentradas

en torno a un valor medio superior a 1 Mbps, independientemente del canal de enlace

y el d́ıa de la semana. Estas clases son las candidatas ideales para la predicción del

tráfico, ya que tienen sistemáticamente un gran impacto.

Respecto al tipo de d́ıa, algunas clases de eventos (p.ej., Conferencias o Música)

parecen tener un impacto similar en d́ıas laborables y en fines de semana, pero en ge-

neral se aprecia un mayor impacto en fines de semana, tanto para el canal ascendente

como para el descendente. En estos casos, los eventos suelen ocurrir en horarios incom-

patibles con la actividad laboral impidiendo la asistencia en estos d́ıas, por lo que el

impacto de este tipo de eventos se centra en los fines de semana.

Comparando la Fig. 6.1(a) y la Fig. 6.1(b), se observa que el valor de la mediana en

el enlace descendente es mayor en la mayoŕıa de las clases. Por lo tanto, la influencia

de los eventos en términos absolutos es mayor en el enlace descendente, lo que era de

esperar ya que el tráfico de enlace descendente es, generalmente, mayor en todos los

casos. Por otro lado, la comparación de la Fig. 6.1(a) y la Fig. 6.1(b) muestra que,

aunque el tráfico generado en las redes celulares en los fines de semana tiende a ser

menor, el impacto de los eventos en general es equivalente entre fines de semana y

d́ıas laborables, siendo incluso en algunos tipos de evento mayor en los fines de semana

debido a una mayor audiencia. La excepción es la clase de Turismo, cuyos eventos en

fin de semana tienen un impacto menor en el enlace descendente y mayor en el enlace

ascendente. Este resultado podŕıa indicar que los asistentes a estos eventos en fin de

semana tienden a subir (en lugar de descargar) contenidos (p.ej., compartir fotos y

v́ıdeos).

Aunque el análisis preliminar no muestra que todos los tipos de eventos influyan

significativamente, es evidente que algunas clases de eventos sociales tienen un gran

impacto en el tráfico generado en la red, por lo que es necesario tenerlos en cuenta a

la hora de predecir el tráfico futuro en tareas de planificación y optimización. Debido

al mayor tamaño de muestra y al mayor impacto en la red, el desarrollo del modelo

de predicción de tráfico presentado a continuación se centra en las clases Deportes y

Música.
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Figura 6.2: Diagrama de bloques del modelo de previsión de tráfico basado en apren-
dizaje profundo.

6.3. Modelo de predicción de tráfico en eventos

sociales

Una vez demostrado el impacto de algunos eventos sociales en el tráfico celular, es

interesante incluir esta información en la predicción de la demanda de tráfico por celda.

Este es el objetivo del método propuesto en este caṕıtulo, que pretende aumentar la pre-

cisión en la previsión del tráfico celular, corrigiendo un modelo de aprendizaje profundo

para series temporales con información espaciotemporal de los eventos programados.

Para ello, es necesario conocer:

a. El patrón de tráfico diario habitual de cada celda de la red.

b. La distribución espaciotemporal de los eventos en el escenario (es decir, dónde,

cuándo y durante cuánto tiempo tiene lugar un evento).

c. El impacto de cada tipo de evento (p.ej., partido, concierto de música...) en el

tráfico celular.

La Fig. 6.2 muestra un diagrama de bloques del modelo de predicción propuesto.

Las entradas del método son: a) las mediciones de tráfico celular, recopiladas por celda

y hora, b) la disposición de las estaciones base en la red celular, incluidas las coor-

denadas de los emplazamientos y los acimuts de las antenas, y c) la información de

los eventos sociales programados que tienen lugar en el escenario (es decir, ubicación,

fecha, duración y tipo de evento). Todas estas entradas proporcionan información va-

liosa sobre el tráfico que se transporta en la red. Por un lado, las mediciones de tráfico

recolectadas dan una noción del tráfico habitual generado en cada celda. Por otro lado,
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la disposición de la red y la ubicación de los eventos sociales determinan las celdas

que dan servicio a los asistentes a dichos eventos. Por último, la hora programada, la

duración y el tipo de evento ayudan a modelar el impacto de eventos espećıficos en el

tráfico de las celdas. La salida del modelo es la serie temporal prevista del tráfico de

cada celda del sistema desglosado por hora.

En su interior, el método consta de tres pasos. En el primero se recogen y prepro-

cesan los datos de entrada. En el segundo paso se predice el tráfico transportado por

celda en condiciones normales, es decir, sin eventos sociales. Por último, en el tercer

paso se estiman las series de tráfico corregidas, incluyendo el impacto de los eventos

sociales. A continuación se ofrece una explicación más detallada de cada paso.

6.3.1. Paso 1: Recolección de datos y preprocesado

En las redes celulares, las mediciones de tráfico de las celdas se recogen periódica-

mente en el OSS con fines de gestión de la red. Para desarrollar el modelo descrito en

este caṕıtulo, se han seleccionado las mediciones de tráfico agregadas por horas, ya que

la mayoŕıa de los eventos sociales duran un par de horas. No es necesaria una mayor

resolución temporal, ya que la hora exacta de inicio y fin de los eventos no se registra

en las bases de datos de eventos. Además, el periodo de recogida de datos y el área

geográfica deben ser suficientemente grandes para que el tamaño de la muestra sea es-

tad́ısticamente relevante, y aśı poder entrenar un modelo de aprendizaje profundo sin

problemas de infrajuste (o underfitting). Más adelante se demostrará que un conjunto

de medidas a nivel nacional de varios miles de celdas durante un par de meses es sufi-

ciente para obtener resultados fiables. Dichos datos deben aportarse por el operador de

la red. Por último, la información sobre eventos sociales pasados se obtiene combinando

las fuentes descritas en la sección 6.2.

Las mediciones de tráfico se utilizan para construir una serie temporal de tráfico

por celda c y hora t, T (t, c), medida en bits por segundo. Para evitar que las celdas con

mayor tráfico sesguen el término de error en la etapa de entrenamiento, todas las series

temporales se normalizan individualmente con la hora de máxima y mı́nima ocupación

de la celda. A continuación, cada evento se asigna a una celda de servicio en función de

sus coordenadas. Para ello, se aproxima el área de servicio de cada celda mediante la

teselación de Voronoi y la sectorización basada en las coordenadas del emplazamiento

y el ángulo acimutal [157]. A continuación, se utiliza la información de fecha/hora del

evento para construir una serie temporal binaria de ocurrencia de eventos por celda y
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tipo de evento, E(t, c, e), con la misma resolución temporal que T (t, c). En concreto,

E(t, c, e) es igual a 1 en la hora t si un suceso del tipo e tiene lugar en la zona servida

por la celda c, y 0 en caso contrario.

6.3.2. Paso 2: Modelado de serie temporal

El modelado de serie temporal persigue predecir el patrón de tráfico diario que se

produce en cada celda en condiciones normales, es decir, sin eventos sociales. Para ello,

se selecciona una red neuronal profunda que aúna tres de las técnicas de modelado

más potentes, como son el procesado mediante redes convolucionales, la realimentación

con redes recurrentes LSTM y la predicción conjunta mediante estructuras multitarea

(multitask).

Para modelar el impacto de los eventos sociales en el tráfico de las celdas antes,

después y durante el evento, es necesario primero inferir de forma precisa el patrón

de tráfico t́ıpico en un d́ıa sin evento. En la Fig. 6.3 se detalla la estructura de la red

Convolucional-LSTM multitarea (MT-ConvLSTM), utilizado para caracterizar la fluc-

tuación diaria normal del tráfico en una celda. Por claridad, la figura no sólo representa

los bloques de construcción, sino también el tamaño de las estructuras de datos que se

intercambian entre las capas. Se aprecia que la arquitectura MT-ConvLSTM consta de

dos fases. En la primera fase, se utilizan tres bloques ConvLSTM independientes para

procesar las medidas de tráfico de la celda analizada (celda servidora) y de sus celdas

vecinas (de ah́ı el nombre de multitarea). En el ejemplo, se parte de un emplazamiento

trisectorial, compuesto por una celda servidora y dos vecinas del mismo emplazamiento

que comparten banda de frecuencia. En una segunda fase, se utiliza un cuarto bloque

para predecir el tráfico diario en la celda servidora, combinando la salida de los bloques

de la fase anterior. En concreto, los bloques de entrada comprenden 4 capas ocultas

(2 convolucionales y 2 LSTM), cada una de ellas con 24 neuronas, para derivar carac-

teŕısticas a diferentes escalas de tiempo. El bloque de salida comprende 2 capas ocultas

LSTM y una capa de perceptrones de salida, cada una de 24 neuronas, generando 24

salidas (1 por hora del d́ıa) para evitar la necesidad de iterar recursivamente el modelo

para cubrir el horizonte de 24 horas.

El tamaño de la entrada en cada uno de los modelos de la primera fase viene

dado por la ventana de observación, que debe ser lo suficientemente grande como para

capturar varios ciclos de repetición diarios y semanales. Dado que la correlación del

tráfico se degrada después de algunas semanas [158], se selecciona una ventana de
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observación de 3 semanas.

Cabe señalar que los modelos de series temporales están concebidos para construir

un modelo por serie temporal (es decir, por celda). Sin embargo, la corta duración de

las series de datos recogidas por celda (1.440 muestras para un periodo de 60 d́ıas)

limita el número de puntos de datos (lapsos de tiempo) que pueden utilizarse para

entrenar el modelo por celda. Para sortear este problema, se entrena un único modelo

MT-ConvLSTM a nivel de red, como en [159]. Para ello, se considera el conjunto de

celdas estudiado (aquellas celdas susceptibles de dar servicio en un evento social) de

forma combinada, como si las series temporales de las diferentes celdas estuvieran

concatenadas en una única serie temporal. Este proceso se implementa generando 3

series temporales artificiales: una primera realizada mediante la concatenación de series

temporales de todas las celdas que dan servicio a las sedes en las que se producen los

eventos, y otras dos series correspondientes a las vecinas coubicadas en la misma banda

de frecuencias del emplazamiento trisectorial. A continuación, los conjuntos de datos

utilizados para entrenar el MT-ConvLSTM se generan con todos los lapsos de tiempo

de cada serie temporal de las celdas de cada grupo, evitando aquellas ventanas de

observación en la unión de las series temporales de dos celdas. Aśı, la entrada para

entrenar el modelo MT-ConvLSTM son 3 series temporales con los valores de las series

temporales de tráfico T (t, c) de cada celda c en el emplazamiento durante la ventana

de observación tobs, ∀ t ∈ [t − tobs + 1, t]. Para evitar el impacto de los eventos, los

d́ıas-horas en los que se produjeron eventos sociales en el pasado se descartan dentro

de la red MT-ConvLSTM mediante una capa de enmascaramiento. Debe tenerse en

cuenta que, aunque el modelo se haya entrenado en toda la red, el modelo se explota

a nivel de celda para prever el tráfico en celdas individuales. Aśı, la salida del modelo

es la predicción de la serie temporal para las próximas 24 horas en la celda de servicio,

es decir, {T̂f (t+ 1, c), · · · , T̂f (t+ 24, c)} ∀ c (f de filtrado).

6.3.3. Paso 3: Corrección del impacto de eventos

A diferencia de la predicción del tráfico t́ıpico diario, la estimación del impacto

de los eventos sociales se resuelve como un problema de regresión. Para simplificar el

problema, se supone que el impacto de un evento se restringe a una sola celda (la que

sirve al lugar donde se realiza el evento) y a una ventana temporal limitada (11 horas

centradas en la hora central del evento). Esta suposición se deriva del hecho de que

los eventos sociales suelen celebrarse en un único lugar con un horario espećıfico. Aśı,
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Tráfico normalizado

N
eu

ron
as

conv.T
an

h
24

24

498

1
24

249

1

N
eu

ron
as

conv.T
an

h
24

24

243

1
24

121

1

U
n

id
ad

es
L

S
T

M

T
an

h
,

S
igm

24
24

121

1

U
n

id
ad

es
L

S
T

M

T
an

h
,

S
igm

24

72

121

1

U
n

id
ad

es
L

S
T

M

T
an

h
,

S
igm

24
24

121

1

U
n

id
ad

es
L

S
T

M

T
an

h
,

S
igm

24
24

1

1

P
ercep

tron
es

L
in

eal
24

1

24

1

Tiem
po

[hora]

S
a
lid

a
ce

ld
a
se
rv

id
o
ra
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el pico de tráfico generado por los asistentes suele limitarse a la celda que da servicio

al local mientras se celebra el evento y, tal vez, en las horas anteriores y posteriores,

cuando la gente llega o se va del evento. Por lo tanto, el modelo sólo necesita actualizar

la previsión de tráfico diario en la ventana temporal seleccionada en torno al evento en

la celda de servicio.

Para ello, las series temporales de tráfico normal (predicho), de ocurrencia de even-

tos (programados) y de tráfico real (medido) se acotan en un intervalo en torno al

evento que sirven (centrado en la ventana w), generando las series temporales acotadas

T̂fw(t, c), Ew(t, c, e) y Tw(t, c), respectivamente. Como resultado, se generan 2+Net se-

ries temporales de 11 muestras por celda que cubren un evento, donde Net es el número

de tipos de eventos estudiados, es decir, el número de series temporales en Ew(t, c, e).

Con estas series temporales cortas, se entrena un modelo para predecir el tráfico real

en la celda durante la ventana temporal considerada, T̂w(t, c). En la fase de entrena-

miento, cada punto del conjunto de datos corresponde a un evento que ocurre en la

red, caracterizado por los valores de las entradas, T̂fw(t, c) y Ew(t, c, e), y la salida,

Tw(t, c). Debido al diferente comportamiento observado por tipo de evento en la sec-

ción 6.2, se entrena un modelo distinto por tipo de evento para toda la red. En la fase

de explotación, los valores de tráfico predichos, T̂w(t, c), se utilizan para sustituir los

valores de tráfico normales en las 11 horas alrededor del evento, T̂f (t, c), para obtener

el patrón de tráfico diario de las siguientes 24 horas, {T̂ (t+ 1, c), · · · , T̂ (t+ 24, c)} ∀ c.

Para modelar el impacto de los eventos, se prueban tres arquitecturas de red neu-

ronal diferentes, mostradas en la Fig.6.4. La primera arquitectura, mostrada en la

Fig. 6.4(a), es un perceptrón multicapa (Multi-Layer Perceptron, MLP). La entrada es

una matriz bidimensional, que consiste en la previsión de tráfico, T̂fw(t, c), y el vector

de ocurrencia de eventos, Ew(t, c, e), en la ventana de tiempo del evento. Una capa de

aplanamiento convierte la matriz de entrada de 2x11 en una matriz unidimensional de

1x22. La capa de salida consiste en una capa de 11 perceptrones totalmente conectados

para modelar los diferentes desfases temporales en la ventana de eventos.

La segunda arquitectura, mostrada en la Fig. 6.4(b), es una red neuronal convolu-

cional (Convolutional Neural Network, CNN) de dos capas ocultas. La primera capa

convolucional fusiona la información de tráfico y de ocurrencia de eventos, mientras

que la segunda capa convolucional comprime aún más la información. Para ello, se uti-

liza un núcleo (kernel) de diferente tamaño en cada capa. La capa de regresión consta

de una capa que aplana la salida de la convolución y una capa de 11 perceptrones

totalmente conectados.
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(a) Modelo de Perceptrón Multicapa.

(b) Modelo de Red Neuronal Convolucional.

(c) Modelo de Autoencoder.

Figura 6.4: Modelos de aprendizaje profundo para la estimación del impacto de los
eventos.

La tercera arquitectura, mostrada en la Fig. 6.4(c), es un modelo basado en modelos

convolucionales, llamado autocodificador, (Autoencoder, AE). En esta arquitectura, el

tráfico previsto en una celda en una determinada ventana temporal (p.ej., un d́ıa) se

comprime en su información relevante a través de la ruta de contracción. Después,

dicha serie temporal se remuestrea de nuevo en la ruta de expansión según el impacto

de los eventos que tienen lugar en la celda.

En las dos últimas arquitecturas, se insertan capas intermedias de dilución (dropout)

entre las capas ocultas. Esta técnica de regularización consigue no tener en cuenta

algunas neuronas durante la etapa de entrenamiento, seleccionadas al azar, para reducir

la sensibilidad al peso de neuronas espećıficas. Aśı, se evita el sobreajuste, mejorando
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la capacidad de generalización del modelo.

6.4. Validación del modelo

El modelo descrito se evalúa con un conjunto de datos reales construido con informa-

ción de eventos geolocalizados, recopilados a partir de directorios de eventos públicos,

y medidas horarias de tráfico celular de una red LTE comercial durante dos meses.

Para mejorar la comprensión del conjunto, primero se presenta el juego de datos usa-

do, después se describen las caracteŕısticas de los modelos y finalmente se presentan

los resultados obtenidos por etapa del modelo. Por último, se discuten los aspectos

computacionales del modelo completo.

6.4.1. Metodoloǵıa experimental

Hasta ahora, las diferentes contribuciones de esta tesis se han validado sobre el

mismo escenario. Lamentablemente, ese escenario no es lo suficientemente amplio (tanto

espacial como temporalmente) como para tener suficiente información sobre los eventos.

Por lo tanto, el nuevo escenario que contextualiza este caṕıtulo comprende una red

LTE comercial que cubre un área geográfica de más de 500.000 km2 con 50 millones

de habitantes. Los datos de tráfico se obtienen de 17.775 celdas situadas en 4.869

emplazamientos. Se recogen mediciones de tráfico por celda y hora durante 2 meses

(febrero y marzo de 2019) tanto en el enlace descendente (es decir, downlink, DL) como

en el ascendente (es decir, uplink, UL). Para evitar el ruido estocástico introducido por

celdas de diferente comportamiento (p.ej., ubicadas en el centro de un núcleo urbano,

que sirven áreas despobladas, ...), se seleccionan aquellas celdas que hayan servido, al

menos, un evento social, resultando solo 323 celdas. De esta forma, se obtienen 2x323

series temporales (1 por celda y enlace) con 60× 24 = 1440 mediciones de volumen de

tráfico horario.

Por otro lado, combinando las fuentes enumeradas en la sección 6.2, se recogió un

total de 1.367 eventos sociales categorizados para la zona y el periodo considerados.

Las áreas de servicio de las celdas, obtenidas mediante el teselado de Voronoi, indican

que estos eventos fueron servidos por las 323 celdas comentadas anteriormente, lo que

demuestra que algunas celdas atendieron múltiples eventos. Para reducir el número de

modelos, los eventos se agrupan en las 8 clases descritas en la Tabla 6.1. Para resumir

la distribución de eventos, las Fig. 6.5(a)-(b) muestran 2 diagramas de sectores con
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Tabla 6.2: Selección de hiperparámetros para los modelos clásicos de series temporales.

Holt-Winters

Tendencia Aditiva
Estacionalidad Aditiva
Periodicidad 24

SARIMA

(p, d, q) (1, 0, 1)
(P , D, Q) (1, 1, 1)
m 24

el recuento de eventos por clase, tanto en d́ıas laborables como en fines de semana.

Se observa que la categoŕıa más común en el conjunto de datos es la música, con 441

eventos.

El análisis preliminar presentado en la Sección 6.2 demuestra la influencia de los

eventos en el tráfico celular cuantificando el tráfico adicional agregado en un d́ıa ge-

nerado por los eventos. Aun aśı, el procedimiento seguido no es capaz de estimar de

forma precisa el patrón horario t́ıpico de tráfico en cada celda, por lo que se realiza un

análisis más detallado de dicho patrón con un modelo de aprendizaje profundo más so-

fisticado. Para ello, se utiliza un único modelo MT-ConvLSTM entrenado con las series

temporales de las 323 celdas del escenario para pronosticar las fluctuaciones normales

del tráfico por celdas.

Para justificar la elección de la red MT-ConvLSTM, el modelo se compara con dos

esquemas clásicos de análisis de series temporales, a saber, Holt-Winters [121] y SARI-

MA [123]. Como estos últimos no consiguen captar la periodicidad a largo plazo, sólo

para estos dos métodos se genera un modelo independiente por celda para predecir el

tráfico normal en d́ıas laborables y fines de semana, respectivamente. Para ello, se crean

dos series temporales artificiales con d́ıas laborables o fines de semana para entrenar

los modelos por separado. En ambos casos, la ventana de observación es de 3 semanas y

los algoritmos se aplican recursivamente para predecir el tráfico en las 24 horas del d́ıa

siguiente (es decir, el horizonte de 24 horas). El modelo propuesto también se compara

con enfoques más modernos que los esquemas clásicos de análisis, como una LSTM

básica, una Convolutional-LSTM (ConvLSTM) [160], una red Convolucional Dilatada

(D-Conv) [161] y una LSTM Multitarea (MT-LSTM) [44]. Las Tablas 6.2 y 6.3 presen-

tan los ajustes finales de hiperparámetros seleccionados para los algoritmos clásicos y

de aprendizaje profundo en la etapa de predicción de tráfico normal, respectivamente.

Para determinar qué modelo obtiene los mejores resultados, la cifra de mérito escogida

es el Error Medio Absoluto (Mean Absolute Error, MAE).
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Cultura, 104

Entrenamiento, 15

Familia, 96

Deporte, 38

Música, 128

Otros, 22

Turismo, 74

Conferencias, 109

(a) Dı́as laborables.

Cultura, 112

Entrenamiento, 12
Familia, 69

Deporte, 167

Música, 313

Otros, 24

Turismo, 46

Conferencias, 38

(b) Fines de semana.

Figura 6.5: Distribución de los tipos de evento en d́ıas laborables y fines de semana.
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Tabla 6.3: Selección de hiperparámetros para los modelos de aprendizaje profundo.

Hiperparámetros comunes

Función de error Mean Absolute Error (MAE)
Algoritmo de entrenamiento Adaptive Moment Estimation (Adam)
Número de perceptrones en capas densas 24
Función de activación en capas densas Lineal
Algoritmo de inicialización de pesos Glorot constante
División de datos 80 % entrenamiento / 20 % evaluación
Regla de interrupción 5 épocas sin mejorar
Tamaño de lote 128

LSTM

Número de capas 4 (3 LSTM, 1 densa)
Número de celdas LSTM por capa 24
Número de parámetros en el modelo 12.504

LSTM convolucional

Número de capas 6 (2 convolucionales, 3 LSTM, 1 densa)
Número de neuronas convolucionales por capa 24
Número de celdas LSTM por capa 24
Función de activación en capas convolucionales Tangente hiperbólica (tanh)
Número de parámetros en el modelo 18.960

Convolucional dilatada

Número de capas 4 (3 convolucionales, 1 densa)
Número de neuronas convolucionales por capa 24
Ratio de dilatación 2
Función de activación en capas convolucionales tanh
Número de parámetros en el modelo 38.280

LSTM multitarea

Número de capas etapa de entrada 2 LSTM
Número de capas etapa de salida 3 (2 LSTM, 1 densa)
Número de celdas LSTM por capa 24
Número de parámetros en el modelo 36.216

LSTM convolucional multitarea

Número de capas etapa de entrada 4 (2 convolucionales, 2 LSTM)
Número de capas etapa de salida 3 (2 LSTM, 1 densa)
Número de neuronas convolucionales por capa 24
Número de celdas LSTM por capa 24
Función de activación en capas convolucionales tanh
Número de parámetros en el modelo 55.584

Con estos hiperparámetros, las redes mencionadas se entrenan con las series tem-

porales de tráfico de las 323 celdas con eventos sociales, tanto del enlace descendente

como del enlace ascendente.

Una vez demostrada la superioridad de la arquitectura MT-ConvLSTM en el mo-

delado del tráfico usual de las celdas, se entrenan los modelos de corrección de la serie

temporal con el impacto de los eventos. La mejora derivada de añadir el impacto de
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los eventos se cuantifica comparando la red básica MT-ConvLSTM, que proporciona la

previsión de tráfico normal, con el sistema que ampĺıa la MT-ConvLSTM con un MLP,

CNN o AE para modelar el impacto de los sucesos. Dado que los diferentes eventos

tienen un impacto diferente, se deriva un modelo separado por clase de evento. Para

simplificar, el análisis se centra en dos de los eventos más comunes (deportivos y mu-

sicales). En ambos modelos, cada punto de datos consta de un vector de entrada de

2x11 valores con el tráfico normal y los valores de ocurrencia del evento y un vector de

salida de 11 valores con el tráfico corregido.

De la misma forma que las Tablas 6.2 y 6.3, la Tabla 6.4 presenta la selección final

de hiperparámetros de los modelos testeados para la etapa de la corrección por evento.

Las estructuras construidas con estos hiperparámetros se emplean para entrenar 2

modelos, uno para los eventos clasificados como deportivos (142 eventos) y otro para

los musicales (160 eventos), tanto para DL como para UL, resultando en un total de 4

modelos.

Todos los modelos se implementan con las bibliotecas scikit-learn, statsmodels y

Keras. El ajuste de los hiperparámetros (p.ej., número de neuronas por capa, funcio-

nes de activación...) se realiza mediante una búsqueda en malla dentro del espacio de

parámetros [162]. Dicha acción se realiza explorando los posibles valores que pueda

adoptar cada uno de los hiperparámetros ajustados, probando cada combinación y

seleccionando aquellos que optimicen los resultados del modelo. En concreto, se ex-

ploraron diferentes funciones de activación (lineal, sigmoide, tanh, Regularized Linear

Unit -ReLU-, y SELU), diferente número de capas convolucionales y convolucionales

traspuestas (en ambos casos, 1 y 2), y diferente número de capas densas (1, 2). Por

simplicidad, el criterio de selección de hiperparámetros óptimos es la combinación que

mejor resultado da en uno de los cuatro modelos (en concreto, el modelo para eventos

deportivos en DL).

6.4.2. Resultados

Modelado de serie temporal

Primero, se evalúa el aprendizaje del modelo con el juego de datos, sin normalizar.

Para ello, la Tabla 6.5 muestra el MAE obtenido con los diferentes modelos, tanto para

DL como para UL. Se puede comprobar cómo los modelos de aprendizaje profundo

(LSTM, ConvLSTM, D-Conv, MT-LSTM y MT-ConvLSTM) obtienen resultados mu-



144 6.4. VALIDACIÓN DEL MODELO

Tabla 6.4: Selección de hiperparámetros para los modelos en la etapa de corrección por
evento.

Hiperparámetros comunes

Función de error MAE
Algoritmo de entrenamiento Adam
Función de activación en capas convolucionales tanh
Función de activación en capas densas Scaled Exponential Linear Unit

(SELU)
Algoritmo de inicialización de pesos Glorot constante
División de juegos 80 % entrenamiento / 20 % evaluación
Regla de interrupción 70 épocas
Tamaño de lote 10 (deporte) / 3 (música)

Perceptrón Multicapa

Número de capas 2 (aplanado y de salida)
Número de neuronas en la capa de salida 11
Número de parámetros del modelo 253

Red Neuronal Convolucional

Número de capas 4 (2 convolucionales, 1 aplanado y 1
densa)

Número de núcleos por capa convolucional 1 (primera capa), 2 (segunda capa)
Tamaño de los núcleos (2,4), (1,4)
Ratio de Dropout 0,2
Número de neuronas en capa densa 11
Número de parámetros del modelo 140

Autocodificador

Número de capas 5 (2 convolucionales, 2 convolucionales
transpuestas y 1 aplanado)

Número de núcleos por capa convolucional 1, 2
Tamaño de los núcleos por capa convolucional (2,4), (1,4)
Número de núcleos por capa convolucional
transpuesta

1, 1

Tamaño de los núcleos por capa convolucional
transpuesta

(1,4), (1,4)

Ratio de Dropout 0,2
Función de activación en capas convolucionales
transpuestas

tanh, SELU

Número de parámetros del modelo 46

cho mejores que los modelos clásicos de series temporales, obteniendo una reducción

del 23,6 % en DL y 6,2 % en UL entre el peor modelo de aprendizaje profundo (LSTM)

y el mejor de los modelos clásicos (Holt-Winters). Por otro lado, dentro del aprendizaje

profundo, los modelos multitarea obtienen mejores resultados que los modelos indivi-

duales, reduciendo un 6,5 % y un 2,8 % el MAE para DL y UL entre los modelos más

cercanos (ConvLSTM y MT-LSTM), por lo que se confirma la importancia de incluir

las celdas vecinas en el proceso de predicción del tráfico de celda. En concreto, la ar-

quitectura LSTM convolucional multitarea obtiene los mejores resultados para ambos
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Tabla 6.5: Error medio absoluto de los diferentes modelos por sentido del enlace [kbps].

Modelo Descendente Ascendente

Holt-Winters 1092.9 182.3
SARIMA 2474.8 365.1
LSTM 835,0 171,0
ConvLSTM 747,3 130,2
D-Conv 833,8 140,6
MT-LSTM 698,9 126,5
MT-ConvLSTM 692,0 114,6

Tabla 6.6: Tiempo total de entrenamiento del modelo completo [s].

Modelo Downlink Uplink

LSTM 45.606 55.883
ConvLSTM 34.799 19.760
D-Conv 4.815 4.724
MT-LSTM 592.384 282.267
MT-ConvLSTM 93.900 173.313

enlaces, mejorando el MAE un 1 % en DL y un 9,4 % en UL respecto a la arquitectura

LSTM multitarea. Esto demuestra que la LSTM convolucional multitarea es el modelo

que mejor se adecúa a la complejidad de las fluctuaciones de tráfico en la red celular.

Por último, para comparar la adecuación de los modelos de aprendizaje profundo, se

presenta el proceso de entrenamiento en la Tabla 6.6 y en la Fig. 6.6. Espećıficamente,

la Tabla 6.6 muestra el tiempo de entrenamiento de los modelos evaluados en ambos

enlaces. Se puede observar que los modelos construidos únicamente con neuronas convo-

lucionales tardan mucho menos en entrenarse que los que se basan en redes recurrentes.

Aun aśı, tanto en los modelos individuales como en los modelos multitarea, la inclusión

de capas convolucionales reduce significativamente el tiempo de entrenamiento de las

redes recurrentes. Para el experimento realizado, el tiempo de entrenamiento se reduce

un 23,7 %/64,6 % en los modelos individuales y un 84,1 %/38,6 % en los modelos multi-

tarea, aunque estos valores cambian en cada proceso de entrenamiento, debido al inicio

aleatorio de los pesos de las neuronas al principio del entrenamiento con el algoritmo

de inicialización Glorot constante [163].

La Fig. 6.6 presenta la evolución de la función de error por época de entrenamiento.

Hay que destacar que durante el proceso de entrenamiento, los datos de las series

temporales se normalizan, por lo que los datos de MAE en estas gráficas se obtienen de

valores en el rango entre 0 y 1. En estas figuras se evidencia que los modelos multitarea

obtienen mejores resultados tanto en el enlace descendente (Fig. 6.6(a)) como en el

enlace ascendente (Fig. 6.6(b)), mostrando la influencia de las celdas vecinas en el
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tráfico. En concreto, los modelos de redes convolucionales dilatadas son los que más

rápido convergen, pero peores resultados obtienen. Por otro lado, la inclusión de capas

convolucionales mejora notablemente el entrenamiento de la red LSTM simple, tanto en

modelos individuales como multitarea, haciendo que converjan más rápido y obtengan

mejores resultados. La mejora en los resultados obtenidos se debe a la extracción de

caracteŕısticas que realizan las capas convolucionales, obviando información innecesaria

de la serie temporal, mientras que la reducción en el tiempo de entrenamiento se debe

a la reducción de la longitud de cada punto de datos a la entrada de las capas LSTM,

reduciendo el tiempo necesario en el proceso de actualización de los estados de memoria.

Nótese el caso del enlace ascendente, donde la reducción global de tiempo entre el

modelo MT-ConvLSTM y la MT-LSTM es mucho menor que en el enlace descendente,

pero debido a la regla de finalización del entrenamiento fijada, en este experimento

MT-ConvLSTM duplica el número de épocas de MT-LSTM.

Corrección de predicción de tráfico debido a eventos

La Tabla 6.7 presenta el MAE global alcanzado por los diferentes modelos de co-

rrección de eventos para las celdas/d́ıas con eventos deportivos y musicales, respec-

tivamente. Cabe precisar que el análisis se limita a las horas que rodean al evento.

Se observa que los tres modelos que consideran el impacto de los eventos mejoran al

modelo básico MT-ConvLSTM en ambos tipos de eventos, ya que obtienen un error

inferior. Con cualquiera de los tres modelos de corrección de eventos se obtiene una

reducción de MAE de una tercera parte para los eventos deportivos, mientras que,

para los eventos musicales, la reducción de MAE es mucho menor (no llegando al 5 %

en el mejor de los casos). Este resultado indica claramente que los eventos deportivos

recopilados en las bases de datos tienen una gran influencia en el tráfico celular y su

impacto es predecible, mientras que la menor audiencia y a la mayor heterogeneidad de

los eventos musicales almacenados en las bases de datos de eventos atenúan su impacto

en la red.

Concretamente, en el enlace descendente la reducción de MAE es del 36,7 % y

4,7 % con MLP, 37,5 % y 4,5 % con CNN y 34,1 % y 1,6 % con AE para los eventos

deportivos y musicales, respectivamente. Por otro lado, en el enlace ascendente se

obtienen resultados similares, detallados en la Tabla 6.7, donde la reducción del MAE

para los eventos deportivos vaŕıa del 22 % (AE) al 31,2 % (MLP), y del 2,6 % (AE) al

4,1 % (MLP) para los eventos musicales. En concreto, el modelo que muestra el mejor

rendimiento de MAE en la mayoŕıa de los casos es MT-ConvLSTM+MLP, obteniendo
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(a) Enlace de bajada.

(b) Enlace de subida.

Figura 6.6: Proceso de convergencia durante el entrenamiento de los modelos de apren-
dizaje profundo.
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Tabla 6.7: Error Medio Absoluto global tras la etapa de corrección por evento [kbps].

Enlace descendente

Deporte Música

MT-ConvLSTM 4805,5 1511,7
MT-ConvLSTM + MLP 3042,1 1440,2
MT-ConvLSTM + CNN 3005,0 1443,4
MT-ConvLSTM + AE 3166,5 1487,3

Enlace ascendente

Deporte Música

MT-ConvLSTM 1849,8 449,3
MT-ConvLSTM + MLP 1272,9 430,9
MT-ConvLSTM + CNN 1301,7 431,0
MT-ConvLSTM + AE 1443,2 437,5

un MAE de 1440,2 kbps para los eventos musicales en DL y 1272,9 y 430,9 kbps

para los eventos deportivos y musicales, respectivamente, en UL. En cambio, MT-

ConvLSTM+CNN consigue el MAE más bajo para los eventos deportivos en DL, con

3005,0 kbps, obteniendo un rendimiento muy cercano a MT-ConvLSTM+MLP en el

resto de los casos. En todos los casos, AE muestra el peor rendimiento tanto en DL

como en UL, lo que demuestra que, con los datos disponibles, AE no es capaz de

modelar el impacto de los eventos tan bien como otras estructuras.

Para comprobar las diferencias entre eventos, las Fig. 6.7(a)-(d) muestran un diagra-

ma de cajas de la distribución de MAE por evento con los diferentes modelos, desglosado

para eventos deportivos y musicales en DL y UL. Los ĺımites inferior/superior de los

recuadros reflejan los percentiles 25/75, mientras que las ĺıneas sólidas/discontinuas del

centro representan los valores medios y medianos, respectivamente. Los ćırculos deter-

minan los valores at́ıpicos. Los valores medios/medianos que se observan confirman la

mencionada reducción de MAE en DL y UL. Igualmente importante es que la desvia-

ción máxima se reduce significativamente en todos los casos al considerar el impacto de

los eventos. Por ejemplo, el error experimentado en el peor evento deportivo en el enlace

descendente disminuye casi a la mitad con cualquiera de los modelos de corrección de

eventos propuestos. En el enlace ascendente, se observa una reducción menor en todos

los eventos deportivos. Como se observa en la Tabla 6.7, el método con mayor reduc-

ción de desviaciones extremas en la mayoŕıa de los casos es MT-ConvLSTM+MLP,

mientras que MT-ConvLSTM+CNN tiene un rendimiento similar.

Para comprobar el impacto de los eventos sobre una base horaria, las Fig. 6.8(a)-(d)

comparan el patrón t́ıpico de tráfico horario para eventos deportivos y musicales en DL

y UL derivado con los diferentes modelos. Dicho patrón se define como el valor de tráfico
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(a) Enlace descendente en eventos deportivos.
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(b) Enlace descendente en eventos musicales.
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(c) Enlace ascendente en eventos deportivos.
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(d) Enlace ascendente en eventos musicales.

Figura 6.7: Precisión de los modelos por enlace y tipo de evento.

medio entre las instancias de eventos por clase y enlace. A efectos de comparación, el

intervalo t́ıpico de duración del evento, extráıdo del vector de ocurrencia del evento,

está sombreado en gris. En la Fig. 6.8(a), se muestra que el patrón de tráfico real de DL

durante los eventos deportivos difiere en gran medida del tráfico normal predicho por

MT-ConvLSTM. En cambio, todos los modelos de corrección de eventos se aproximan

al patrón de tráfico real con precisión. En la Fig. 6.8(b), se observa que lo mismo ocurre

con los conciertos, aunque el tráfico normal predicho por MT-ConvLSTM se acerca más

a los valores reales ya que el impacto de los eventos musicales es más débil.

También se observan algunas diferencias importantes en el perfil de tráfico asociado

a cada evento. En los eventos deportivos, se observa un claro pico de tráfico al final del

partido, con una corta cola sólo después del mismo, originada, probablemente, por la

gente que se queda en los alrededores del recinto. En cambio, en los conciertos, el tráfico

se dispersa en un periodo más largo alrededor del evento, posiblemente debido a que

los asistentes llegan antes y se marchan más tarde del evento. Se observan tendencias

similares en el UL, mostradas en las Fig. 6.8(c)-(d). Este hecho justifica la adopción

de modelo distinto para cada tipo de evento.

Una inspección más detallada de los patrones de tráfico por hora de los tres mo-

delos de corrección de eventos revela que MT-ConvLSTM+CNN proporciona patrones

más suaves debido a la operación de convolución en el eje temporal. La forma del

patrón resultante se aproxima más a la real, especialmente en los eventos musicales,
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0 2 4 6 8 10
Tiempo [hora]

0

2000

4000

6000

8000

10000

P
re

d
ic

c
ió

n
 d

e
 t

rá
fi
c
o

 t
íp

ic
o

 [
k
b

p
s
]

Tráfico real

MT-ConvLSTM

MT-ConvLSTM +  MLP

MT-ConvLSTM +  CNN

MT-ConvLSTM +  AE

(a) Enlace de bajada en eventos deportivos.

0 2 4 6 8
0

500

1000

1500

2000

2500

3000

3500

4000

MT-ConvLSTM

MT-ConvLSTM +  MLP

MT-ConvLSTM +  CNN

MT-ConvLSTM +  AE

10
Tiempo [hora]

Tráfico real

P
re

d
ic

c
ió

n
 d

e
 t

rá
fi
c
o

 t
íp

ic
o

 [
k
b

p
s
]

(b) Enlace de bajada en eventos musicales.
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(c) Enlace de subida en eventos deportivos.
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(d) Enlace de subida en eventos musicales.

Figura 6.8: Patrón horario del tráfico predicho en torno al evento.

que se presentan en la Fig. 6.8(b) y (d). Por el contrario, nótese las fluctuaciones en

el patrón UL obtenido por MT-ConvLSTM+MLP. Queda por comprobar si, con un

conjunto de datos de eventos más grande o una arquitectura CNN más sofisticada,

MT-ConvLSTM+CNN podŕıa superar a MT-ConvLSTM+MLP. Para ello, habŕıa que

confirmar que el patrón de tráfico real también es suave evento por evento (y no sólo

el patrón de tráfico t́ıpico).

6.4.3. Complejidad computacional

El método propuesto necesita recoger y preprocesar las medidas de tráfico de las

celdas y los datos de los eventos. El tiempo de ejecución del preprocesamiento de

las mediciones de tráfico crece linealmente con el número de celdas y las horas por

celda. Del mismo modo, el tiempo de ejecución del preprocesamiento de eventos crece

linealmente con el número de eventos en la zona geográfica considerada.

Para el modelo completo, compuesto por la etapa de predicción de tráfico t́ıpico y

corrección de eventos, la complejidad temporal del algoritmo de entrenamiento en el

peor de los casos viene dada por la red MT-ConvLSTM utilizada para predecir el patrón

de tráfico horario normal. La complejidad computacional de las capas convolucionales

es O(k ·n · d · f), donde k es el tamaño del kernel de las convoluciones, n es la longitud

de la secuencia (ventana), d es la dimensión de representación (es decir, eje temporal)
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Tabla 6.8: Tiempos de entrenamiento en DL [s].

Etapa Arquitectura Tipo de evento Tiempo

Predicción del tráfico t́ıpico MT-ConvLSTM - 29.870,00
Impacto de los eventos MLP Deportes 2,32

Música 4,98
CNN Deportes 3,66

Música 7,25
AE Deportes 4,85

Música 8,41

y f es el número de filtros de la capa [164]. Por otro lado, una LSTM simple es local en

el espacio (porque el tamaño de la red no influye en la complejidad de actualización de

la red por peso y muestra temporal) y en el tiempo (porque la longitud de la secuencia

de entrada no influye en los requisitos de almacenamiento del método), por lo que su

complejidad computacional es O(Nw), donde Nw es el número de pesos [42].

Como ejemplo del coste temporal del modelo, en la Tabla 6.8 se presentan los tiem-

pos de entrenamiento sólo en un enlace (DL) con un conjunto de datos de 226.176

ventanas de 3 semanas de tráfico celular por hora, y un conjunto de eventos que com-

prende 142 partidos deportivos y 160 conciertos con una ventana de tiempo de 11

horas, empleando un ordenador portátil con un procesador Intel de cuatro núcleos,

frecuencia de reloj de 1,8 GHz y 16 GB de RAM. Se observa que las capas convolucio-

nales añadidas en las estructuras más complejas (CNN y AE) aumentan ligeramente

los tiempos de entrenamiento. No obstante, los tiempos de ejecución son insignificantes

para las tareas de replanificación, en las que las previsiones de tráfico deben obtenerse

con varios d́ıas de antelación para planificar las acciones correctoras de los problemas

de capacidad derivados de los eventos programados.

6.5. Conclusiones

Una previsión precisa del tráfico futuro será clave para gestionar las futuras redes

5G, en las que las predicciones tendrán que hacerse con más frecuencia y mayor granu-

laridad debido al menor tamaño de las celdas y a las caracteŕısticas de virtualización,

como en el caso de la funcionalidad de network slicing. Como se ha podido compro-

bar, el tráfico de celda se ve fuertemente afectado por los eventos sociales. En este

caṕıtulo, se presenta un nuevo método que, siendo consciente del contexto social de

los usuarios, mejora la previsión del tráfico con información de eventos programados.

La arquitectura de aprendizaje profundo propuesta utiliza la información de eventos
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sociales públicos para corregir las previsiones horarias de tráfico por celda, teniendo en

cuenta los picos inusuales de tráfico generados por la concentración espaciotemporal de

usuarios. La evaluación del modelo se ha realizado sobre un conjunto de datos reales

de 2 meses de mediciones de tráfico y eventos en una red LTE en funcionamiento.

Un análisis preliminar ha mostrado que los eventos sociales tienen un impacto

significativo en el tráfico generado en las celdas, tanto en el enlace descendente como

en el ascendente, obteniendo en ambos enlaces picos de intensidad de tráfico adicional

en torno a 1-10 Mbps para todos los tipos de evento y d́ıa de la semana. También se

ha confirmado que una red Convolucional LSTM multitarea es la mejor técnica para

capturar las fluctuaciones normales a lo largo de un d́ıa, incluso con un único modelo

compartido por todas las celdas de la red, obteniendo una reducción de error de 7,4 %

(DL) y 12 % (UL) respecto a la mejor arquitectura simple y de 1 % (DL) y 9,4 % (UL)

respecto a la otra arquitectura multitarea.

Se han probado tres arquitecturas diferentes para modelar los picos de tráfico gene-

rados por eventos deportivos y musicales: un perceptrón multicapa, una red convolucio-

nal básica y un autocodificador. El perceptrón multicapa ha obtenido el mı́nimo error

de predicción en la mayoŕıa de los casos (obteniendo un error de 1440,2 en DL para

eventos musicales y de 1272,9 y 430,9 en UL para eventos deportivos y musicales), pero

la red convolucional ha logrado resultados similares con menos parámetros, mostrando

su potencial para conjuntos de datos de entrenamiento pequeños. Una vez entrenado el

modelo, la baja carga computacional de las operaciones subyacentes permite una fácil

integración en las herramientas de planificación radio.

El método propuesto puede predecir el patrón de tráfico local generado por los

eventos sociales con 24 horas de antelación, lo cual es vital para planificar las infraes-

tructuras de redes móviles (p.ej., celdas temporales). Enfoques anteriores se basan en

planificar las acciones a tomar en función de los horarios de los eventos compartidos por

las autoridades locales o en la experiencia de los operadores en el pasado. Esta forma de

abordar el problema no se adapta bien a los sistemas 5G, en los que el menor tamaño

de las celdas reducirá el tamaño de los eventos a tener en cuenta. En este contexto,

las predicciones de tráfico diario pueden utilizarse para reconfigurar automáticamente

la cantidad de recursos radio asignados a los distintos segmentos (slices) de la red por

celda y por d́ıa.

Uno de los principales inconvenientes del método es la necesidad de una gran base

de datos de eventos. Esta información sólo puede conseguirse combinando múltiples
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fuentes, algunas de las cuales requieren conocimientos de web scraping. Aun aśı, sólo

unas pocas clases de eventos (p.ej., deporte y música) tienen suficientes eventos para

entrenar modelos de aprendizaje profundo. Para mejorar la precisión de la predicción,

ĺıneas futuras de desarrollo pueden incluir nuevas entradas en el módulo de corrección

de eventos, como el número esperado de asistentes por evento, estimado por el tamaño

del recinto, o el uso del suelo del lugar que alberga el evento (p.ej., interior/exterior).

Asimismo, el modelo puede ampliarse fácilmente para predecir otros indicadores de

rendimiento diferentes del volumen de tráfico, como la carga media de celda o la tasa

de transmisión media de los usuarios.





Caṕıtulo 7

Conclusiones finales

En este caṕıtulo final se resume el trabajo realizado en esta tesis, remarcando sus

principales contribuciones. Esta tesis se cierra con las posibles mejoras y ĺıneas futuras

de ampliación.

7.1. Resumen del trabajo

Los constantes avances en la tecnoloǵıa, que propician la aparición de nuevos termi-

nales más potentes y la creación de nuevos servicios, han generado unas expectativas

en los usuarios de la red móvil dif́ıciles de alcanzar. Uno de los principales factores que

condicionan la experiencia del usuario es la situación en la que se encuentra. Esta tesis

doctoral ha explorado la influencia del contexto espaciotemporal del usuario en el uso

que hace este de la red, demostrando el beneficio de incluir esta información en los

procesos de autoorganización del sistema.

El estudio ha comenzado con un análisis de las redes de acceso de telefońıa móvil

y la diversa información que pueden proporcionar, aśı como las técnicas de automati-

zación de gestión de la red. Por otro lado, se ha realizado un repaso de las técnicas de

aprendizaje automático aplicadas a diferentes problemas, desde las clásicas hasta las

más modernas y complejas. Una vez afianzadas las bases teóricas, se ha estudiado el

estado de la técnica y la tecnoloǵıa en los diferentes problemas planteados en esta tesis.

El análisis de la bibliograf́ıa mostró que, en la mayoŕıa de los casos, la información re-

lacionada con el contexto de los usuarios no se contempla, aunque en algunos enfoques

más modernos empieza a cobrar interés. Este hecho puede explicarse por la dificultad

155
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de obtener esta información, lo que motiva la búsqueda de una forma de estimarla a

partir de los datos que se disponen en las herramientas de gestión radio, ampliándola

si es necesario con información de portales externos.

En esta búsqueda se ha comprobado que la situación del usuario está estrechamente

relacionada con el uso que hace de la red. Por tanto, conociendo este uso es posible

inferir elementos del contexto de la conexión, como, por ejemplo, si esta ha ocurrido

en interiores o en zonas abiertas. Para ello, en la primera de las contribuciones de

esta tesis se ha planteado un modelo de regresión loǵıstica multivariable para clasificar

conexiones móviles en función de sus indicadores de rendimiento recopilados de las

trazas, empleando datos de la principal actividad socioeconómica del terreno para

etiquetar los elemento del conjunto de datos en el proceso de entrenamiento. El análisis

de los resultados demuestra que la información empleada es suficiente para segregar las

conexiones de interior con un elevado nivel de confianza.

Una vez comprobada la posibilidad de deducir el contexto espacial de los usuarios,

se ha planteado su aplicación en la gestión de la red. Conocer la distribución espacial de

los usuarios en la red es especialmente interesante, permitiendo, por un lado, conocer

de antemano a cuántos usuarios afectaŕıan los cambios introducidos en los procesos

de replanificación de la red celular, y, por otro, estimar el alcance necesario de dichos

cambios. La clasificación de conexiones en interior/exterior es extremadamente útil

para este fin, permitiendo adaptar la estimación de la mejora en la generación de tráfico

producida por la replanificación de la red en función del contexto de los usuarios, o

discriminar localizaciones en el proceso de posicionamiento de conexiones. Otra valiosa

fuente de información a la hora de localizar conexiones es la densidad de población en el

escenario, ayudando a conocer dónde es más probable que ocurra una conexión. Aunque

esta información es fácilmente accesible a través del catastro en barrios residenciales,

es poco fiable, porque no refleja la situación real de la población, pudiendo estar a

lo largo del d́ıa en sus puestos de trabajo o en centros recreativos. Como alternativa,

en la segunda contribución de esta tesis se plantea estimar la densidad de población

a partir de las publicaciones geolocalizadas de redes sociales, debido a su ubicuidad

actual. Añadiendo ambas fuentes de datos al proceso de localización, se ha podido

observar una gran mejora en la precisión y resolución respecto a métodos tradicionales

basados únicamente en medidas radio, obteniendo una granularidad vital para mejorar

la eficiencia de los procesos de gestión de la red.

Conocida la distribución de los usuarios, es posible perfeccionar la solución de pro-

blemas en tareas de autoplanificación y autooptimización. Por ejemplo, en la planifica-
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ción de redes heterogéneas planteadas para 5G, uno de los problemas t́ıpicos a la hora

de determinar la posición de nuevas estaciones base de corto alcance es si la mejora

de rendimiento introducida compensa los gastos derivados del despliegue. Las redes

heterogéneas están diseñadas para solucionar diferentes tipos de problemas (huecos de

cobertura y falta de capacidad). Los planteamientos actuales de selección de nuevos

emplazamientos solventan los problemas de propagación de forma eficiente, pero en mu-

chos casos depende de la experiencia del operador para corregir la falta de capacidad,

siendo este el principal punto débil de los métodos actuales. La tercera contribución de

esta tesis ha demostrado que enfocar el emplazamiento de las nuevas picoceldas desde

el punto de vista del usuario, estimando el incremento de tráfico esperado en cada po-

sible emplazamiento, es una alternativa con gran potencial para poder identificar áreas

problemáticas de la red debidas tanto a problemas de propagación como de capacidad.

Hasta ese punto, el estudio se hab́ıa centrado en el contexto espacial de los usuarios.

Sin embargo, dada la naturaleza dinámica de la vida urbana, el contexto temporal es

también un factor determinante. En este trabajo, se ha demostrado con datos reales

que las aglomeraciones de usuarios que derivan en problemas de capacidad no siempre

se mantienen en el tiempo, como puede ser en zonas donde siempre suelen coexistir

una gran cantidad de personas (como en grandes centros comerciales); también pueden

ser esporádicos pero significativos para la capacidad de la red y, por tanto, impactar

negativamente en la experiencia de los usuarios. Un claro ejemplo de estos cuellos de

botella son algunos eventos sociales masivos, tratados en la última contribución de esta

tesis, por lo que conocer el impacto que estos tienen en la red es crucial para poder

aplicar soluciones de forma proactiva. Por la complejidad de los patrones de compor-

tamiento de los usuarios, las arquitecturas de aprendizaje profundo son especialmente

interesantes para abordar este problema, demostrando una precisión mucho mayor que

los modelos clásicos basados en técnicas de aprendizaje automático demasiado simples.

Uno de los principales criterios en el desarrollo de los modelos propuestos en esta

tesis es la aplicabilidad real de los mismos, por lo que han sido diseñados para que,

una vez entrenados, tengan un bajo consumo de recursos, lo que facilita su integración

en herramientas de gestión de red. De esta forma, la baja carga computacional de los

modelos permite, a su vez, su inclusión en plataformas de edge computing empleadas en

la tecnoloǵıa 5G, donde los recursos suelen ser limitados. Además, toda la información

empleada en el desarrollo proviene, o bien del sistema de gestión de red, o bien de

portales de datos públicos, lo que facilita su recolección.
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7.2. Publicaciones

Como resultado del trabajo, se han elaborado las siguientes publicaciones:

Art́ıculos de revista

[I] J.L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, R. Acedo-Hernández, S.

Luna-Ramı́rez, “A Data-Driven Algorithm for Indoor/Outdoor Detection Based

on Connection Traces in a LTE Network,” IEEE Access, vol. 7, pp. 65877–65888,

mayo 2019.

[II] J.L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, A. J. Garćıa, S. Luna-

Ramı́rez, “A Context-Aware Data-Driven Algorithm for Small Cell Site Selection

in Cellular Networks,” IEEE Access, vol. 8, pp. 105335–105350, junio 2020.

[III] J.L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, C. Gijón, S. Luna-Ramı́rez,

“A Deep-Learning Model for Estimating the Impact of Social Events on Traffic

Demand on a Cell Basis,” IEEE Access, vol. 9, pp. 2169-3536, mayo 2021.

[IV] J.L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, L.R. Jiménez, S. Luna-

Ramı́rez, “Statistical model for mobile user positioning based on social informa-

tion,” MDPI Electronics, vol. 10, junio 2021.

Congresos y reuniones cient́ıficas

[V] J.L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, R. Acedo-Hernández, S.

Luna-Ramı́rez, “Algoritmo de detección interior/exterior para trazas de conexión

de una red LTE,” XXXIII Simposium Nacional de la Unión Cient́ıfica Interna-

cional de Radio URSI 2018, Granada, España, septiembre 2018.

[VI] J.L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, A.J. Garćıa, S. Luna-

Ramı́rez, “Algoritmo de detección de huecos de cobertura usando información de

redes sociales,” XXXIV Simposium Nacional de la Unión Cient́ıfica Internacional

de Radio, Sevilla, España, septiembre 2019.

[VII] J.L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, C. Gijón, S. Luna-Ramı́rez,

“Análisis de la influencia de eventos sociales en redes celulares,” XXXV Simpo-

sium Nacional de la Unión Cient́ıfica Internacional de Radio, Málaga (evento en
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formato remoto por COVID-19), septiembre 2020.

[VIII] J. L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, L.R. Jiménez, S. Luna-

Ramı́rez, “Statistical model for mobile user positioning based on social informa-

tion,” 3rd Post-Iracon Meeting, Online Meeting, 31 mayo - 1 junio, 2021.

[IX] J.L. Bejarano-Luque, M. Toril, M. Fernández-Navarro, C. Gijón, S. Luna-Ramı́rez,

“Comparativa de modelos de aprendizaje profundo para series temporales de alta

resolución,” XXXVI Simposium Nacional de la Unión Cient́ıfica Internacional de

Radio, Vigo (evento en formato remoto por COVID-19), septiembre 2021.

Las publicaciones generadas en esta tesis pueden englobarse en tres grandes grupos.

En el primero de ellos se sitúan las publicaciones en las que se infiere el contexto de

los usuarios, donde entraŕıan las publicaciones [I], [V], que presentan el modelo de

clasificación de conexiones de interior, explicado en el Caṕıtulo 3.

El segundo grupo abarca las contribuciones en las que se aplica la información de

contexto para mejorar procesos en herramientas de gestión de red, como [IV], [VIII],

donde se exponen los resultados del modelo de posicionamiento estad́ıstico de usuarios

con información espacial de redes sociales, descrito en el Caṕıtulo 4, o [III], [VII], [IX],

que aportan los resultados del modelo de predicción de tráfico corregido por eventos

sociales, expuesto en el Caṕıtulo 6.

Por último, el tercer grupo de publicaciones contiene aquellas que, haciendo uso

de estos procesos mejorados con información de contexto, desarrollan algoritmos de

autoorganización de la red, por ejemplo, [II], [VI], donde se explica la solución del

algoritmo de autoplanificación de celdas pequeñas, detallado en el Caṕıtulo 5.

El desarrollo de estas contribuciones se ha enmarcado en varios proyectos de inves-

tigación, enumerados a continuación:

QoESON - QoE-aware self-planning/optimization in B4G networks (TEC2015-

69982-R), financiado por el Ministerio de Economı́a y Competitividad.

5GPLAN - Self-planning of virtualized 5G networks (RTI2018-099148-B-I00),

financiado por el Ministerio de Ciencia, Innovación y Universidades.

Predicting Quality of Experience (UMA-FEDERJA-256), financiado por la Junta

de Andalućıa.
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LOCUS – LOCation and analytics on-demand embedded in the 5G ecosystem for

Ubiquitous vertical applicationS (H2020-ICT-20-2019, 5G-PPP Phase 3 - Part 4,

2019), financiado por el marco europeo del Horizonte 2020.

Durante esta tesis, también se ha colaborado en los siguientes trabajos:

Otras aportaciones

[X] P.A. Sánchez, J.L. Bejarano-Luque, J.F. Cantón, M. Toril, and S. Luna-Ramı́rez,

“Herramienta de planificación radio para evaluar la calidad de experiencia en

redes móviles,” XXXIII Simposium Nacional de la Unión Cient́ıfica Internacional

de Radio URSI 2018, Granada, España, septiembre 2018.

[XI] J.F. Cantón, J.L. Bejarano-Luque, P.A. Sánchez, and M. Toril, “Clasificación de

tráfico encriptado mediante aprendizaje no supervisado en redes LTE,” XXXIII

Simposium Nacional de la Unión Cient́ıfica Internacional de Radio URSI 2018,

Granada, España, septiembre 2018.

[XII] P.A. Sánchez, S. Luna-Ramı́rez, M. Toril, C. Gijón, and J.L. Bejarano-Luque,

“A data-driven scheduler performance model for QoE assessment in a LTE radio

network planning tool,” Computer Networks, vol. 173, pp. 107228, mayo 2020.

[XIII] C. Baena, S. Fortes, E. Baena, J. L. Bejarano-Luque, M. Tranle, and R. Barco,

”GPPP y SDR como una potente herramienta cient́ıfica,” XXXV Simposium Na-

cional de la Unión Cient́ıfica Internacional de Radio, Málaga (evento en formato

remoto por COVID-19), septiembre 2020.

[XIV] C. Gijón, M. Toril, S. Luna-Ramı́rez, J.L. Bejarano-Luque, and M.L. Maŕı-

Altozano, “Estimación de capacidad en redes LTE mediante aprendizaje supervi-

sado,” XXXV Simposium Nacional de la Unión Cient́ıfica Internacional de Radio,

Málaga (evento en formato remoto por COVID-19), septiembre 2020.

[XV] J. Sánchez, M. Toril, V. Wille, M. Fernández-Navarro and J. L. Bejarano-Luque,

“Algoritmo de filtrado heuŕıstico para medidas de geolocalización en trazas MDT,”

XXXV Simposium Nacional de la Unión Cient́ıfica Internacional de Radio, Mála-

ga (evento en formato remoto por COVID-19), septiembre 2020.

[XVI] C. Gijón, M. Toril, S. Luna-Ramı́rez, J. L. Bejarano-Luque and M. L. Maŕı-

Altozano, “Estimating Pole Capacity From Radio Network Performance Statistics
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by Supervised Learning,” IEEE Transactions on Network and Service Manage-

ment, vol. 17, no. 4, pp. 2090-2101, diciembre 2020

[XVII] L. Jiménez, M. Solera, M. Toril, S. Luna-Ramı́rez and J. L. Bejarano-Luque,

“Impact of the Uplink on the performance of YouTube 360o Live Video Streaming

Service in LTE,” IEEE Access, vol. 9, pp. 2169-3536, septiembre 2021.

7.3. Ĺıneas futuras

Durante el desarrollo de las contribuciones contenidas en esta tesis, han ido sur-

giendo posibles ĺıneas futuras para mejorar y ampliar los resultados obtenidos. A con-

tinuación se incluye una breve descripción de algunas de ellas.

Un primer enfoque para extender la información relacionada con el contexto es

recurrir a modelos más sofisticados o fuentes de información que no han sido explotadas

en esta tesis:

• Exploración de algoritmos/modelos más complejos

En la última contribución de esta tesis, se ha podido comprobar cómo, con sufi-

ciente tamaño de muestra, los modelos de aprendizaje profundo superan amplia-

mente los resultados obtenidos con modelos clásicos. Por lo tanto, una interesante

ĺınea de investigación puede ser aplicar estos modelos, basados en redes neuro-

nales, en la estimación del contexto de los usuarios, como en la clasificación

de conexiones como interiores o exteriores. Sustituyendo el modelo de regresión

loǵıstica por una red neuronal, se espera que la mejora obtenida en este aspecto

no solo beneficiaŕıa al proceso de identificación de conexiones de interior, sino que

también impactaŕıa positivamente en todas las herramientas que hacen uso de

esta información, como los modelos propuestos en los Caṕıtulos 4 y 5. El incon-

veniente de las redes neuronales es que, al ser modelos más complejos, necesitan

una mayor cantidad de datos para ser entrenados, que no siempre es posible de

obtener. En caso de no disponer de juegos de datos suficientemente extensos para

entrenar modelos de redes neuronales, es posible aplicar modelos clásicos más

robustos frente a la falta de información, como los árboles aleatorios o Random

Forest.

Además, algunas técnicas de preprocesado de datos, como la gestión de valores

anómalos o la búsqueda de patrones naturales en los datos mediante agrupamien-

to no supervisado, han demostrado mejorar el aprendizaje de cualquier tipo de
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modelo, por lo que seŕıa interesante estudiar la inclusión de estas técnicas en el

modelo de estimación de contexto. Aprovechando estas técnicas de preprocesado,

es posible que, aumentando la resolución espacial en el cálculo de los ratios de

conexiones de interior (modelo basado en anillos en lugar de celdas), se puedan

detectar perfiles de usuario más complejos, mejorando los resultados de clasifica-

ción. Otra ĺınea de ampliación del modelo de clasificación podŕıa ser la inclusión

de la información de configuración de la celda servidora (p.ej., ancho de banda

o frecuencia de portadora), permitiendo contextualizar indicadores relativos al

servicio del usuario, esperando mejorar los resultados obtenidos.

Siguiendo la misma filosof́ıa que en el caso anterior, la contribución presentada en

el Caṕıtulo 5 se basa, no tanto en un modelo de aprendizaje automático, sino en

un algoritmo que puede optimizarse. El algoritmo de detección de emplazamientos

propuesto, una vez calculado el mapa de ganancia potencial de tráfico en el

escenario, es de tipo voraz. Este tipo de algoritmos, en ocasiones, se estanca

en un óptimo local, siendo incapaz de detectar la mejor solución global. Otra

ĺınea de ampliación del trabajo es el estudio de otros tipos de algoritmos, como

algoritmos genéticos o recocido simulado, para comprobar la idoneidad de los

emplazamientos seleccionados.

• Enriquecimiento de la información contextual

A lo largo del trabajo se ha podido comprobar que la información del entorno del

usuario es un componente clave en la gestión de la red móvil. Este entorno cambia

de forma dinámica, por lo que añadir la componente temporal a la distribución

estad́ıstica de los usuarios en la red podŕıa mejorar los procesos de posiciona-

miento de las conexiones. De esta forma se podŕıa aprovechar la movilidad de

los usuarios en su posicionamiento, siendo capaces de detectar aglomeraciones

periódicas de usuarios (p.ej., oficinas en las mañanas de d́ıas laborables, zonas de

ocio nocturno en fines de semana...) para refinar los resultados obtenidos por el

modelo del Caṕıtulo 4.

Al mismo tiempo, otro de los aspectos clave que afectan al comportamiento de los

usuarios es el tipo de servicio que se demanda. Cada servicio tiene unos requeri-

mientos completamente distintos, más aún en los nuevos casos de uso de las redes

5G. Por tanto, conocer el principal servicio solicitado en la celda es vital para me-

jorar la eficacia de los procesos de optimización de red. En esta ĺınea, determinar

qué servicio domina en cada tipo de uso de suelo puede servir para aprovechar al

máximo la asignación de recursos, adaptando la solución automática de proble-
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mas en función del servicio principal. Por ejemplo, servicios de videostreaming

en conciertos/partidos generarán un pico de tráfico que puede derivar en proble-

mas de capacidad, necesitando una mayor cantidad de recursos radio disponibles,

mientras que servicios de poco tráfico, t́ıpicamente a ráfagas (como conversacio-

nes, redes sociales o búsqueda web) en entornos de alta concentración de usuarios

(p.ej., centros comerciales o culturales) pueden causar problemas de congestión

por una gran cantidad de usuarios simultáneos, necesitando una asignación más

eficiente de los recursos disponibles.

Otra forma de ampliar el trabajo es explorar aplicaciones de la información con-

textual espaciotemporal de los usuarios en el mantenimiento de la red. Algunas de las

posibles ĺıneas de investigación en este sentido son:

• Desarrollo de modelos conscientes del contexto para casos de uso en

5G

Una de las principales áreas de investigación es desarrollar algoritmos que, apro-

vechando la información contextual de los usuarios (dónde, cuándo y cómo están

usando la red), saquen el máximo partido del particionado de red (network sli-

cing). En este ámbito, se plantea la predicción de tráfico por arrendatario (tenant)

corregida por la ocurrencia de eventos sociales para la mejora de diferentes si-

tuaciones, como la asignación de recursos a los diferentes servicios o el diseño de

redes heterogéneas para solventar problemas de capacidad en diferentes casos de

uso dentro de la tecnoloǵıa 5G (como en aplicaciones de comunicaciones masivas

tipo máquina o de banda ampliada, donde la densidad de dispositivos o la gran

cantidad de tráfico generado pueden saturar los recursos de las celdas servidoras).

• Estudio de distintas actividades sociales masivas

Otra de las futuras ampliaciones del trabajo realizado es estudiar nuevas situa-

ciones en las que el contexto del usuario sea un factor determinante en el correcto

funcionamiento de la red. Un ejemplo podŕıa ser el análisis de las horas de máxi-

ma afluencia en estaciones de transporte de elevado tránsito, por ejemplo, los

principales aeropuertos o estaciones de trenes.





Apéndice A

Herramientas de recolección y

tratamiento de datos

En los diferentes modelos explicados en esta tesis doctoral, la principal aportación

es la aplicación de información relativa al contexto espaciotemporal de los usuarios

en los procesos de gestión de red. Por este motivo, para desarrollar estos modelos es

necesario realizar un trabajo previo para la obtención y el tratamiento de una ingente

cantidad de datos de distinta naturaleza, tanto relativos a la red celular como datos

externos. En este apéndice, se explican las herramientas desarrolladas para recolectar

y procesar los datos necesarios. En concreto, en la Sección A.1 se detallan las herra-

mientas de recolección de datos ajenos a la red, aplicando técnicas de raspado web

o accediendo mediante interfaces de programación de aplicaciones (Application Pro-

gramming Interfaces, APIs). Una vez obtenidos los datos, es necesario procesarlos para

poder utilizarlos en los distintos modelos. En la Sección A.2 se describen las herra-

mientas desarrolladas para el procesado de la información, tanto de la red como de las

herramientas de recolección o de los portales de datos abiertos.

A.1. Herramientas de recolección

La información relativa a la posición y al momento en el que los usuarios hacen uso

de la red celular es vital para los modelos descritos en esta tesis, pero por desgracia los

sistemas de gestión de red no son capaces de recopilar dicha información. Por este mo-

tivo, es crucial obtenerla de otras fuentes, siendo imprescindible que sean públicamente

accesibles para que sea comercialmente viable implementar los modelos desarrollados

165
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en los sistemas de gestión de red. En algunos casos, la información necesaria es ac-

cesible a través de portales de datos abiertos, pero no siempre es aśı, por lo que es

necesario un trabajo de recolección previo. En esta sección se describen las diferentes

herramientas desarrolladas para la recolección de datos de redes sociales (aplicados en

el Caṕıtulo 4) y plataformas de venta de entradas (usados en el Caṕıtulo 6), a través de

sus respectivas APIs, y de historial de eventos sociales (Caṕıtulo 6), mediante raspado

web.

A.1.1. Recolección a través de APIs

En la actualidad, la ingente cantidad de información que se genera continuamente

es de vital importancia en múltiples ámbitos y las empresas son conscientes de ello.

Por este motivo, muchas de estas empresas monetizan la información que se origina en

sus plataformas facilitando el acceso a través de APIs. Como norma general, las APIs

pueden ser privadas, cuya aplicación suele ser la interconexión entre equipos internos

de una empresa, o públicas, a las que cualquier persona puede acceder, necesitando en

algunas ocasiones un registro previo. Las empresas que ofrecen datos generados en sus

plataformas optan por la implementación de APIs públicas, lo cual les permite limitar

el flujo de información accesible por cada desarrollador en función del plan de pago que

contraten, siendo gratuito el plan más básico. Estas APIs son interfaces que habilitan

la comunicación entre los desarrolladores (clientes) y la base de datos de las empresas

(servidores) mediante un conjunto de solicitudes y respuestas definidas.

Existen varios tipos de APIs en función de su objetivo y arquitectura, de los cuales

el más común actualmente es el tipo API de transferencia de estado representacional

(Representational State Transfer, REST) [165]. Las APIs de REST basan su funciona-

miento en el intercambio de mensajes sobre el protocolo de transferencia de hipertexto

(HyperText Transfer Protocol, HTTP), que facilitan el env́ıo de solicitudes y respuestas

incluyendo datos en múltiples formatos de texto, como XML o JSON. La popularidad

de las APIs de REST viene dada por su fácil uso e integración en los sistemas software

de los clientes, debido principalmente a sus caracteŕısticas:

Se definen un conjunto de operaciones, comunes para todas las APIs de REST,

que facilitan el acceso y la interacción con todos los recursos que ofrece el servidor.

Las operaciones más comunes son:

� Peticiones POST. Este tipo de peticiones son empleadas para añadir un nue-
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vo objeto a un recurso espećıfico del equipo origen (normalmente el servidor)

al equipo destino (cliente).

� Peticiones GET. Estas peticiones se realizan desde el equipo de origen

(usualmente el cliente) para solicitar información sobre un recurso concreto,

contenida en el equipo destino (servidor).

� Peticiones PUT. Este tipo de peticiones son similares a las POST, con la

salvedad de que no añade un nuevo objeto, sino que sustituye el valor de un

objeto ya existente en el recurso del equipo destino.

� Peticiones DELETE. Las peticiones DELETE borran del equipo destino la

información especificada en la petición.

El protocolo de comunicación entre los clientes y el servidor no necesita guardar

el estado de la conexión, es decir, cada mensaje que intercambian cliente/servidor

contiene toda la información necesaria para completar la petición.

Debido al uso del protocolo HTTP, es posible navegar entre los recursos que ofrece

el servidor únicamente conociendo su identificador (Uniform Resource Identifier,

URI), siguiendo enlaces que direccionen a estos recursos y sin la necesidad de

infraestructuras adicionales.

Debido al fácil acceso por parte de los usuarios, la seguridad en las APIs de REST es

crucial. Para conseguir esto, la API solo acepta peticiones recibidas de un usuario que

previamente ha sido registrado y que se ha autenticado correctamente. Este registro

permite, además, definir perfiles de acceso, limitando los recursos disponibles en función

de la cuota de suscripción. Existen dos técnicas de autenticación en las APIs de REST:

Autenticación mediante códigos de seguridad. Los códigos de seguridad, o to-

kens, son códigos de acceso único generados en el momento de autenticación del

usuario con sus credenciales. Este código es temporal y habilita al cliente realizar

peticiones a los recursos del servidor para los que tiene derechos de acceso, sin

tener que volver a identificarse mientras dure la vida útil del token.

Autenticación mediante claves de API. Estas claves son códigos generados en el

momento de registro del usuario e identifican un recurso concreto al que tiene

derecho de acceso. Este tipo de autenticación es menos segura que la autenticación

mediante tokens, pero permite monitorizar el uso de la API y restringir el acceso

en función del número de peticiones.
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Figura A.1: Esquema de la herramienta de colección de datos de redes sociales en
tiempo real.

Todas las APIs empleadas en las herramientas desarrolladas son públicas y de tipo

REST con suscripción gratuita, por lo que la autenticación se realiza mediante claves

de API.

APIs de acceso a datos de redes sociales en tiempo real

La herramienta basada en APIs de acceso en tiempo real es la empleada en la reco-

lección de publicaciones geolocalizadas de redes sociales, usadas en el modelo descrito

en el Caṕıtulo 4. Esta herramienta consta de 2 procesos, el primero usa la Streaming

API de Twitter, donde el cliente se implementa en Java a través de la libreŕıa Twit-

ter4j [82, 88], mientras que el segundo proceso se basa en la API de Flickr, implemen-

tando el cliente en Python [83]. El funcionamiento de la herramienta está representado

en la Figura A.1, donde ambos procesos corren en paralelo de forma ininterrumpida.

El primer paso es configurar ambos procesos, para ello es necesario introducir la

siguiente información:

Las claves de la API a la que va a acceder el proceso.

El área geográfica donde se va a recopilar la información geolocalizada de Twitter

y Flickr, respectivamente, delimitada como un área rectangular que se define por

las coordenadas de la esquina superior derecha y la esquina inferior izquierda.

El tiempo del contador entre peticiones. Este contador duerme el proceso después

de cada petición durante el tiempo establecido, para no sobrecargar de llamadas

la API y no sobrepasar el ĺımite de la suscripción gratuita. Por defecto, este

contador se ha configurado en 3.600 segundos (1 hora).
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Figura A.2: Esquema de la herramienta de colección de datos históricos de eventos.

Una vez configurados, se lanzan ambos procesos para que empiece la colección de pu-

blicaciones geolocalizadas de redes sociales. Primero, cada proceso realiza una primera

petición GET a su respectiva API, introduciendo las claves en la cabecera y como filtros

de búsqueda las coordenadas geográficas y el rango de tiempo de búsqueda, definido

como la marca de tiempo inicial (instante actual menos la duración del contador) y la

marca de tiempo final (instante actual). Una vez obtenidas las respuestas de cada API,

se vuelca el resultado en su respectiva base de datos y se duerme el proceso.

Los parámetros que se guardan por publicación de redes sociales son: a) identificador

único de la publicación de redes sociales, b) coordenadas GPS de la publicación y c)

la marca de tiempo del instante que se generó. Cuando finalice el contador, se repite

el procedimiento completo de forma continuada hasta que se cierre la herramienta.

APIs de acceso a datos históricos de eventos

La herramienta basada en APIs de acceso a datos históricos es una de las tres

fuentes de información de eventos sociales masivos, usada en el modelo descrito en

el Caṕıtulo 6. De la misma forma que la herramienta de APIs en tiempo real, esta

herramienta consta de 2 procesos, el primero usa la API de Yelp [156], mientras que

el segundo proceso se basa en la API de Eventful [155]. En ambos casos el cliente se

implementa en Python. La Figura A.2 presenta un esquema de la herramienta de APIs

de datos históricos. Al contrario que la herramienta de APIs en tiempo real, en este

caso solo es necesario ejecutar la herramienta una vez, sin quedar los procesos corriendo

en segundo plano.

Primero, se configuran los procesos de la herramienta, introduciendo los siguientes

datos:

Las claves de la API a la que va a acceder el proceso.
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Las áreas geográficas donde se va a buscar la información de eventos sociales,

tanto en Yelp como en Eventful. En este caso, el área geográfica se delimita por

las coordenadas centrales de cada zona a recopilar y un radio en torno a dichas

coordenadas, definiendo un área circular en la que se van a buscar los datos

históricos de eventos sociales. Las áreas seleccionadas para obtener la información

de eventos sociales corresponden a las cubiertas por un ćırculo de 30 kilómetros

de radio en torno al centro geográfico de 10 ciudades densamente pobladas.

El rango de tiempo de búsqueda de eventos sociales, definido por la marca de

tiempo inicial y final del rango. Para el desarrollo del modelo, estos parámetros

se configuraron para recoger los eventos sociales de los meses de marzo y abril de

2019.

La cantidad máxima de resultados que se obtienen por búsqueda. En estas APIs,

a diferencia de las APIs de la herramienta anterior, se acceden a datos históri-

cos, por lo que las empresas limitan la cantidad de eventos que se adjuntan para

controlar el tamaño de la respuesta. En el caso de esta herramienta, interesa con-

figurar este parámetro al máximo permitido para realizar el mı́nimo de peticiones

posibles, siendo 1.000 en Yelp y 250 en Eventful.

El desfase inicial en la búsqueda. Es posible que la cantidad de eventos disponibles

en la base de datos sea mayor que el número máximo de resultados añadidos en

una petición. En estos casos, para acceder a los eventos que no se añadiŕıan en la

búsqueda, es necesario incluir en la petición un desfase, u offset, que descarta los

primeros eventos de la base de datos en la petición. Por defecto, el desfase inicial

de la herramienta está configurado en 0, incrementándolo en cada iteración con

la cantidad de resultados obtenidos en la iteración anterior.

Al ejecutar la herramienta de colección de datos históricos, se itera en las diferentes

áreas geográficas configuradas. Por cada una de estas áreas, cada proceso realiza una

primera petición GET a su respectiva API de forma similar a la herramienta de datos

en tiempo real, incluyendo en la cabecera la petición las claves de la API y como filtros

de búsqueda el área geográfica, el rango de tiempo y el ĺımite máximo de resultados.

Una vez realizada la consulta, la API devuelve los primeros eventos sociales registrados

en su base de datos dentro del rango seleccionado, además del número total de eventos

disponibles. Si este número es mayor que el ĺımite de resultados, se incrementa el offset

con el número máximo de resultados por búsqueda y se vuelve a realizar la petición

GET en la misma área geográfica, repitiendo el procedimiento hasta obtener todos
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los resultados. Cuando se recopilan todos los eventos sociales en el área geográfica, se

vuelcan a la base de datos de eventos sociales y se empieza el procedimiento para la

siguiente área.

Por cada evento recopilado, la información que se almacena en la base de datos es:

a) un identificador único por evento, b) las coordenadas geográficas de la ubicación del

evento, c) las marcas de tiempo de inicio y final del evento, d) el nombre oficial del

evento y e) una etiqueta que determina la categoŕıa del evento (p.ej., concierto, taller,

partido, etc.).

A.1.2. Recolección mediante técnicas de raspado web

Por desgracia, no toda la información generada en Internet es accesible a través

de APIs, por lo que para aprovechar por completo el potencial de esta información

es necesario buscar otras formas de recolección. En este contexto aparece el raspado

web [166], o web scraping, englobando un conjunto de técnicas cuyo objetivo es la

extracción y almacenamiento de información contenida en los sitios web, ya sea de

forma manual o empleando programas, denominados web scrawlers, que automaticen

el proceso. Para poder manejar las distintas formas que adoptan los datos contenidos

en los sitios web, estos programas pueden ser desde procedimientos personalizados para

el sitio concreto, ayudados por humanos, hasta grandes sistemas capaces de estructurar

por completo cualquier sitio web.

Para extraer la información deseada de un sitio web, los web scrawlers suelen ana-

lizar su código fuente en lenguaje de marcado de hipertexto (Hypertext Markup Lan-

guage, HTML). Este código fuente puede ser obtenido de dos formas: a) utilizando el

protocolo HTTP, realizando una petición GET con la dirección URL (Uniform Resour-

ce Locator) y obteniendo el código HTML en su respuesta o b) simulando la navegación

humana a través de un buscador, empleando herramientas como Selenium [167], un eco-

sistema que habilita el manejo de navegadores web desde aplicaciones programadas en

diferentes lenguajes de programación.

Una vez obtenido el código fuente, los web scrawlers estructuran la información

para su posterior almacenado en el formato deseado. Para ello, analizan el código en

búsqueda de diferentes patrones de texto que aparezcan en los elementos que componen

el sitio web (como encabezados, distintos complementos dentro del cuerpo de la página,

etc.) o en sus metadatos, pudiendo interactuar con elementos responsivos y extrayendo

la información deseada.
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Figura A.3: Esquema de la herramienta de colección mediante raspado web.

Usando el raspado web, se desarrolla la última herramienta para la recolección de

información ajena a la red móvil, destinada a la recolección de eventos sociales masivos.

Esta herramienta es la segunda fuente de información de eventos sociales del modelo

descrito en el Caṕıtulo 6. De la misma forma que en las herramientas anteriores, la

Figura A.3 muestra un esquema de la herramienta de recolección mediante raspado

web.

La herramienta de raspado web consta de un conjunto de procesos desarrollados ad

hoc para cada sitio web que ha sido seleccionado para recopilar información de eventos

sociales. El primer paso de desarrollo es una inspección manual del sitio, detectando

la página o elemento que contiene la información de eventos sociales pasados, aśı co-

mo los elementos que permiten, si es necesario, navegar en el sitio web para recopilar

toda la información disponible. Además, se localizan las palabras clave que identifi-

can cada elemento en el código HTML. Una vez realizada la inspección, se accede a

cada sitio web a través del proceso correspondiente. Debido a la presencia de algunos

componentes JavaScript que solo generan la información necesaria cuando se accede

desde un navegador, se hace uso de las rutinas de la libreŕıa Selenium que manejan el

navegador Mozilla Firefox para acceder a cada sitio web y obtener e interactuar con el

código fuente. En este punto, se hace uso de las palabras clave para filtrar los elementos

necesarios y obtener la información de cada evento social almacenado en el sitio.

De la misma forma que en la herramienta anterior, la información que se guarda

en la base de datos por cada evento recopilado es: a) el identificador de evento, b) su

dirección postal, de la que se extraen las coordenadas GPS mediante geocodificación,

c) las marcas de tiempo de inicio y final, d) el nombre del evento y e) una etiqueta que

determina la categoŕıa del evento.



APÉNDICE A. HERRAMIENTAS DE RECOLECCIÓN Y TRATAMIENTO DE
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Figura A.4: Esquema de la herramienta construcción de conexiones.

A.2. Herramientas de procesado

La información necesaria para el desarrollo de los modelos descritos en esta tesis,

tanto las métricas y configuración de la red celular como la información contextual,

descargada de portales de datos abiertos o recogida con las herramientas de la sec-

ción anterior, muchas veces necesita un procesado que permita adaptarla a un formato

común. Para ello, se han desarrollado una serie de herramientas que construyen las

conexiones que han ocurrido en la red móvil a partir de sus trazas, aśı como la carac-

terización contextual del escenario que las acoge. En esta sección se describe primero

la herramienta de construcción de conexiones, pilar de los modelos descritos en los

Caṕıtulos 3, 4 y 5. A continuación, se explica la herramienta de construcción de mapas

de uso de suelo, que define el contexto de interior en cada área geográfica servida por

la red en los mismos modelos.

A.2.1. Construcción de conexiones

Como ya se comentó en el Caṕıtulo 2, las trazas de conexión son la fuente de in-

formación más rica que puede obtenerse de una red móvil debido al gran número de

eventos registrados de distinta naturaleza. Estos eventos contienen información a nivel

de usuario y pueden ser internos, que incluyen información de rendimiento, o externos,

con mensajes estandarizados entre estaciones base y otros elementos de la red. A su vez,

los eventos pueden ser periódicos, con medidas equiespaciadas en tiempo, o aśıncronos,

disparados por una acción en la red. Con esta información es posible conocer el com-

portamiento de las conexiones registradas, pero es necesario realizar un tratamiento de

los archivos de trazas. Para ello, la herramienta de construcción de conexiones, presen-

tada en la Fig. A.4, se basa en técnicas de procesado de eventos complejos (Complex

Event Processing, CEP) [20], definiendo cada conexión como el conjunto de indicadores

rescatados de cada tipo de evento y asociados al mismo indicador único.



174 A.2. HERRAMIENTAS DE PROCESADO

Para construir las conexiones ocurridas en el periodo de recolección de trazas, la

herramienta desarrollada se compone de tres procesos:

1. Obtención de métricas por evento. El primer paso para la construcción de

conexiones es la obtención de las medidas que la componen. Para ello, se anali-

zan los ficheros de cada tipo de evento por separado. Estos ficheros almacenan

la información recopilada de la red en formato de valores separados por comas

(Comma-Separated Values, CSV), donde, independientemente de la conexión que

genere el mensaje, cada métrica ocupa siempre la misma posición. Por tanto,

una vez estudiados los indicadores que se desean obtener de cada conexión, se

identifican las posiciones de sus respectivas métricas y se extraen sus valores.

2. Sincronización de eventos. Aunque sean generados por una misma conexión,

los mensajes de cada tipo de evento están completamente desacoplados entre

śı, por lo que es necesario sincronizar los diferentes eventos para construir cada

conexión. Una vez obtenidos las medidas necesarias por mensaje, cada mensaje

se agrupa por el identificador único de la conexión que lo ha generado. Este

identificador de conexión se define como la combinación de dos indicadores: a) el

de la celda que le da servicio y b) un identificador de usuario dentro de la celda,

obtenido de un registro limitado, que identifica la conexión en la comunicación

entre la función de control de admisión radio (Radio Admission Control, RAC) y

la banda base.

Ese último identificador queda reservado por un periodo de tiempo para el usuario

al que ha sido asignado, pero una vez liberado puede ser asignado a una conexión

distinta, por lo que es necesario sincronizar también los mensajes en tiempo.

Para ello, se hacen uso de los eventos de establecimiento y liberación de conexión

radio para identificar el inicio y fin de las conexiones, agrupando los mensajes

del resto eventos con el mismo identificador de usuario y cuya marca de tiempo

se encuentre entre las marcas de tiempo de los mensajes de establecimiento y

liberación de conexión correspondientes.

3. Construcción de conexiones. Una vez sincronizados los mensajes de cada

conexión en todos los eventos recopilados, se construyen los indicadores que com-

ponen cada conexión. Estos indicadores pueden ser simples o compuestos. Los

indicadores simples son aquellos que se obtienen directamente de las medidas

obtenidas de los eventos o que solo requieren un leve procesado, como una agre-

gación o promediado de valores de eventos aśıncronos o la obtención la moda o
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Figura A.5: Esquema de la herramienta de construcción de mapas de uso de suelo.

mediana de valores en eventos periódicos. Los indicadores compuestos son aque-

llos que necesitan un procesado más complejo y están basados en indicadores

simples. La concatenación de todos los indicadores de conexión, tanto simples

como compuestos, forman el juego de datos de conexiones basado en trazas.

A.2.2. Construcción de mapas de uso de suelo

El segundo pilar de los modelos desarrollados en esta tesis es el contexto espacial

de los usuarios en la red. En concreto, el contexto de interior cobra especial relevancia

en los modelos de los Caṕıtulos 3, 4 y 5. Esta información no es propia de la red

móvil, sino que es una propiedad del escenario f́ısico que la alberga y, por tanto, es

necesario recurrir a fuentes de información externas a la red para conocerla. En esta

tesis, el contexto de interior se define a partir de la principal actividad socio-económica

en cada zona geográfica, definida a lo largo de la tesis como uso de suelo. Debido al

creciente interés en la ciencia de los datos, varias plataformas de datos abiertos (como

OpenStreetMap [62]), aśı como algunas instituciones gubernamentales, han generado

grandes conjuntos de datos para importantes núcleos urbanos y lugares de interés,

formados por ĺıneas y poĺıgonos geolocalizados, que son enriquecidos con información

adicional, entre la cual se añade una etiqueta que define la caracteŕıstica f́ısica espećıfica

del poĺıgono (p. ej., hotel, vivienda, hospital, parque, etc.). Con estos juegos de datos

como entrada, la herramienta descrita en esta subsección, esquematizada en la Fig. A.5,

construye un mapa de usos de suelo que define la actividad socio-económica en cada

área de la red móvil.

Para construir el mapa de usos de suelo, la herramienta desarrollada está formada

por dos procesos:
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1. Construcción de capas por tipo de uso de suelo. El proceso de construcción

del mapa de usos de suelo comienza por la generación de un mapa por cada tipo

de uso de suelo definido. Para ello, el primer paso es preprocesar la información

del conjunto de datos para poder generar estos mapas. En este sentido, primero

se clasifica el gran abanico de etiquetas que aparecen en el conjunto de datos,

agrupando cada una de ellas en unas pocas clases que las resuma y que posterior-

mente serán los tipos de uso de suelo en el escenario. A continuación, se define el

área que limita el escenario, se obtienen las coordenadas geográficas de sus esqui-

nas opuestas y, aplicando una transformación basada en la ortodrómica [168], las

coordenadas geográficas de cada elemento del conjunto de datos se transforman

a coordenadas cartesianas, proyectando todos los poĺıgonos en el mismo plano.

Una vez se han preprocesado los datos, se construyen los mapas por cada tipo de

uso de suelo, que formarán las diferentes capas del resultado final. Cada uno de

estos mapas se define como una malla que representa el área que limita el escena-

rio, compuesta por cuadŕıculas que definen secciones de misma superficie. Para

construir estas capas, primero se inicializan las mallas de todos los tipos de uso de

suelo con valores nulos. A continuación, se itera en los elementos que componen

el conjunto de datos y se localizan las cuadŕıculas que contienen las coordenadas

cartesianas de los vértices de cada poĺıgono dentro de la malla correspondiente.

Una vez posicionado en su respectivo mapa, se asigna el mismo valor a todas

las cuadŕıculas de la malla del tipo de uso de suelo que entran dentro del área

definida por los vértices del poĺıgono.

2. Combinación de capas. La generación del juego de datos se realiza de forma

manual por seres humanos y, por tanto, existe un riesgo de error, aśı como im-

precisiones en los poĺıgonos almacenados. Estas imprecisiones pueden derivar en

solapamientos de las capas generadas en el proceso anterior, haciendo aśı que la

misma zona sea clasificada con dos usos de suelo simultáneamente. Por este mo-

tivo, el mapa de usos de suelo se genera combinando las capas de cada tipo en un

orden espećıfico, definido por la calidad y la precisión de la información de cada

capa. Aśı, capas con información poco relevante o con poĺıgonos simplificados son

usadas como base del mapa de usos de suelo, agregando por orden de prioridad el

resto de las capas y, en caso de solape, sustituyendo los valores anteriores por los

de la nueva capa. Una vez terminada la combinación, el resultado final será una

malla formada por cuadŕıculas que representan una sección del terreno y cuyos

valores determinan el uso de suelo en cada área del escenario.
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2004, [En ĺınea]. [Último acceso: Abr. 24, 2020].

[156] “Yelp API documentation,” Disponible en: https://www.yelp.com/developers/,
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ĺınea]. [Último acceso: Feb. 15, 2023].

[168] C. Carter, “Great circle distances,” SiRF White Paper, 2002.

https://www.selenium.dev/

	Agradecimientos
	Resumen
	Índice de tablas
	Índice de figuras
	Lista de Acrónimos
	Introducción
	Motivación
	Objetivos y Contribuciones
	Metodología de trabajo
	Estructura del documento

	Marco teórico
	Redes de acceso móvil
	Información registrada de la red

	Redes AutoOrganizadas
	Autoplanificación
	Autodespliegue
	Autooptimización
	Autoreparación

	Posicionamiento de usuarios en redes móviles
	Medidas empleadas en la localización
	Clasificación de los métodos de posicionamiento en redes celulares
	Métodos de posicionamiento

	Técnicas de aprendizaje automático
	Técnicas clásicas
	Redes neuronales


	Clasificación probabilística de conexiones de interior
	Estado de la técnica
	Formulación del problema
	Datos del sistema de gestión de red
	Datos de uso de suelo

	Modelo de clasificación de conexiones en interior
	Etiquetado artificial
	Modelo de regresión
	Selección de variables

	Evaluación del modelo
	Metodología experimental
	Resultados
	Complejidad computacional

	Conclusiones

	Posicionamiento estadístico de conexiones basado en información social
	Estado de la técnica
	Formulación del problema
	Modelo de posicionamiento estadístico
	Preprocesado
	Distribución espacial de conexiones

	Evaluación del modelo
	Metodología experimental
	Resultados
	Complejidad computacional

	Conclusiones

	Selección automática de emplazamientos de picoceldas con datos multimodales
	Estado de la técnica
	Formulación del problema
	Impacto de la mejora de tasa binaria con búfer completo
	Impacto de la mejora de tasa binaria con búfer completo en conexiones de tráfico a ráfagas
	Efecto del contexto de interior en el impacto de la mejora de tasa binaria con búfer completo

	Modelo automático de selección de nuevos emplazamientos
	Paso 1: Construcción del mapa de ganancia de tráfico en la red
	Paso 2: Selección de emplazamientos

	Evaluación del modelo
	Metodología experimental
	Resultados
	Complejidad computacional

	Conclusiones

	Predicción de la demanda de tráfico en eventos sociales
	Estado de la técnica
	Análisis preliminar del impacto de eventos sociales en el tráfico celular
	Modelo de predicción de tráfico en eventos sociales
	Paso 1: Recolección de datos y preprocesado
	Paso 2: Modelado de serie temporal
	Paso 3: Corrección del impacto de eventos

	Validación del modelo
	Metodología experimental
	Resultados
	Complejidad computacional

	Conclusiones

	Conclusiones finales
	Resumen del trabajo
	Publicaciones
	Líneas futuras

	Apéndice Herramientas de recolección y tratamiento de datos
	Herramientas de recolección
	Recolección a través de APIs
	Recolección mediante técnicas de raspado web

	Herramientas de procesado
	Construcción de conexiones
	Construcción de mapas de uso de suelo


	Bibliografia

		2023-06-27T12:57:21+0200
	BEJARANO LUQUE JUAN LUIS - 78986978X


		2023-06-27T13:13:11+0200
	TORIL GENOVES MATIAS - 33393202P


		2023-06-27T13:13:30+0200
	TORIL GENOVES MATIAS - 33393202P


		2023-06-27T14:46:03+0200
	FERNANDEZ NAVARRO MARIANO - 25079628Z


		2023-06-27T14:46:59+0200
	FERNANDEZ NAVARRO MARIANO - 25079628Z


		2023-06-27T14:48:04+0200
	FERNANDEZ NAVARRO MARIANO - 25079628Z




